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Châınes de Markov régulées et

approximation de Poisson pour
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NotationsNous listons ii les prinipales notations utilisées dans e doument.� DMM : drifting Markov model (modèle de Markov régulé) ;� HMM : hidden Markov model (modèle de Markov ahé) ;� A : Alphabet (par exemple {a, c, g, t}) ;� k : ordre du modèle de Markov ;� u : passé markovien (à l'ordre k, u ∈ Ak) ;� v : présent (v ∈ A) ;� n+ 1 : taille de la séquene ;� t : position dans la séquene (t varie de 0 à n) ;� Xt : variable aléatoire à valeurs dans A ;� Π : matrie de transition d'un modèle de Markov ;� Πt : transposée de Π ;� µ : loi stationnaire ou distribution de probabilité ;� L : vraisemblane ;� ℓ : log-vraisemblane ;� ‖.‖ : distane en variation totale ;� 1 : fontion indiatrie ;� 1u = 1{Xt−k...Xt−1=u} ;� 1v = 1{Xt=v} ;� 1uv = 1{Xt−k...Xt=uv} ;� Ja, bK : ensemble des entiers de a à b ;� P : probabilité ;� E : espérane ;� V : variane ;� Cov : ovariane ;� {α0, . . . , αN} : déoupage de la séquene en N segments ;
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Séquenes biologiques et modèles deMarkov
Avant toute hose, et bien que matheux de nature, la multidisiplinarité de mon travail m'a induit à rendreette thèse aessible à tous : aux non-statistiiens omme aux non-biologistes ou non-informatiiens.Dans e manusrit, je vous présente le résultat de mes reherhes sur les �modèles de Markov régulés� (DriftingMarkov Models). Cette introdution générale à la génétique a pour but de situer le ontexte du travail et d'entrevoirles possibilités d'appliations de es nouveaux modèles.Je présente aussi plusieurs artiles (en ollaboration ave Miguel Abadi1) sur un sujet di�érent : les temps deretour et nombres d'ourrenes dans les proessus de mélange. Ces artiles partiipent à l'analyse des séquenespar la reherhe de mots exeptionnels. Ils sont l'objet de la partie III.L'analyse statistique des séquenes biologiques telles les séquenes nuléotidiques (l'ADN et l'ARN) ou d'aidesaminés (les protéines) néessite la oneption de di�érents modèles s'adaptant haun à un ou plusieurs as d'étude.Les séquenes nuléotidiques d'ADN forment le patrimoine génétique des individus : elles les aratérisent au moinsen partie et expliquent leurs ressemblanes ainsi que leurs di�érenes. Biologistes, mathématiiens, informatiiensse trouvent don onfrontés à un problème de taille : dérypter (toute) l'information ontenue dans es séquenes.L'enjeu sienti�que est important. Aquérir de telles onnaissanes sur le fontionnement des espèes favoriserala résolution des problèmes telles les maladies. Bien qu'un nombre important de méanismes biologiques soit déjàonnu, un nombre beauoup plus important reste enore un mystère. L'analyse statistique des séquenes o�reune vision nouvelle sur es méanismes de la biologie et aide à la ompréhension de eux-i. Étant donnée ladépendane de la suession des nuléotides dans les séquenes d'ADN, les modèles généralement utilisés sont desmodèles de Markov (voir 0.2). Le problème de es modèles est de supposer l'homogénéité des séquenes. Or, lesséquenes biologiques ne sont pas homogènes. Un exemple bien onnu est la répartition en g (voir 0.1.1 sur lesnuléotides) : le long d'une même séquene, alternent des régions rihes en g et des régions pauvres en g. Pourrendre ompte de l'hétérogénéité des séquenes, d'autres modèles sont utilisés : les modèles de Markov ahés (voir0.3). La séquene est divisée en plusieurs régions homogènes. Les appliations sont nombreuses, telle la reherhe desrégions odantes. Certaines partiularités biologiques ne pouvant apparaître suivant es modèles, nous proposonsde nouveaux modèles, les haînes de Markov régulées. La matrie de transition, onstante par moreaux pour desmodèles de Markov ahés, est autorisée à varier le long de la séquene. Ces modèles peuvent être vus omme unealternative mais aussi omme un outil omplémentaire aux modèles de Markov ahés (voir 0.4).1 Séquenes biologiquesNotre étude pourra porter sur diverses séquenes biologiques que nous présentons maintenant. Pour plus d'in-formation sur la biologie et en partiulier sur l'informatique en biologie, il est utile de se référer aux réentsouvrages de bioinformatique résumant assez bien les problèmes posés par la biologie aux informatiiens et mathé-matiiens (voir [DK02℄ et [Ber01b℄). Avant tout, donnons quelques notions de lassi�ation des êtres vivants. Ledéveloppement de la génétique et le séquençage automatique des êtres vivants a permis de revoir leur mode delassi�ation. À la lassi�ation traditionnelle du vivant en inq règnes (les proaryotes, les protistes, les ham-pignons, les végétaux et les animaux), a suédé la lassi�ation phylogénétique. Plut�t que de se fonder sur des1http://www.ime.uniamp.br/~miguel/ 5



Séquenes biologiques et modèles de MarkovFig. 1 � Classi�ation des êtres vivants ([CDvM+06℄)

aratères biologiques, phénotypiques ou physiologiques, la lassi�ation phylogénétique repose prinipalement surla génétique. Les êtres vivants sont regroupés en trois grandes atégories :� Eubatéries ;� Arhéobatéries ;� Euaryotes.[CDvM+06℄ propose une lassi�ation réente représentée à la Figure 1. Les arhéobatéries se di�érenient deseubatéries (les �vraies� batéries) par leurs gènes ontenant exons et introns. En général, l'ADN des arhéobatérieset des eubatéries se ompate en un unique hromosome irulaire, tandis que l'ADN des euaryotes se ompateen plusieurs hromosomes linéaires (voir Figure 2 et Figure 3 sur la ompation de l'ADN). Les euaryotes sedi�érenient aussi des arhéobatéries et des eubatéries par leur noyau.Plusieurs entités sont très prohes des êtres vivants mais ne sont pas (enore ? ) onsidérées omme tels, ladé�nition du vivant faisant débat. Il s'agit en partiulier des virus. Ces organismes aellulaires sont inapablesde se reproduire seuls et sont pour ette raison éartés du monde du vivant. Pourtant, ils ont été réemmentsoupçonnés d'être à l'origine de la première ellule à ADN. En e�et, Didier Raoult et Jean-Mihel Claverie ontdéouvert le mimivirus : un virus géant à ADN (son génome étant deux fois plus long que le plus petit génomebatérien onnu). La partiularité de e virus est qu'il peut produire des protéines impliquées dans la tradutionde l'ARN en protéines (omme des enzymes hargeant des aides aminés sur des ARNt), il pourrait don avoirpour anêtres des virus plus aniens que la première ellule à ADN (voir [LSAR+03℄). Nous ne rentrerons pas plusloin dans e débat sur le vivant.1.1 Les séquenes nuléotidiquesLe patrimoine génétique de haque individu, ommunément appelé génome, est entièrement ontenu dans ha-une des ellules de son orps, plus préisément dans leur noyau hez les euaryotes, le long de longues haînesorientées onstituées de quatre moléules di�érentes : les nuléotides a, , g et t (du nom des moléules : adénine,ytosine, guanine et thymine). Ces longues haînes sont les fameuses séquenes d'ADN (Aide DésoxyriboNu-léique). Une séquene d'ADN est peut don être représenté par un texte érit ave un alphabet onstitué desseules quatre lettres préédentes. La moléule d'ADN est struturée de manière assez originale. Elle est formée dedeux brins omplémentaires et anti-parallèles. En e�et, les nuléotides ont la apaité de s'apparier deux à deux(par des liaisons himiques), le a ave le t et le  ave le g : ainsi s'explique le terme omplémentaire ; onnaissantun brin, l'autre brin est aisément dédutible. Ensuite, es deux brins s'enroulent pour former une hélie. Chezles euaryotes, ette hélie s'enroule autour d'histones puis s'enroule enore et enore pour �nir par former eque nous nommons les hromosomes. Cet enroulement de l'ADN est shématisé dans la Figure 22, pour des orga-nismes euaryotes. La Figure 33 montre plus préisément la ompation de l'ADN. Ainsi, nous pouvons aisément2http://fr.wikipedia.org/wiki/Image:Chromosome_fr.svg3http://www.humans.be/images/hromatine2.jpg 6



1. Séquenes biologiquesFig. 2 � Enroulement et ompation de l'ADN dans le hromosome

remarquer le peu d'espae oupé par un hromosome malgré la grande longueur des séquenes d'ADN. En e�et,donnons un exemple simple hez l'homme. Alors qu'un hromosome ompaté ne mesure que quelques mirons(10−6 m), les séquenes d'ADN de tous les hromosomes mises bout à bout, totalement dépliées, formeraient un�l de plus de deux mètres de longueur (et ei dans haque ellule de notre orps). Pour nous faire une idée desproportions, l'ADN des 6.1013 ellules du orps humain, mis bout à bout, pourrait ouvrir 300 fois la distane dela Terre à la Lune (300 fois environ 400 000 km), ou bien enore la quasi totalité de la distane de la Terre auSoleil (environ 150 000 000 km). Rappelons toutefois que e super-enroulement et ette ompation de l'ADN n'alieu que lors de la division ellulaire, lorsque les hromosomes se forment pour �nalement se séparer dans haunedes deux nouvelles ellules ainsi formées.Donnons l'exemple d'une (ourte) séquene ADN, elle du génome omplet de HIV1, le virus du SIDA.tggaagggt aattat aagaaga aagatatt tgattgtgg attaaa aaaggta tttgat tagagaataaaagg gagggat agatata tgatttgg atggtgta aagtagta agttgag agagaagtta gaagaagaaaaaggaga gaaaag ttgttaa tgtgagt gatggaatg gatgagg agagagaagt gttagagtgg aggtttgaaggtag atttata atgggag agtgat ggagtatt aagaatgt gaatgag ttgtaaag ggatttgtggggatt tagggagg gtggtgg ggggatgg ggagtggga gtagat tgatata agagtgt ttttgtgtatgggtt ttggttaga agattga gtgggag tttggta atagggaa atgtta agtaata aagttgttgagtgtt aagtagtgtg tggttg ttgtgtgat tggtaata gagatt agatttt agtagtgtg gaaaatttagagtggg gaaagg gatgaaag gaaagggaa aagagt ttgaga ggatggt tgtgaagg gaggaagagggag gggggga tggtgagta gaaaaatt ttgatagg gaggtagaa ggagagagat gggtggaga ggtagtattaagggggg agaattagat gatgggaaa aaattggtt aaggaggg ggaaagaaaa aatataaatt aaaaatata gtatgggaagagggagt agaagatt gagttaat tggtgtt agaaaata gaaggtgta gaaaatat gggaagta aaatttagaagg atagaagaa ttagatat tatataata agtagaa ttattgtg tgataaag gatagagata aaagaaaaggaagttt agaaagata gaggaagag aaaaaaaag taagaaaaaa gaagaag agagtga aaggaa agaataggtagaaaa ttatata gtgagaaa tagggga aatggtaat aggatat atagaa tttaaatga tgggtaaaagtagtagaaga gaaggttt agagaag tgataat gttttaga ttatagaag gaga aaagattta aaaatgtaaaaagt ggggggaat aagaga tgaaatgtt aaaagaga ataatgagg aagtgaga atgggataga gtgatagtgatgagg gtattga aggaga tgagagaa aaggggaagt gaatagag gaatatag tattag gaaaaataggatggatga aaataata tatag taggagaaat ttataaaaga tggataat tgggattaaa taaaatagta agaatgtatagtaag atttgga ataagaaag gaaaagga atttaga gatatgtag aggttta taaaatta agaggagaagttaa ggaggtaaaa aattggatga agaaatt gttggtaa aatggaa agattgtaa gatatttta aaagattgggaaggg taatagaa gaaatgatga agatgta gggagtagga ggagg ataaggaag agttttggt gaagaatgagaagtaa aaattagt aataatga tgagagagg aattttagg aaaaagaa agattgttaa gtgtttaat tgtggaaagaagggaa agagaaat tgaggg taggaaaaa gggtgttgg aaatgtggaa aggaaggaa aaatgaaa gattgtatg7
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Fig. 3 � Struture d'un nuléosome
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1. Séquenes biologiquesagagaagg taatttttta gggaagatt ggttta aagggaagg agggaatt ttttagag agaagag aaagaagaaga gagttagg ttggggtag agaaaaa ttag aagaggag gatagaaa ggaatgtat tttaatttaggt attttgg aagat gtaaata aagatagggg ggaataaa ggaagtta ttagataag gagagatgataagtatta gaagaaatga gtttgagg aagatggaaa aaaaatga tagggggaat tggaggtttt ataaagtaa gaagtatgatagatat atagaaatt gtggaataa agtataggt aagtattag taggata atgtaa ataattggaa gaaattgttgatagatt ggttgatt taaatttt attagt attgagatg taagtaaa attaaaga ggaatggatg gaaaagttaaaaatgg attgaag aagaaaaaat aaaagatta gtagaaattt gtaagagat ggaaaaggaa gggaaaattt aaaaattgggtgaaaat ataaata tagtatt tgataaag aaaaaagaa gtataaatg gagaaaatta gtagattta gagaattaataagagaat aagattt gggaagtta attaggaata aatg agggttaaa aaagaaaaaa tagtaaag tatggatgtgggtgatga tatttttag ttttaga tgaagatt aggaagtata tgattta atatagt ataaaaatg agaaagggattagatat agtaaatg tgttaa gggatggaaa ggataag aatatta aagtagatg aaaaaatt tagagttttagaaaaaa aatagaa tagttatta taataatg gatgatttgt atgtaggat tgattagaa atagggag atagaaaaaaatagaggag tgagaaa attgttgag gtggggatt aaaag aaaaaaaa tagaaagaa tatt tttggatgggttatgaat attgata aatggaagt aagtata gtgtgag aaaaagaag tggatgt aatgaata agaagttagtggggaaattg aattgggaa gtagattta agggatt aaagtaagg aattatgtaa atttaga ggaaaaag ataaagaagtaataa taaagaag aagagagt agaatgga gaaaaagag agatttaaa agaaagta atggagtgt attatgaataaaaga ttaatagag aaataagaa gaggggaa ggaatgga atataaat ttataagag atttaaaa attgaaaaaggaaaatat gaagaatga ggggtga ataatgat gtaaaaaat taaagagg agtgaaaaa ataaaag aaagatagtaatatgggga aagatta aatttaaat gataaa aaggaaaat gggaaaatg gtggaagag tattggaag atggatttgagtgg gagtttgtta atat ttagtgaaa ttatggta agttagagaa agaaata gtaggagag aaatttatgtagatggg gagtaaa gggagataa attaggaaaa gaggatatg ttataatag aggaagaaa aaagttgta taatgaaaaaaat agaagatg agttaaag aatttatta gtttgagg attgggatt agaagtaaa atagtaaag ataaatatgattagga atattaag aaaaga taaagtgaa tagagttag taataaat aatagagag ttaataaaaa aggaaaaggttattgga tgggtaag aaaaagg aattggagga aatgaaaag tagataaatt agtagtgt ggaatagga aagtatatttttagatgga atagataagg aagatga aatgagaaa tataagta attggagag aatggtagt gattttaa tgatgtagtagaaaa gaaatagtag agtgtga taaatgtag taaaaggag aagatga tggaaagta gatgtagt aggaatatggaatagat tgtaaatt tagaaggaaa agttattg gtagagtt atgtagag tggatatata gaagagaag ttattagagaaaaggg aggaaaag atattttt tttaaaatta gaggaagat ggagtaaa aaaataat atgaaatg gagaatttaggtgt aggttaggg gtgttg gtgggggga ataagagg aatttggaat ttaaat aaagt aaggagtagtagaattatg aataaagaat taaagaaaat tataggaag gtaagagat aggtgaaa tttaagaa gagtaaaa tggagtattataaat tttaaaagaa aaggggggat tggggggta agtgagggg aaagaatagt agaataata gaaagaa taaaataaagaattaaa aaaaaatta aaaaatta aaattttgg gtttattaa gggaagag aaattatt tggaaagga agaaagtttggaaa ggtgaagggg agtagtaat aaagataat agtgaataa aagtagtg aagaagaaaa gaaagata ttagggattatggaaaaag atggaggtg atgattgtgt ggaagtaga aggatgagg attagaaat ggaaaagttt agtaaaaa atatgtatgtttagggaa agtagggga tggttttata gaatata tgaaagt ataagaa taagttaga agtaaat ataggggatgtagatt ggtaataaa aatattggg gttgata aggagaaaga gatggatt tgggtaggg agttata gaatggaggaaaaagagata tagaaaa gtagatg aatagaga aataatt attgtatt atttgatg tttttaga ttgtataagaaaggtt attaggaa atagttag taggtgtga atataaga ggaataaa aggtaggat ttaaata ttggatagagattaat aaaaaaa aagataaag atttg tagtgttag aaatgaag aggatagatg gaaaag agaagaaagggaag agggaga aaatgaatg gaatagag ttttagagg agttaagaa tgaagtgtt agaatttt taggatttggtatgg ttagggaa atattatga aattatggg gatattggg aggagtgga agataata agaatttg aaaatgtgtttatat tttagaatt gggtgtga atagagaat agggttat gaagagga gagaagaaa tggagagt agattagatagagt ggaagat aggaagtag taaaatg ttgtaaa ttgtattgt aaaaagtgtt gtttattg aagtttgtttataaaa aagttagg atttat ggaggaaga agggagaa ggagaaga gtataga aagtaga tataagttttataa agagtaagt agtaatgta agaata taaatagt agaatagta gattagtag tagaataat aatagaatagttgtgtggt atagtaat atagaatat aggaaaatat taagaaaag aaaaataga aggttaattg atagataat agaaagagagaagaagtg gaatgagag tgaaggagaa atataga ttgtggagat gggggtggag atgggga atgtttg ggatgttgatgattgtagt gtaagaaa aattgtgggt aagttat tatggggta tgtgtggaa ggaagaa aattat tttgtgatagatgtaaa gatatgata agaggtaa taatgtttgg gaaatg tgtgta aaga aaaaag aagtagtattggtaaatgtg aagaaaatt ttgaatgtg gaaaaatga atggtagaa agatgatga ggatataat agtttatggg ataaagtaaagatgt gtaaaattaa attg tgttagttta aagtgatg atttgaagaa tgatataat aaatagta gtaggggagaatgataatg gagaaaggag agataaaaaa tgtttt aatataga aagataag aggtaaggtg agaaagaat atgatttttttataaatt gatataata aatagataa tgatata agtatagt tgaaagttg taaata gtattaa aggtgtaaaggtat tttgagaa ttataa ttattgtg ggtggtt ttggattt aaaatgtaat aataagagt taatggaaaggaatgt aaaatgta gaagtaa atgtaaat ggaattagg agtagtat aataatg tgttaaatg gagttagagaagaagag gtagtaatta gattgtaa tttagga aatgtaaaa ataatagt aagtgaa aattgtag aaattaattgtaaaga aaaaaata aagaaaaag aatgtat agagagga agggagag atttgttaa ataggaaaaa taggaaatatgagaaaga attgtaaa ttagtagag aaaatggaat aaatttaa aaagataga tagaaatta agagaaaat tggaaataataaaaaata attttaag aattagg aggggaa gaaattgtaa gaagttt taattgtgga ggggaatttt ttatgtaattaaaaa tgtttaata gtattggtt taatagtat tggagtatg aagggtaaa taaatgaa ggaagtgaa aatatatgaga ataaaaaaa ttataaaat gtggagaaa gtaggaaaag aatgtatg tat agtggaaaa ttagatgttataaatatt aagggtg tattaaaag agatggtggt aatagaaa atgagtga gatttaga ttggaggag gagatatgagggaaattgg agaagtgaat tatataaata taaagtagta aaaattgaa attaggagt agaa aaggaaaga gaagagtggtgagagagaa aaaagagag tgggaatagg agtttgtt ttgggttt tgggagag aggaagat atggggag taatgagtgaggta aggaga aattattgt tggtatagtg agagaga aaatttgt gagggtatt gagggaa agattgttgaataa gttgggga taagagt aagaaga attagtg tggaaagata taaaggat aaagt tagggatttggggttgtt ggaaaata tttgaa tgtgtgt tggaatgta gttggagtaa taaatttg gaaagatt ggaataagatggatg gagtgggaa gagaaattaa aattaaa agttaata atttaat tgaagaatg aaaaag aagaaaagaatgaaaagaa ttattggaat tagataaatg ggaagtttg tggaattggt ttaaataa aaattggtg tggtatataa aattattataatgatagta ggaggttgg taggtttaag aatagttttt gtgtattt tatagtgaa tagagttagg agggatatt aattatgtttaga ataa tgagggg agaagg gaaggaa tagaagaaga aggtggagag agagaagag aagatattgattagtg aaggatt tggattat tgggagat tgggag tgtgttt agtaa gttgagag attatttgattgtaag aggattgtgg aatttggg agaggggg tgggaag taaatattg gtggaatt taagtatt ggagtagga9



Séquenes biologiques et modèles de Markovataaagaat agtgtgtta gttgtaa tgaag atagagtag tgagggga agatagggtt atagaagtag taaaggagttgtagagt attgaa tatagaag aataagaag ggttggaaa ggattttgt ataagatggg tggaagtgg taaaaagtagtgtgattgg atggttat gtaagggaaa gaatgagag agtgaga gagagatg gggtgggag agattga gatggaaaaaatggag aataaagt agaaaag agtaaa tgtgttgt gtggtag aagaaaga ggaggaggag gtgggttttagtaa taggtat ttaagaaa tgattaaa ggagtgta gatttag atttttaaa agaaaagggg ggatggaagggtaatta taaaga agaaagata tttgatt gtggatta aaaaag gtatt tgattgaag aataaaagggagg ggtagatat atgat ttggatggtg taaagta gtaagttg agagataa gatagaagag gaataaaggagagaaa agttgtta atgtga gtgatgg gatggatga ggagagag aagtgttaga gtggaggttt gaaggtagattta tagtgg gagagtg atggagta ttaagaa tgtgaat gagttgta aagggatt tgtggggatttagg gagggtgg tgggggga tggggagtg ggagt agattga tataagag tgtttttg tgtatgggttttggt tagaagat tgagtgg gagtttg gtaatagg gaaatg ttaagt aataaagtt gttgagtgttaagtag tgtgtgg ttgttgtgt gattggta atagagat taga ttttagtag tgtggaaaat ttagaL'ADN de e virus ne ompte don que 9718 nuléotides (ça, 'est pour rassurer eux qui ont ompté4). Àtitre de omparaison, le tableau 1 donne les tailles des génomes omplets des espèes onsidérées. Le génomeomplet d'une espèe ou d'un individu omprend une ou plusieurs séquenes d'ADN formant respetivement unou plusieurs hromosomes. Nous parlons souvent de génome omplet d'une espèe : en réalité, haque individu abien évidemment son propre ADN, di�érent de elui de son voisin. Il existe ependant de très grandes similaritésentre les génomes d'une même espèe. En e�et, deux individus d'une même espèe partagent le même nombre dehromosomes et environ le même nombre de gènes (voir 0.1.3) disposés à peu près aux mêmes endroits dans legénome. Les génomes d'individus de la même espèe sont de même taille, de même que leurs hromosomes. Nousne sommes don pas réellement réduteurs en parlant de génome d'une espèe. Nous pouvons nous aperevoir enTab. 1 � Tailles des génomesEspèe taille (pb) gènesVirus du SIDA 9750 9Myoplasme génital 580 000 480Heliobater pylori (ulère stomahal) 1 667 867 1 590Esherihia oli 4 639 221 4 288Levure de bière 12 067 280 6 200Plasmodium faliparum (malaria) 25 000 000 5 400Trypanosome 35 000 000 8000Nématode 110 000 000 19100Arabidopsis thaliana (arabette) 125 000 000 25 500Drosophile 150 000 000 13 600Tétraodon (poisson-zèbre) 350 000 000 30 000Tomate 655 000 000 ?Soja 1 115 000 000 ?Poulet 1 200 000 000 ?Boa onstritor 2 100 000 000 ?Homme 3 400 000 000 30 000lisant e tableau que es séquenes sont parfois très longues. Relativisons tout de même la position de l'hommedans e tableau en observant le tableau 2. Au vu de e seond tableau, une idée selon laquelle �Plus il y a d'ADN,Tab. 2 � Tailles des génomesEspèe taille (pb) gènesHomme 3 400 000 000 30 000Salamandre 81 000 000 000 ?Fougère 100 000 000 000 ?plus l'espèe est évoluée� se trouve ontredite (par l'idée que la fougère ou la salamandre serait moins �évoluée�que l'homme). Il y a mieux enore, une amibe, l'Amoeba dubia (un organisme uniellulaire ! ), a un génome de 670milliards de paires de bases ([Li97℄ page 383). Il existe bon nombre de tels exemples tendant à montrer que l'essentieln'est pas la taille du génome (voir un tableau éto�é, ontenant les tailles des génomes de nombreux organismes, à4Meri Bernard, une touhe d'humour de temps en temps ça donne le sourire ! (�Un sourire ne oûte rien, il enrihit elui qui lereçoit sans appauvrir elui qui le donne.�) 10



1. Séquenes biologiquesl'adresse suivante www.bs.dtu.dk/databases/DOGS/abbr_table.bysize.txt). Une expliation simple est donnée parles biologistes : il existerait de l'ADN ne servant à rien ! Ce sont les séquenes non-odantes dont nous reparleronsplus tard (voir 0.1.2). En réalité, il est improbable que es séquenes soient inutiles, mais leur fontion n'a pasenore été déterminée ou démontrée. À titre d'exemple, hez l'homme, seulement 1.4% des séquenes sont odantes(voir http://www.genosope.ns.fr/externe/Franais/Sequenage/#2.3 pour quelques préisions intéressantes). Unritère plus raisonnable du degré d'évolution d'une espèe semblait être le nombre de gènes (voir Tableau 1).Mais l'homme a été déçu des résultats : à peine deux fois plus de gènes qu'une mouhe, autant qu'un poisson etsans doute moins que es fameuses salamandres et fougères (dont les gènes n'ont pas enore tous été trouvés ouprédits). En réalité, nous reherhons enore un ritère sienti�que permettant d'a�rmer que l'homme est l'êtrevivant le plus évolué de la planète. Mais en réalité, rien n'est moins sûr... Refermons ette parenthèse philosophiqueet onluons e paragraphe en onstatant la grande quantité de séquenes biologiques provenant de nombreusesespèes di�érentes et dont la longueur nous pousse à les modéliser a�n de pouvoir étudier leurs aratéristiques.1.2 Les séquenes protéiquesDe l'ADN à la protéineIl existe des séquenes biologiques autres que les séquenes nuléotidiques, e sont les séquenes protéiques.Rappelons brièvement le méanisme permettant de passer d'une séquene ADN à une séquene protéique. ToutFig. 4 � Le méanisme de la transription

d'abord, la séquene est �reopiée� : les nuléotides omplémentaires de la séquene s'apparient pour former l'ARN(Aide RiboNuléique). Il existe toutefois une partiularité à es séquenes d'ARN. En e�et, le omplémentaired'un a sur la séquene d'ADN devient un u (un inquième nuléotide, l'uraile) sur la séquene d'ARN. Nous avonsdon une séquene d'ARN formée des seules quatre lettres a, , g, u, et de plus omplémentaire à la séqueneADN initiale. Intervient ensuite hez les euaryotes et arhéobatéries le phénomène d'épissage (voir 0.1.3 pourdes préisions sur l'épissage). Sur les séquenes d'ARN, ertaines parties de la séquene odent pour former uneprotéine, e sont les exons, et d'autres ne odent pas pour former une protéine, e sont les introns. L'épissagepermet de ne onserver de la séquene ARN que les parties odantes, les exons. Nous obtenons ainsi, une nouvelleséquene, appelée ARNm (ARN messager) ontenant le ode d'une protéine. Tout e proessus, le passage del'ADN à l'ARNm est appelé la transription (voir Figure 45). Ensuite, à partir de ette séquene d'ARNm, est5http://www.med.univ-rennes1.fr/wkf/stok/RENNES20080116042653mosserPCEM1_BM_Mosser2-08.pdf11



Séquenes biologiques et modèles de MarkovFig. 5 � Le méanisme de la tradution

synthétisée une séquene protéique qui est une haîne d'aides aminés (voir Tableau 5). Il en existe prinipalement20 et haun est odé par un ou plusieurs triplets de nuléotides selon le ode fourni par le Tableau 4. Chaquetriplet est appelé un odon. Parmi les 64 triplets possibles, plusieurs odent pour le même aide aminé, trois odentpour un odon stop et un seul ode pour un odon start. Un odon est reonnu par un ARNt (ARN de transfert)qui est une ourte séquene d'ARN, de struture omplexe, apable d'apporter (dans la protéine) l'aide aminéorrespondant au odon. Nous obtenons ainsi une haîne d'aides aminés formant la protéine. Ce proessus, lepassage de l'ARNm à la protéine est appelé la tradution (voir Figure 56). Le odon start (atg) marque le débutde la tradution et le odon stop en marque la �n. Le tableau 3 donne un exemple de e qui vient d'être dit pourfailiter la ompréhension.Tab. 3 � Le passage de l'ADN à la protéine (le rouge symbolise le odant)TransriptionADN atgaaagttaagtaatgatttaggtaatagARN uauuguaagugugauguaguaaaugggauuauÉpissageARNm aagauguaaugggTradutionProtéine QDVMRLes protéines assurent les prinipales fontions ellulaires. Elles assurent des fontions physiologiques essentiellestouhant le système digestif, hormonal et immunitaire. Elles interviennent dans l'élaboration de tous nos organes,des musles, des dents, des os, des nerfs, des heveux, et... Leur prinipal r�le est d'apporter les éléments néessairesà la roissane, à la prodution des enzymes et des hormones, et au renouvellement des ellules à tous les âges dela vie.Sont rassemblées dans le Tableau 5, quelques aratéristiques des aides aminés. Les ⋆ orrespondent hezl'homme, aux 8 aides aminés essentiels, eux que nous ne produisons pas naturellement. "Le très lyrique Tristanfait vahement méditer Iseult" est un bon moyen mnémotehnique pour s'en souvenir (Le : leuine, très : thréonine,lyrique : lysine, Tristan : tryptophane, fait : phénylalanine, vahement : valine, méditer : méthionine, Iseult :isoleuine)Il existe des entaines d'autres aides aminés qui di�èrent selon les espèes, dans la omposition et la forme de6http://www.futura-sienes.om/uploads/tx_oxsfutura/images/�gure1_namy.gif12



1. Séquenes biologiques
Tab. 4 � Le ode général de orrespondane odon / aide aminéAAA Lys ACA Thr AGA Arg ATA IleAAC Asn ACC Thr AGC Ser ATC IleAAG Lys ACG Thr AGG Arg ATG MetAAT Asn ACT Thr AGT Lys ATT IleCAA Gln CCA Pro CGA Arg CTA LeuCAC His CCC Pro CGC Arg CTC LeuCAG Gln CCG Pro CGG Arg CTG LeuCAT His CCT Pro CGT Arg CTT LeuGAA Glu GCA Ala GGA Gly GTA ValGAC Asp GCC Ala GGC Gly GTC ValGAG Glu GCG Ala GGG Gly GTG ValGAT Asp GCT Ala GGT Gly GTT ValTAA stop TCA Ser TGA stop TTA LeuTAC Tyr TCC Ser TGC Cys TTC PheTAG stop TCG Ser TGG Trp TTG LeuTAT Tyr TCT Ser TGT Cys TTT Phe

Tab. 5 � Les aides aminésAide aminé Symboles Lettre pK - COOH pK - NH2 pK - R PolaritéAlanine Ala A 2,35 9,87 apolaireArginine Arg R 1,82 8,99 12,48 hargéAsparagine Asn N 2,14 8,72 polaireAide aspartique Asp D 1,99 9,9 3,9 hargéCystéine Cys C 1,92 10,7 8,37 polaireGlutamine Gln Q 2,17 9,13 polaireAide glutamique Glu E 2,1 9,47 4,07 hargéGlyine Gly G 2,35 9,78 apolaireHistidine His H 1,8 9,33 6,04 hargéIsoleuine ⋆ Ile I 2,32 9,76 apolaireLeuine ⋆ Leu L 2,33 9,74 apolaireLysine ⋆ Lys K 2,16 9,06 10,54 hargéMéthionine ⋆ Met M 2,13 9,28 apolairePhénylalanine ⋆ Phe F 2,2 9,31 apolaireProline Pro P 1,95 10,64 apolaireSérine Ser S 2,19 9,21 polaireThréonine ⋆ Thr T 2,09 9,1 polaireTryptophane ⋆ Trp W 2,46 9,41 apolaireTyrosine Tyr Y 2,2 9,21 10,46 polaireValine ⋆ Val V 2,29 9,74 apolaire
13



Séquenes biologiques et modèles de Markovleurs moléules, en voii quelques-uns :� Bêta-Alanine : Le seul bêta aide aminé naturel ;� Carnitine : Aide aminé impliqué dans le métabolisme mitohondrial ;� Citrulline : Aide aminé impliqué dans le métabolisme de l'ammoniaque ;� Cystine : Produit d'oxydation de la ystéine ;� Aide Gamma-Aminobutyrique (GABA) : Aide aminé agissant omme neurotransmetteur ;� Glutathion ;� Hydroxyproline : Proline hydroxylée ;� Pyrrolysine ;� Ornithine : Aide aminé impliqué dans le yle de l'urée ;� Sélénoystéine ;� Taurine ; Aide aminé impliqué dans le métabolisme biliaire.La variabilité du génomeExistene de di�érents adres de leture Lors de la tradution, la leture de la séquene de nuléotidesodant pour une protéine (ARNm) se fait par triplet. Ainsi il existe trois façons de lire une séquene nuléotidique(trois adres de leture) :� +1 : leture des triplets débutant au premier nuléotide ;� +2 : leture des triplets débutant au deuxième nuléotide ;� +3 : leture des triplets débutant au troisième nuléotide.De plus, l'ADN étant formé de deux brins antiparallèles, la protéine synthétisée sera di�érente selon le brin odant :un brin est lu dans dans un sens, l'autre brin est lu dans l'autre sens. Au total, pour une seule et même séquene,
6 phases de leture sont possibles. Ce phénomène onjugué à elui de l'épissage alternatif induit une très grandediversité de protéines produites à partir d'une seule séquene ADN (et même d'une seule région odante).Épissage alternatif Chez les euaryotes, l'épissage onsiste à supprimer les introns ou exons non néessaires auodage de la protéine à produire. Une même séquene ADN peut produire plusieurs protéines di�érentes selon quel'épissage supprime ertains introns/exons ou bien ertains autres. On appelle e phénomène l'épissage alternatif.Un exemple en est donné à la Figure 67. Constatons qu'ainsi, un nombre très important de produits di�érents peutFig. 6 � Exemple d'épissage alternatif

être synthétisé au moyen de la même séquene initiale. Cei n'est qu'un seul des multiples aspets qui rendent labiologie si intéressante, tant au niveau ombinatoire qu'au niveau des possibilités phénotypiques o�ertes par esméanismes tel l'épissage.Le yle ellulaire Le yle ellulaire o�re d'autres méanismes mettant en jeu le hasard et la ombinatoire. Laméiose intervient lors de la féondation. Lors d'une reprodution sexuée, 'est le mélange du génome paternel et dugénome maternel. De nombreux roisements entre séquenes d'ADN, appelés �rossing-overs�, surviennent lors de laméiose, assurant la variabilité génétique (un hromosome d'une ellule �lle ne sera pas exatement le hromosomepaternel ni exatement le hromosome maternel, mais des moreaux de l'un ave des moreaux de l'autre, pourshématiser simplement). La mitose orrespond à la division ellulaire. Elle est néessaire à la roissane de7http://fr.wikipedia.org/wiki/Image:Altspli.png 14



2. Chaînes de Markovl'organisme. Lors de ette division, les deux ellules �lles réées sont ensées avoir le même patrimoine génétique.Cependant, ii enore, une variabilité est parfois réée par les mutations qui sont des erreurs de reopie. Il en existede plusieurs sortes :� les substitutions : des nuléotides sont remplaés par des autres ;� les insertions : des nouveaux nuléotides sont ajoutés dans la séquene ;� les délétions : des nuléotides sont supprimés.L'inversion de ourts segments (moins de 1000 bases) est soupçonnée être un méanisme majeur de l'évolution desgénomes (voir [GMSP00℄). Cei est l'objet de la thèse de David Robelin ([Rob05℄). [RRP03℄ présente un logiielpermettant de retrouver es segments inversés. Lors de la reprodution e remaniement global est fréquent : l'ADNse brise et un moreau d'ADN (provenant du même brin d'ADN, du brin omplémentaire, d'un virus ou autre) vientse gre�er à et endroit e qui provoque la mutation du génome. [GFM+03℄ montre les e�ets de es retournementsd'ADN sur les protéines.1.3 Les gènesLa véritable dé�nition d'un gène fait l'objet de grandes disussions métaphysiques. Nous pourrions en e�etparler de gènes seulement omme les fateurs héréditaires transmis d'une génération à une autre. Plus préisémentnous pourrions dé�nir un gène omme une séquene ordonnée de nuléotides située à un endroit préis dans lehromosome. Mais où ommene exatement un gène ? Au odon start, au promoteur (petite portion de séquenenuléotidique qui forme un signal pour enlenher la tradution en protéines) ? Comprend-il les signaux de régula-tions (enore et toujours une petite portion de séquene déterminant la vitesse et l'intensité de la tradution. . .) ?Comprend-il toute la séquene ADN ou bien seulement les introns ? Nous n'avons rien de vraiment préis pourpouvoir dé�nir un gène. Gène est en réalité un terme très général, que nous utilisons di�éremment selon que nousvoulons parler de son r�le ou bien de sa loalisation.2 Chaînes de MarkovModéliser l'ADN à l'aide de modèles stohastiques et développer des méthodes statistiques pour analyser lamasse de données résultant des multiples projets de séquençages sont des questions di�iles pour les statistiienset les biologistes. Sahant que dans les séquenes d'ADN, l'apparition d'un nuléotide n'est pas indépendante desnuléotides préédents, les modèles les plus populaires dans e domaine sont les modèles de Markov qui o�rentune desription générale du omportement des séquenes (voir [Alm83, Bla85, PAI87, GKP92℄ and [SYM05℄). Lesdi�érentes fréquenes des dinuléotides sont l'un des multiples exemples de desription possible. Ainsi, à l'aidedes propriétés statistiques de es modèles, di�érentes propriétés biologiques des séquenes d'ADN ou protéiquespeuvent être soulignées.2.1 GénéralitésUn modèle de Markov est un proessus aléatoire (ou stohastique), permettant de gérer la dépendane desévénements. Soit (Xt)t∈N une suite de variables aléatoires à valeurs dans un alphabet �ni A. Une haîne de Markovhomogène d'ordre k su�t pour prédire l'information de toutes les variables qui préèdent par les k dernières :P(Xt | Xu, u < t) = P(Xt | Xt−1, ..., Xt−k).Une haîne de Markov est don uniquement dé�nie par sa matrie de transition Π qui réunit les probabilitéspréédentes pour haun des as possibles, et une loi initiale µ0 qui dé�nit les probabilités d'apparition des kpremières lettres.Exemple 1 Pour A = {a, c, g, t}, nous avons à l'ordre 1 :
Π =




πaa πac πag πat
πca πcc πcg πct
πga πgc πgg πgt
πta πtc πtg πtt




µ0 =
(
µ0(a) µ0(c) µ0(g) µ0(t)

)où πuv = P(Xt = v | Xt−1 = u), ave u ∈ A et v ∈ A et où nous pouvons hoisir par exemple 0.25 pour
µ0(u), ∀u ∈ A. 15



Séquenes biologiques et modèles de MarkovRemarque 1 Il est toujours possible de nous ramener au as d'une haîne de Markov d'ordre 1. Nous allonsseulement présenter le as d'une haîne de Markov d'ordre 2 se ramenant à une haîne de Markov d'ordre 1. Leas général en déoule diretement.Soit X = (Xt)t∈N une suite de variables aléatoires à valeurs dans l'alphabet A = {a, c, g, t}, selon un modèlemarkovien d'ordre 2. Nous avons πuvw = P(Xt = w | Xt−1 = v,Xt−2 = u) ave u ∈ A, v ∈ A et w ∈ A. Prenonspar exemple :
X = gctggtgg.Nous réérivons ette séquene en groupant les lettres deux à deux (ave hevauhement) :

X⋆ = (gc)(ct)(tg)(gg)(gt)(tg)(gg).La suite X⋆ est érite dans un nouvel alphabet, l'alphabet
A⋆ = A×A = {(uv), u ∈ A, v ∈ A}.

X⋆ est ainsi une haîne de Markov d'ordre 1 sur A⋆ de matrie de transition Π⋆ dé�nie omme suit :
π⋆(uv)(vw) = πuvw et π⋆(uv)(v′w) = 0 si v 6= v′.Nous gardons la même loi initiale. Remarquons que les matries de transition ainsi réées sont arrées et trèsreuses. Ii, par exemple :

Π⋆ =




πaaa πaac πaag πaat 0 0 0 0 · · ·
0 0 0 0 πaca πacc πacg πact · · ·
0 0 0 0 0 0 0 0 · · ·
0 0 0 0 0 0 0 0 · · ·

πcaa πcac πcag πcat 0 0 0 0 · · ·
0 0 0 0 πcca πccc πccg πcct · · ·... ... ... ... ... ... ... ... . . .




.

Il ne s'agit en réalité que d'une astue : nous hangeons l'alphabet.2.2 Dé�nitionsNous donnons ii quelques dé�nitions portant sur les haînes de Markov à espaes d'états �nis.Dé�nition 1 Une distribution µ pour la haîne de Markov Π est dite stationnaire si µ = µΠ.Dé�nition 2 Une haîne de Markov est dite ergodique s'il existe une unique distribution stationnaire µ telle quepour toute distribution initiale µ0,
lim
ℓ→∞

µ0Π
ℓ = µ.Dé�nition 3 Une haîne de Markov Π est dite irrédutible si

∀i, ∀j, ∃ℓ tel que π(ℓ)
ij > 0,où π(ℓ)

ij =
(
Πℓ
)
ij

= P (Xt+ℓ = j|Xt = i).Dé�nition 4 Une haîne de Markov Π est dite apériodique si
∀i, pgcd

{
ℓ |π(ℓ)

ii > 0
}

= 1.Théorème 1 Une haîne de Markov irrédutible et apériodique est ergodique.Dé�nition 5 Une haîne de Markov ergodique Π de distribution stationnaire µ est dite réversible si ∀i, ∀j on a
µiπij = µjπji. 16



2. Chaînes de Markov2.3 Estimateurs lassiquesNous allons présenter l'estimation lassique de la matrie de transition d'une haîne de Markov à partir d'uneséquene observée : l'estimation par la méthode du maximum de vraisemblane. Soit X = (Xt)t∈J0,nK la séqueneobservée à valeurs dans A. Supposons que nous voulions modéliser ette séquene par une haîne de Markov d'ordre
k de matrie de transition et de loi initiale la loi stationnaire de ette matrie :

Π = (πuv)u∈Ak,v∈A et µ = (µu)u∈Ak .Déterminons la vraisemblane L du modèle :
L(X,Π) = µX0...Xk−1

n∏

t=k

πXt−k ...Xt−1Xt

L(X,Π) = µX0...Xk−1

∏

u∈Ak, v∈A

πuv
N(uv)ave N(uv) le nombre observé de uv dans la séquene. Maximisons la log-vraisemblane ℓ sous la ontrainte∑

v∈A

πuv = 1. Pour ela posons u⋆ la dernière lettre de u et πuu⋆ = 1 −
∑

v∈A\{u⋆}

πuv. Il ne nous reste don que
|A|k(|A| − 1) paramètres à estimer (où |A| est le ardinal de A). Donnons l'expression de la log-vraisemblane :

ℓ(X,Π) = lnµX0...Xk−1
+

∑

u∈Ak, v∈A

N(uv) lnπuv.Maintenant, annulons la dérivée :
∀u ∈ Ak, ∀v ∈ A \ {u⋆}, ∂ℓ(X,Π)

∂πuv
= 0

⇐⇒ ∀u ∈ Ak, ∀v ∈ A \ {u⋆}, N(uv)

πuv
− N(uu⋆)

πuu⋆
= 0.

⇐⇒ ∀u ∈ Ak, ∀v ∈ A \ {u⋆}, N(uv)πuv =
N(uu⋆)

πuu⋆
πuv.Nous avons ainsi, en sommant sur v

∀u ∈ Ak, ∀v ∈ A \ {u⋆}, N(uv)

πuv
=
N(uu⋆)

πuu⋆
=

∑

v∈A

N(uv)

∑

v∈A

πuv
= N(u+)où N(u+) est le nombre de u suivis d'une lettre dans la séquene. Nous obtenons ainsi l'estimateur de Π :

Π̂ =

(
π̂uv =

N(uv)

N(u+)

)

u∈Ak, v∈A

.Notons que la probabilité d'apparition de la lettre u est estimée par
µ̂u =

N(u)

n+ 1
.La modélisation par simples haînes de Markov réduit énormément l'importante quantité d'information quepeut ontenir une séquene. En e�et, une haîne de Markov tend très vite vers sa loi stationnaire. Un résultatonnu est le théorème suivant :Théorème 2 Si Π est irrédutible et apériodique de loi stationnaire µ, alors il existe des onstantes C et η, ave

0 < C < +∞ et 0 ≤ η < 1, telles que pour tout i
∥∥eiΠℓ − µ

∥∥ ≤ Cηℓ,où les ei forment la base orthonormale naturelle de l'espae des veteurs de dimension |A| et où ‖.‖ est la distaneen variation totale.En général, nous pouvons prendre C =
1

infj∈A µ(j)
et η = ρ ave ρ la deuxième valeur propre de la matrie detransition Π. Pour plus de détails, nous pouvons nous reporter aux référenes bibliographiques suivantes : [Bel98℄,[Ros95℄, [Wil99℄, [Fil91℄ et [Liu96℄. Il existe en e�et bon nombre de méthodes permettant le alul d'un C et d'un

η. 17



Séquenes biologiques et modèles de Markov3 Chaînes de Markov ahéesD'après le Théorème 2, lors de l'étude d'une séquene, mises à part quelques positions au début, une haînede Markov dérivant un génome est en régime stationnaire. Le prinipal défaut à utiliser de tels modèles estdon qu'il suppose l'homogénéité des séquenes, alors qu'il est reonnu que les séquenes biologiques ne sont pashomogènes. L'utilisation de haînes de Markov ahées (CMC ou HMM pour hidden Markov model) est unemanière de prendre en ompte ette hétérogénéité. Les CMC sont largement utilisées pour la modélisation desséquenes biologiques. Par exemple, [Chu89℄ analyse l'hétérogénéité des séquenes d'ADN. Voir aussi [SW03℄ et[KMH94℄ pour des appliations à la prédition de gènes. À l'aide des CMC, on peut déteter les régions odanteset régions non-odantes, les exons et introns, les homologies entre séquenes ou enore déouvrir des transfertshorizontaux ([NBM+02℄). Les CMC orrespondent au fait biologiques que ertains signaux se suèdent le longdes séquenes. Par exemple, sur un brin d'ADN, un gène peut être suivi d'une région non-odante, puis par unpromoteur, puis un autre gène et ainsi de suite. Les protéines sont souvent omposées de domaines variés. Il estnaturel de penser que la façon dont se suèdent les lettres varie selon la région et ela explique le suès des CMCdans la reherhe de régions biologiques de di�érents r�les.La modélisation par haînes de Markov ahées implique l'hypothèse préalable qu'il existe un (petit) nombrede modes de suession des lettres dans les séquenes. Le long d'une séquene, se suèdent alors des plages plusou moins longues suivant haune son propre mode de suession des lettres que nous nommerons indi�éremmentrégime ou état ahé (ahé ar nous ne onnaissons a priori ni la position ni la taille de es plages). Comme pourles modèles de Markov, nous avons (Xt)t∈N une suite de variables aléatoires à valeurs dans un alphabet A. Àhaque position t dans la séquene orrespond la valeur de Xt (l'observation), et le régime de Xt, nommé rt (l'étatahé). La suession des R di�érents régimes est modélisée par une haîne de Markov lassique A d'ordre 1 :
∀t, ∀(i, j) ∈ {1, 2, . . . , R}2

, A(i, j) = P(rt = j|rt−1 = i).Augmenter l'ordre de ette haîne n'a pas grand intérêt puisque nous voulons des plages assez longues. Exeptépour les rares hangements de régimes, ri−1 = ri−2, il est don inutile de onditionner aussi rt par rt−2. Chaquerégime i ∈ {1, 2, . . . , R} est lui-même modélisé par une haîne de Markov lassique Πi d'ordre k. La probabilitéd'apparition d'une lettre v en position t dépendra non seulement des k lettres préédentes, mais aussi du régimeorrespondant à la position t :
∀t, ∀i ∈ {1, 2, . . . , R}, ∀u ∈ Ak, ∀v ∈ A, Πi(u, v) = P(Xt = v|(Xt−k, ..., Xt−1) = u, rt = i).L'utilisation des haînes de Markov ahées, notées M1Mk (M1 orrespondant à la modélisation de la suessiondes régimes par une haîne de Markov d'ordre 1, etMk orrespondant à la modélisation de haque régime par unehaîne de Markov d'ordre k) permet la modélisation d'une séquene en suite de plages homogènes.Exemple 2 On veut modéliser une séquene par un modèle de Markov ahé à deux états. Ii, les états ahésorrespondent au pourentage en g. Se suèdent alors dans la séquene des plages ayant peu de g et de , et desplages ayant beauoup de g et de  (voir Tableau 6).Tab. 6 � Exemple de suession de deux régimesséquene aaattgaattaaagaagagagatattagatatatatgatatatgatgggaagtatagaggétats 1111111111111111111222222222222222222211111111111111111111122222222222222222222Étant donnée une séquene biologique, le problème est d'estimer les paramètres (A, Πi) et de reonstruire lasuite des états ahés rt ('est-à-dire de déterminer l'état ahé de haque position t). Nous pouvons trouver dansla littérature une grande quantité de variantes à es modèles de Markov. Le logiiel SHOW (http://genome.jouy.inra.fr/ssb/SHOW/), développé par Pierre Niolas (voir [Ni03℄) permet de réer ses propres modèles de Markovahés, pour la détetion de gènes par exemple. SHOW aide à dérire l'hétérogénéité de Basillus subtilis (voir[NBM+02℄) ou à la détetion de petits gènes toujours hez Basillus subtilis (voir [Ni03℄). Ainsi de nombreusesméthodes informatiques sont disponibles pour estimer les paramètres d'une haîne de Markov ahée.4 Chaînes de Markov réguléesGrâe à leur modélisation intuitive, les haînes de Markov ahées sont largement utilisées pour modéliser lesséquenes biologiques. Pourtant il est ommun d'observer des variations ontinues le long d'une séquene biologique,18



4. Chaînes de Markov réguléessoit à un niveau global soit à l'intérieur d'une des régions préédemment itées (région non odante, gène, et. . .).Par exemple la rihesse en g d'une séquene varie selon la position. Un premier modèle distingue deux sortesde omportements : les forts pourentages en g (notés H) ontre les faibles pourentages en g (notés L). Una�nement de e modèle a été donné, introduisant les régions H1, H2, H3 et L1, L2. On parle d'isohores (voir[Ber93℄ et Tableau 7). Malgré et a�nement, l'aspet simpli�ateur de e modèle est reonnu ([DSP+02℄, [NL00℄).Tab. 7 � Les isohoresisohore Pourentage en gL1 g < 38 %L2 38 % < g < 42 %H1 42 % < g < 47 %H2 47 % < g < 52 %H3 52 % < gGiorgio Bernardi lui-même a�rme (ou ré-a�rme) dans une réponse à l'International Human Genome SequeningConsortium qu'il n'existe pas d'isohores strits (voir [Con01℄ et [Ber01a℄ pour la réponse). Il est en e�et impossiblede déterminer préisément les limites de es inq régions : une transition doue de la rihesse en g est toujoursobservée. Même si nous parlons d'isohores prinipalement hez les mammifères, nous pouvons faire e onstatpour toute séquene d'ADN. Sur le génome omplet du phage Lambda ([WT71℄), la �gure 7 o�re un exemplede la variation ontinue du génome. En e�et, les ourbes montrent une estimation de la rihesse en haun desquatre nuléotides en fontion de la position dans le génome (ette estimation est obtenue par l'utilisation d'unefenêtre glissante de largeur 2000). La �gure montre qu'à haque position au moins l'une des quatre ourbes a uneévolution doue. Même autour de la position 22000 où trois ourbes semblent avoir une disontinuité (atténuéepar l'utilisation d'une fenêtre), la quatrième (orrespondant au nuléotide a) a une variation ontinue. Même àl'intérieur des gènes, e type de omportement est observé ([NBM+02℄).Fig. 7 � Fréquenes des quatre nuléotides hez le phage Lambda
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Séquenes biologiques et modèles de MarkovIl est don néessaire de développer des outils mathématiques pour prendre en ompte de tels hangements etnous proposons un modèle, les haînes de Markov régulées (CMR ou DMM pour drifting Markov model). Cesmodèles peuvent être vus omme une alternative aux modèles de Markov ahés : une CMR peut être ajustéesur une séquene entière. Mais ils peuvent aussi être vus omme un outil omplémentaire aux modèles de Markovahés : les états ahés, habituellement de simples modèles de Markov, peuvent devenir des modèles de Markovrégulés.Les walking Markov models (WMM), introduits par [FTW92℄ ont été les premiers modèles ave une variationontinue de la omposition en nuléotides. Les auteurs veulent modéliser la omposition en g et at dans lesséquenes d'ADN (ela revient à étudier les fameux isohores dont nous venons de parler). Par exemple, ils oupentla séquene en moreaux de 1000 bases puis estiment un modèle de Markov sur tous les moreaux omprenantentre 300 et 400 at, et trois autres modèles sur les moreaux omprenant entre 400 et 500, entre 500 et 600 etentre 600 et 700. Ensuite, pour n'importe quelle valeur w (la rihesse en at), un modèle de Markov Mw est dé�nipar interpolation linéaire entre es premiers modèles. En�n, un WMM est dé�ni par une marhe aléatoire sur w :ils hoisissent une valeur initiale pour w entre 1/3 et 2/3 (ela hange en fontion de la séquene étudiée) et pourgénérer haque prohaine base, ils ajoutent ou soustraient (ave probabilité 0.5) 0.0015 à w et utilisent Mw.Nous dé�nissons nos modèles d'une manière totalement di�érente. Tout d'abord, nous n'utilisons pas de marhealéatoire pour hoisir notre matrie de transition : nos modèles sont fondés sur la séquene. Ensuite, nos modèlessont adaptables pour n'importe quel espae d'états sans de nombreux traitements préliminaires telle l'estimationde plusieurs modèles de Markov. Il serait di�ile d'adapter les WMM à un espae d'états de taille 20 (ommel'alphabet protéique). Bien sur, les WMM, omme les DMM, ne modélisent pas la struture loale détaillée, ommela struture loale de gènes. Ils ont pour but de modéliser les variations à grande éhelle de la omposition enbases d'un génome.Expliquons maintenant le prinipe des DMM. Au lieu d'ajuster une matrie de transition sur une séqueneentière (modèle de Markov homogène lassique) ou di�érentes matries de transition sur di�érentes régions de laséquene (modèles de Markov ahés), nous permettons à la matrie de transition de varier (to drift) du débutà la �n de la séquene. À haque position, nous avons une matrie de transition (éventuellement) di�érente. Nosmodèles sont don des modèles de Markov hétérogènes ontraints. Dans ette thèse, nous donnerons essentiellementdeux manières de ontraindre les modèles :� la modélisation polynomiale ;� la modélisation par splines.5 Quelles analyses sur les séquenes ?Nous montrons tout d'abord que les distributions de probabilité des nuléotides dans les DMM s'ajustentorretement sur les fréquenes des nuléotides alulées sur la vraie séquene. Cela montre que nos modèleso�rent un paramétrage plus �exible des données qui nous laisse espérer un meilleur ajustement que les modèlesde Markov et les modèles de Markov ahés. En outre, nous validons aussi nos modèles à l'aide d'une appliationsur les origines de répliation hez les batéries. Reposant sur les asymétries entre les deux brins de répliation,le programme ORILOC [Lob00℄ aide à la prédition de es origines de répliation. Nous proposons une méthodealternative qui présente l'avantage de pouvoir aluler analytiquement un maximum. En raison d'une di�ultésupplémentaire (de modélisation) dans le programme, ette nouvelle méthode est une validation de nos modèlesplut�t qu'une méthode onurrente.La prinipale appliation de es modèles à la biologie est la reherhe de mots exeptionnels. Un problème im-portant est de déterminer la signi�ativité statistique de la fréquene d'un mot dans une séquene ADN. [NDV02℄disute de ette importane de trouver des mots sur- ou sous-représentés. De nombreux artiles parlent de mots ex-eptionnels dans les séquenes mais la plupart sont basés sur les haînes de Markov et leur homogénéité. [SPdT95℄identi�e des motifs exeptionnels dans les séquenes en utilisant les modèles de Markov. [RS98℄ propose une autreméthode de détetion de mots exeptionnels dans les séquenes biologiques tandis que [Nue06b℄ ompare les mé-thodes les plus utilisées pour déouvrir des motifs importants dans les séquenes modélisées par des haînes deMarkov. [RRS03℄ introduit les idées mathématiques et statistiques utilisées pour la résolution de e problèmebiologique. Nous introduisons la possibilité d'étudier les mots exeptionnels à l'aide d'un modèle hétérogène or-respondant mieux à la séquene réelle.L'étude des mots biologiquement importants se fait à l'aide de leurs nombres d'ourrenes (faibles ou élevés)ou leurs répartitions (beauoup au début, puis de moins en moins ou bien, beauoup au début, beauoup à la �n,peu au milieu. . .). Ces mots importants sont par exemple les sites de restritions, les Chi, les séquenes uptake,les palindromes, les inverses omplémentaires... Les sites de restrition sont des endroits préis sur la séquene,reonnus par des enzymes de restrition qui y oupent la séquene lors de la transription, la tradution ou bienenore la répliation. Ces endroits sont importants ar ils sont parfois les indiateurs de la présene de gènes. Pour20



5. Quelles analyses sur les séquenes ?illustrer l'importane des Chi (Crossover Hotspot Investigator), parlons par exemple du Chi d'Esherihia oli([BPB+97℄) qui est l'une des batéries les plus étudiées. Certains virus parviennent à s'introduire à l'intérieur desa ellule et la détruiraient failement sans l'existene d'un système de défense. Dans la batérie, il existe don unomplexe hargé de détruire les virus (en démontant un à un les nuléotides omposant le virus)(voir Figure 8).Le tout est de savoir si e omplexe s'attaque bien au virus et non à l'ADN de la batérie qu'il protège ! Pour ela,Fig. 8 � Esherihia Coli
Virus

Complexe détruisant un virus Complexe commençant à détruire

l’ADN de sa propre bactérie !

il faut au omplexe un moyen de reonnaissane, qui lui dirait : �Stop ! C'est moi !� Dans e as préis, e moyende reonnaissane, appelé Chi, 'est le mot gtggtgg. Quand le omplexe renontre e mot, il s'arrête de détruire.Il est don néessaire que dans l'ADN de la batérie, e mot apparaisse très souvent a�n d'en assurer sa survieen évitant le �suiide� ! Un bon nombre d'organismes possède un Chi et il peut être très utile de onnaître esmots exeptionnels. Les séquenes uptake sont d'autres mots importants dans le adre des transferts horizontaux(un moreau d'ADN d'un organisme est intégré à l'ADN d'un autre). Les palindromes sont souvent des sitesde restrition. Par exemple hez Esherihia oli les palindromes de taille 6 sont onnus pour être des sites derestrition ([KBM92℄). Nous nous attendons à en renontrer assez peu du fait qu'ils fragilisent le génome. Nousherhons les régions signi�ativement rihes en Chi, parallèlement, nous herhons les régions signi�ativementpauvres en sites de restrition. En e�et, es régions doivent ontenir des éléments vitaux pour l'organisme pourêtre autant protégées.D'autres analyses pourraient porter sur le pourentage en g, le degré d'hydrophobiité, la struture de laprotéine (hélies α, feuillets β,...). Parmi les prinipales informations ontenues dans les séquenes, on peut iter :� les signaux de maintenane de l'ADN (répliation ou réparation, protetion et entretien du génome) ;� le message génétique (parties odantes et non odantes) ;� les signaux d'expression (transription, tradution, épissage, régulation) ;� les signaux struturaux ;� les signaux ontenus dans les séquenes protéiques.Parmi les objetifs prinipaux de l'analyse des séquenes, on peut iter :� l'identi�ation des gènes� par leurs propriétés intrinsèques (odon start, odon stop, promoteur...),� par similarité ave d'autres gènes onnus.Dans les deux as, les mathématiques et l'informatique sont utiles.� La détermination de leur fontion.� L'aquisition d'une meilleure onnaissane des ontr�les (signaux de régulation), des interations entre �ob-jets� biologiques.
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Séquenes biologiques et modèles de Markov
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Première partieDérive polynomiale et dérive par splines
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Chapitre 1Dérive linéaireA�n de failiter la ompréhension des modèles de Markov régulés, nous ommençons par un as partiulier (quipeut d'ailleurs être dans bien des as elui que l'on utilisera) : une variation linéaire de la matrie de transition lelong de la séquene. Nous onsidérons ii que la séquene est modélisée par une haîne de Markov régulée d'ordre k.Soit X = (Xt)t∈J0,nK une suite de variables aléatoires à valeurs dans un alphabet �ni A. Nous dé�nissons la loi des
Xt omme suit : P (Xt = v|Xt−k . . .Xt−1 = u) = Π t

n
(u, v)ave u = u1u2 . . . uk dé�nissant le passé markovien et (u1, u2, . . . , uk, v) ∈ Ak+1.Nous onsidérons deux modèles pour dé�nir Π t

n
(u, v) :

• le modèle des points d'appui : Π t
n
(u, v) =

(
1 − t

n

)
Π0(u, v) +

(
t
n

)
Π1(u, v) ;

• le modèle des polyn�mes : Π t
n
(u, v) = M0(u, v) +

(
t
n

)
M1(u, v) ;où Π0 et Π1 sont les matries de transition de haînes de Markov lassiques d'ordre k (voir 0.2), où M0 est unematrie stohastique et M1 est une matrie dont les lignes somment à 0. Constatons simplement que es deuxmodèles ne sont que deux éritures di�érentes qui sont équivalentes. En e�et, en prenantM0 = Π0 etM1 = Π1−Π0pour le seond modèle, nous revenons au premier et en prenant Π0 = M0 et Π1 = M1 +M0 pour le premier, nousrevenons au seond. L'utilité du premier modèle réside en sa failité de ompréhension : en position 0 la matriede transition est Π 0

n
= Π0 et en position n la matrie de transition est Πn

n
= Π1. L'utilité du seond modèleest sa forme simple qui failite les aluls. En partiulier, e modèle servira pour l'estimation par splines (voirChapitre 3)L'objetif prinipal étant de trouver la meilleure modélisation de la séquene étudiée, nous souhaitons trouverles matries Π0 et Π1 ou bien M0 et M1 s'adaptant le mieux à la séquene. Nous avons au moins trois méthodespour estimer es matries :� la méthode du maximum de vraisemblane ;� la méthode de régression matriielle ;� la méthode point par point.Malheureusement, la méthode du maximum de vraisemblane est impossible à mettre en oeuvre ii. La méthode derégression matriielle impose le déoupage de la séquene en plusieurs moreaux, dont le nombre est à déterminer,et sur haun desquels nous estimons la matrie de transition d'une haîne de Markov lassique par la méthodehabituelle (voir 0.2). Nous minimisons ensuite une somme de distanes entre les matries estimées sur haquesegment et les matries de notre modèle régulé. En�n, la méthode point par point est une méthode des moindresarrés. Il s'agit de minimiser de façon globale les arrés des erreurs de prédition du modèles. Nous présentonsdans e premier hapitre les détails de es trois méthodes.1.1 Modèles des points d'appui : estimateurs de Π0 et Π1Sous le modèle des points d'appui, la matrie de transition prend la forme suivante :

Π t
n
(u, v) =

(
1 − t

n

)
Π0(u, v) +

(
t

n

)
Π1(u, v).Nous �xons une matrie de transition initiale Π0 et une matrie de transition �nale Π1 et nous permettons à lamatrie Π t

n
de varier linéairement de l'une à l'autre. Ainsi, la matrie de transition générale repose (prend appui)sur haune des deux autres matries. Les polyn�mes (1 − t/n) et t/n sont hoisis pour établir la stohastiité de25



Chapitre 1. Dérive linéaire
Π0 et Π1. Évidemment, le r�le de es matries est arti�iel omme n'importe quel paramètre de modèle, mais lastohastiité des matries rend plus faile la ompréhension du modèle. Nous voulons estimer es deux matriesdans le but de onstruire notre modèle. Dans le as d'un modèle de Markov lassique, la méthode du maximum devraisemblane est utilisée ave suès (omme nous l'avons vu dans l'introdution 0.2), mais à ause de omplexitésnumériques, nous ne pouvons l'utiliser ii. Nous la présentons tout de même brièvement avant de mettre en plaeles deux méthodes d'estimation dont nous disposons.1.1.1 Estimateur du maximum de vraisemblaneNous ne donnons qu'un essai de maximisation de la vraisemblane pour des modèles de Markov régulés d'ordre 1et de degré 1 sur l'alphabet des nuléotides A = {a, c, g, t}. Sahant que Π0 et Π1 sont des matries stohastiques,nous pouvons réduire notre estimation aux paramètres Π0(u, v) et Π1(u, v) tels que u 6= v. A l'ordre 1, u est biende même nature que v, 'est-à-dire un état de la haîne de Markov (une lettre appartenant à l'alphabet A).Déterminons la vraisemblane L du modèle :

L(X,Π0,Π1) = µ0(X0)
n∏

t=1

Π t
n
(Xt−1, Xt) = µ0(X0)

n∏

t=1

[(
1 − t

n

)
Π0(Xt−1, Xt) +

(
t

n

)
Π1(Xt−1, Xt)

]
.Travailler ave des sommes étant plus faile qu'ave des produits, nous déterminons la log-vraisemblane ℓ dumodèle :

ℓ(X,Π0,Π1) = lnµ0(X0) +

n∑

t=1

ln

[(
1 − t

n

)
Π0(Xt−1, Xt) +

(
t

n

)
Π1(Xt−1, Xt)

]

= lnµ0(X0) +

n∑

t=1

∑

u∈A

1{Xt−1=u}

∑

v∈A

1{Xt=v} ln
(
Π t
n
(u, v)

)

= lnµ0(X0) +

n∑

t=1

∑

(u,v)∈A2

1{Xt−1Xt=uv} ln
(
Π t
n
(u, v)

)
.La stohastiité des matries nous permet de poser

Π t
n
(u, u) =

(
1 − t

n

)
1 −

∑

v∈A\{u}

Π0(u, v)


+

(
t

n

)
1 −

∑

v∈A\{u}

Π1(u, v)


 .Ainsi,

ℓ = lnµ0(X0) +
n∑

t=1

∑

u∈A

1{Xt−1=u}




 ∑

v∈A\{u}

(1{Xt=v} ln
(
Π t
n
(u, v)

))

+ 1{Xt=u} ln

(
Π t
n
(u, u)

)

 .La maximisation de la vraisemblane s'e�etue en annulant la dérivée. Pour u ∈ A et v ∈ A \ {u}, nous avons





∂ℓ(X,Π0,Π1)

∂Π0(u, v)
= 0

∂ℓ(X,Π0,Π1)

∂Π1(u, v)
= 0

⇐⇒





n∑

t=1

1{Xt−1=u}

((
1 − t

n

) 1{Xt=v}
Π t
n
(u, v)

−
(

1 − t

n

) 1{Xt=u}
Π t
n
(u, u)

)
= 0

n∑

t=1

1{Xt−1=u}

((
t

n

) 1{Xt=v}
Π t
n
(u, v)

−
(
t

n

) 1{Xt=u}
Π t
n
(u, u)

)
= 0

⇐⇒





n∑

t=1

(
1 − t

n

) 1{Xt−1=u,Xt=v}

Π t
n
(u, v)

=
n∑

t=1

(
1 − t

n

) 1{Xt−1=u,Xt=u}

Π t
n
(u, u)

n∑

t=1

(
t

n

) 1{Xt−1=u,Xt=v}

Π t
n
(u, v)

=
n∑

t=1

(
t

n

) 1{Xt−1=u,Xt=u}

Π t
n
(u, u)

.26



1.1. Modèles des points d'appui : estimateurs de Π0 et Π1Nous obtenons ainsi un système de 2|A|(|A| − 1) équations à 2|A|(|A| − 1) inonnues (toutes aux dénominateurs).En fait, il se réduit à |A| systèmes de 2(|A|−1) équations à 2(|A|−1) inonnues. Ces systèmes ne sont pas linéaires,un simple exemple à l'ordre 1 montre qu'il est impensable de vouloir résoudre de tels systèmes analytiquement oumême numériquement.Exemple 3 Pour A = {a, c, g, t}, nous devons résoudre 4 systèmes de 6 équations à 6 inonnues. Nous présentonsun seul de es systèmes :




•
n∑

t=1

1{Xt−1=a,Xt=c}

(
t
n

)
(
1 − t

n

)
Π0(a, c) +

(
t
n

)
Π1(a, c)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
t
n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

•
n∑

t=1

1{Xt−1=a,Xt=g}

(
t
n

)
(
1 − t

n

)
Π0(a, g) +

(
t
n

)
Π1(a, g)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
t
n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

•
n∑

t=1

1{Xt−1=a,Xt=t}

(
t
n

)
(
1 − t

n

)
Π0(a, t) +

(
t
n

)
Π1(a, t)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
t
n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

•
n∑

t=1

1{Xt−1=a,Xt=c}

(
1 − t

n

)
(
1 − t

n

)
Π0(a, c) +

(
t
n

)
Π1(a, c)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
1 − t

n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

•
n∑

t=1

1{Xt−1=a,Xt=g}

(
1 − t

n

)
(
1 − t

n

)
Π0(a, g) +

(
t
n

)
Π1(a, g)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
1 − t

n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

•
n∑

t=1

1{Xt−1=a,Xt=t}

(
1 − t

n

)
(
1 − t

n

)
Π0(a, t) +

(
t
n

)
Π1(a, t)

=

n∑

t=1

1{Xt−1=a,Xt=a}

(
1 − t

n

)
(
1 − t

n

)
(1 − Π0(a, c) − Π0(a, g) − Π0(a, t)) +

(
t
n

)
(1 − Π1(a, c) − Π1(a, g) − Π1(a, t))

.

Pour des modèles d'ordre k supérieur, le nombre de systèmes s'élève à |A|k systèmes. Seul le nombre de systèmeshangeant, il su�rait de savoir en résoudre un seul pour pouvoir utiliser ette méthode. Mais le problème estinsoluble et au vu de et exemple, nous abandonnons la méthode du maximum de vraisemblane.1.1.2 Régression matriielleSoit une séquene X0X1...Xn. Une première idée pour obtenir les matries Π0 et Π1 est de diviser la séqueneen N segments de taille m (que nous hoisirons plus tard) :
X0 · · ·Xm−1, Xm · · ·X2m−1, . . . , X(N−1)m · · ·Xn.Nous posons Sℓ l'ensemble des indies t des Xt appartenant au segment ℓ, et S⋆ℓ l'ensemble Sℓ privé de ses kpremiers éléments, où k est l'ordre du modèle. Tous les segments sont de taille m ≥ k exepté éventuellement ledernier (SN ) dont la taille peut être plus grande. Ainsi,� Sℓ = J(ℓ − 1)m, ℓm− 1K pour ℓ ∈ J1, N − 1K ;� SN = J(N − 1)m,nK ;� S⋆ℓ = J(ℓ − 1)m+ k, ℓm− 1K pour ℓ ∈ J1, N − 1K ;� S⋆N = J(N − 1)m+ k, nK ;Nous avons� |Sℓ| = m pour ℓ ∈ J1, N − 1K ;� |SN | = n− (N − 1)m+ 1 ;� |S⋆ℓ | = m− k pour ℓ ∈ J1, N − 1K ; 27



Chapitre 1. Dérive linéaire� |S⋆N | = n− (N − 1)m− k + 1.Exemple 4 Considérons une séquene de taille n = 1700 et un modèle d'ordre 1. Choisissons m = 400, ainsinous obtenons N = 4 segments :� S1 = J0, 399K et S⋆1 = J1, 399K ;� S2 = J400, 799K et S⋆2 = J401, 799K ;� S3 = J800, 1199K et S⋆3 = J801, 1199K ;� S4 = J1200, 1699K et S⋆4 = J1201, 1699K.L'idée de ette méthode est d'utiliser une quasi-homogénéité sur haque segment. Sur haque segment Sℓ, nousestimons une matrie de transition homogène ave les estimateurs habituels :
Π̂Sℓ(u, v) =

NSℓ(uv)

NSℓ(u+)
=

∑

t∈S⋆
ℓ

1{Xt−k . . . Xt−1 = u,Xt = v}

∑

j∈S⋆
ℓ

1{Xj−k . . .Xj−1 = u}
.Nous nous restreignons aux u ∈ Ak, ℓ ∈ J1, NK tels que NSℓ(u+) 6= 0.DistanesDans le but d'ajuster notre modèle hétérogène sur la séquene entière nous hoisissons un point dans haquesegment. Nous hoisissons les N milieux τℓ des segments Sℓ ar E(Π̂Sℓ

) tend vers Πτℓ quand m tend vers l'in�ni.Nous aurions pu hoisir plus d'un point par segment mais ela aurait introduit des omplexités numériques sansamélioration sensible de l'estimation (voir A.1.3). Nous voulons qu'au milieu de haque segment Sℓ, notre matrie
Π t
n
soit la plus prohe possible de Π̂Sℓ . Ainsi, la régression matriielle revient à minimiser la somme des distanesentre les matries estimées sur haque segment et la matrie de transition Π t

n
au milieu τℓ du ℓème segment, pourune distane matriielle d hoisie : ∑

ℓ∈J1,NK

d
(
Π̂Sℓ , (1 − τℓ)Π0 + τℓΠ1

)
.Nous hoisissons la distane quadratique suivante :

d(N1, N2) =
∑

i,j

(N1(i, j) −N2(i, j))
2ave N1, N2 deux matries d'un espae matriiel quelonque. En partiulier ii, notre espae matriiel sera eluides matries |A|k × |A|. Nous devons don minimiser la fontion SR1 suivante :

SR1(Π0,Π1) =
∑

ℓ∈J1,NK

∑

u∈Ak

∑

v∈A

(
Π̂Sℓ(u, v) − (1 − τℓ)Π0(u, v) − τℓΠ1(u, v)

)2

.La reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :




∂SR1(Π0,Π1)

∂Π0(u, v)
= 0

∂SR1(Π0,Π1)

∂Π1(u, v)
= 0

⇐⇒





N∑

ℓ=1

2(1 − τℓ)
(
τℓΠ̂1(u, v) + (1 − τℓ)Π̂0(u, v) − Π̂Sℓ(u, v)

)
= 0

N∑

ℓ=1

2τℓ

(
τℓΠ̂1(u, v) + (1 − τℓ)Π̂0(u, v) − Π̂Sℓ(u, v)

)
= 0

⇐⇒





N∑

ℓ=1

(
τℓΠ̂1(u, v) + (1 − τℓ)Π̂0(u, v) − Π̂Sℓ(u, v)

)
= 0

N∑

ℓ=1

τℓ

(
τℓΠ̂1(u, v) + (1 − τℓ)Π̂0(u, v) − Π̂Sℓ(u, v)

)
= 028



1.1. Modèles des points d'appui : estimateurs de Π0 et Π1

⇐⇒





Π̂0(u, v)

(
N∑

ℓ=1

1 − τℓ

)
+ Π̂1(u, v)

(
N∑

ℓ=1

τℓ

)
−

N∑

ℓ=1

Π̂Sℓ(u, v) = 0

Π̂0(u, v)

(
N∑

ℓ=1

τℓ(1 − τℓ)

)
+ Π̂1(u, v)

(
N∑

ℓ=1

τℓ
2

)
−

N∑

ℓ=1

τℓΠ̂Sℓ(u, v) = 0

⇐⇒





R1Π̂0(u, v) +R2Π̂1(u, v) −R3(u, v) = 0

R4Π̂0(u, v) +R5Π̂1(u, v) −R6(u, v) = 0

⇐⇒





Π̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

Π̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5ave
R1 =

N∑

ℓ=1

1 − τℓ, R2 =

N∑

ℓ=1

τℓ, R3(u, v) =

N∑

ℓ=1

Π̂Sℓ(u, v),

R4 =

N∑

ℓ=1

τℓ(1 − τℓ), R5 =

N∑

ℓ=1

τℓ
2, R6(u, v) =

N∑

ℓ=1

τℓΠ̂Sℓ(u, v).Pour un alphabet de 4 lettres, nous avons ainsi à l'ordre 1, 16 systèmes de 2 équations à 2 inonnues. Plusgénéralement, pour un alphabet A donné, nous obtenons |A|k+1 systèmes de 2 équations à 2 inonnues. Nousavons alors à m �xé, les estimateurs de Π0 et Π1. Il est important de noter que nous n'obtenons pas un modèlehomogène sur les segments et que ette hypothèse est seulement utilisée pour l'estimation préliminaire des Π̂Sℓ .Théorème 3 Les matries Π̂0 et Π̂1 sont stohastiques (voir A.1.1). Dans de rares as, il est possible d'obtenir destermes négatifs dans les matries estimées. Ce problème est résolu par un réajustement proportionnel des valeurs(voir A.1.2).Espéranes et varianes de Π̂Sℓ(u, v) pour le modèle des haînes de Markov réguléesLes estimateurs Π̂Sℓ(u, v) pour le modèle des haînes de Markov lassiques sont sans biais et de variane qui tendvers zéro quand |Sℓ| → +∞, et par onséquent onvergents (voir A.1.4). Nous nous servons de es résultats pourdéterminer les espéranes et varianes des estimateurs Π̂Sℓ(u, v) pour le modèle régulé. Alors que pour un modèlelassique, la probabilité d'apparition d'un v derrière un u est la même sur tout le segment (égale à ΠSℓ(u, v)), elledépend de la position dans le segment pour un modèle régulé.Nous obtenons les espéranes suivantes (voir A.1.5 pour les détails) :E(Π̂Sℓ(u, v)
)

≈ (1 − (1 − µℓ(u))
m−k)Π 2ℓm−m+k−1

2n
(u, v)E(Π̂SN (u, v)

)
≈ (1 − (1 − µℓ(u))

n−(N−1)m−k+1)Π (N−1)m+k+n
2n

(u, v).Théorème 4 Les estimateurs des Π̂Sℓ(u, v) pour le modèle des haînes de Markov régulées sont asymptotiquementsans biais.Preuve En e�et, nous avons
lim

m→+∞
E(Π̂Sℓ(u, v)

)
= Πτℓ(u, v) et lim

m→+∞
E(Π̂SN (u, v)

)
= ΠτN (u, v)où les τℓ sont (presque) les milieux des segments Sℓ :� τℓ =

2ℓm−m+ k − 1

2n
;� τN =

(N − 1)m+ k + n

2n
.Théorème 5 Les estimateurs Π̂Sℓ(u, v) ont une variane qui tend vers zéro quand |Sℓ| → +∞.29



Chapitre 1. Dérive linéairePreuve Introduisons quelques notations pour le alul des varianes de es estimateurs. Nous posons
A− =

1 − (1 − µℓ(u))
|S⋆ℓ |+1 − (|S⋆ℓ | + 1)µℓ(u)(1 − µℓ(u))

|S⋆ℓ |

|S⋆ℓ |µℓ(u)
,

A+ =
2
(
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1)µℓ(u)(1 − µℓ(u))
|S⋆ℓ |
)

|S⋆ℓ |µℓ(u)
,

B− = I − II+,
B+ = I − II−,

I =
(
1 − (1 − µℓ(u))

|S⋆ℓ | − |S⋆ℓ |µℓ(u)(1 − µℓ(u))
|S⋆ℓ |−1

)
,

II− =
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1) (1 − µℓ(u))
|S⋆ℓ |µℓ(u) − |S⋆ℓ |(|S

⋆
ℓ |+1)

2 (1 − µℓ(u))
|S⋆ℓ |−1µℓ(u)

2

µℓ(u) (|S⋆ℓ | + 1)
,

II+ =
2
(
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1) (1 − µℓ(u))
|S⋆ℓ |µℓ(u) − |S⋆ℓ |(|S

⋆
ℓ |+1)

2 (1 − µℓ(u))
|S⋆ℓ |−1µℓ(u)

2
)

µℓ(u) (|S⋆ℓ | + 1)et K =
a− b− 2

12n2
ave a et b premier et dernier élément de Sℓ. Nous obtenons un enadrement de la variane :

A−Πτℓ(u, v) +B−

(
Πτℓ(u, v)

2
+K(Π1(u, v) − Π0(u, v))

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2

≤ V(Π̂Sℓ(u, v)
)
≤

A+Πτℓ(u, v) +B+

(
Πτℓ(u, v)

2
+K(Π1(u, v) − Π0(u, v))

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2Nous montrons (voir A.1.5) que minorant et majorant tendent vers 0 quand |Sℓ| → +∞. Ainsi, la variane de nosestimateurs tend vers zéro.Théorème 6 Les estimateurs Π̂Sℓ(u, v) sont onvergents.Preuve La onvergene déoule diretement des Théorèmes 4 et 5.Espéranes et varianes de Π̂0(u, v) et Π̂1(u, v)Nous avons alulé les espéranes et varianes des estimateurs pour haque segment e qui va nous permettrede aluler les espéranes et varianes des estimateurs de Π̂0(u, v) et Π̂1(u, v). Calulons tout d'abord l'espéranede es estimateurs :





Π̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

Π̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5

⇐⇒





E(Π̂0(u, v)
)

=
R2E (R6(u, v)) −R5E (R3(u, v))

R4R2 −R1R5E(Π̂1(u, v)
)

=
R4E (R3(u, v)) −R1E (R6(u, v))

R4R2 −R1R5

.Ainsi E(Π̂0(u, v)
)

=

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓE(Π̂Sℓ(u, v)
))

−
(

N∑

ℓ=1

τℓ
2

)(
N∑

ℓ=1

E(Π̂Sℓ(u, v)
))

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

E(Π̂1(u, v)
)

=

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

E(Π̂Sℓ(u, v)
))

−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓE(Π̂Sℓ(u, v)
))

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

) .

Théorème 7 Les estimateurs Π̂0(u, v) et Π̂1(u, v) sont asymptotiquement sans biais (voir A.1.6).30



1.1. Modèles des points d'appui : estimateurs de Π0 et Π1Calulons ensuite la variane de es estimateurs.




Π̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

Π̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5

⇐⇒





V (Π̂0(u, v)
)

=
R2

2V (R6(u, v)) +R5
2V (R3(u, v)) − 2R2R5Cov (R3(u, v), R6(u, v))

(R4R2 −R1R5)
2V (Π̂1(u, v)

)
=

R4
2V (R3(u, v)) +R1

2V (R6(u, v)) − 2R1R4Cov (R3(u, v), R6(u, v))

(R4R2 −R1R5)
2Nous avons l'indépendane des estimateurs Π̂Sℓ(u, v) des segments. Ainsi :V (R3(u, v)) =

N∑

ℓ=1

V (Π̂Sℓ(u, v)
)V (R6(u, v)) =

N∑

ℓ=1

τℓ
2V (Π̂Sℓ(u, v)

)Cov (R3(u, v), R6(u, v)) = E (R3(u, v)R6(u, v)) −E (R3(u, v))E (R6(u, v))

=
∑

(ℓ1,ℓ2)∈J1,NK2

τℓ2E(Π̂Sℓ1(u, v)Π̂Sℓ2(u, v)
)

−
(
N−1∑

ℓ1=0

E(Π̂Sℓ1
(u, v)

))(N−1∑

ℓ2=0

τℓ2E(Π̂Sℓ2
(u, v)

))

=

N∑

ℓ=1

τℓV(Π̂Sℓ(u, v)
)En e�et les termes pour lesquels ℓ1 6= ℓ2 s'annulent du fait de l'indépendane des estimateurs des segments. Ainsi :V (Π̂0(u, v)

)
=

(
N∑

ℓ=1

τℓ

)2( N∑

ℓ=1

τℓ
2V(Π̂Sℓ(u, v)

))
+

(
N∑

ℓ=1

τℓ
2

)2( N∑

ℓ=1

V (Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)]2

−
2

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ
2

)(
N∑

ℓ=1

τℓV(Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)]2

V (Π̂1(u, v)
)

=

(
N∑

ℓ=1

τℓ(1 − τℓ)

)2( N∑

ℓ=1

V (Π̂Sℓ(u, v)
))

+

(
N∑

ℓ=1

1 − τℓ

)2( N∑

ℓ=1

τℓ
2V (Π̂Sℓ(u, v)

))

[(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)]2

−
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓV (Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)]2Nous expliquons en annexe (voir A.1.6) notre hoix m =
√
n pour la longueur des segments.31



Chapitre 1. Dérive linéaire1.1.3 Méthode point par pointRappelons le modèle des points d'appui :
Π t
n
(u, v) = Π0(u, v)

(
1 − t

n

)
+ Π1(u, v)

(
t

n

)
.Une autre idée pour obtenir les matries Π0 et Π1 est une méthode des moindres arrés. Nous minimisons uneforme quadratique des di�érents paramètres qui est la somme des erreurs de préditions. À haque position t dansla séquene, onnaissant le mot u = Xt−k . . . Xt−1 de taille k préédent Xt, nous voulons que le oe�ient Π t

n
dela matrie de transition soit le plus prohe possible de 1 lorsque Xt = v et le plus prohe possible de 0 lorsque

Xt 6= v. L'erreur de prédition en t se dé�nit don par1{Xt−k...Xt−1=u}Π t
n
(u, v) − 1{Xt−k...Xt=uv}.Nous hoisissons une distane quadratique, ainsi nous devons minimiser la fontion SP1 suivante :

SP1 (Π0,Π1) =

n∑

t=k


 ∑

u∈Ak

1{Xt−k . . .Xt−1 = u}
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v})2

]
 .Nous notons 1u = 1{Xt−k...Xt−1=u}, 1v = 1{Xt=v} et 1uv = 1{Xt−k...Xt=uv}.Déterminons la dérivée de SP1.

∂SP1

∂Π0(u, v)
(Π0,Π1) =

n∑

t=k

1u2(1 − t

n

)(
Π0(u, v)

(
1 − t

n

)
+ Π1(u, v)

t

n
− 1v)

= P1(u)Π0(u, v) + P2(u)Π1(u, v) − P3(u, v)ave
P1(u) = 2

n∑

t=k

1u(1 − t

n

)2 , P2(u) = 2
n∑

t=k

1u(1 − t

n

)(
t

n

) et P3(u, v) = 2
n∑

t=k

1uv (1 − t

n

)
.

∂SP1

∂Π1(u, v)
(Π0,Π1) =

n∑

t=k

1u2( t
n

)(
Π0(u, v)

(
1 − t

n

)
+ Π1(u, v)

t

n
− 1v)

= P4(u)Π0(u, v) + P5(u)Π1(u, v) − P6(u, v)ave
P4(u) = 2

n∑

t=k

1u(1 − t

n

)(
t

n

) , P5(u) = 2
n∑

t=k

1u( t
n

)2 et P6(u, v) = 2
n∑

t=k

1uv ( t
n

)
.Remarque 2 Nous avons les a�rmations suivantes :� P4(u) = P2(u) ;� P1(u), P4(u), P2(u), P5(u) 6= 0 si u apparaît dans la séquene ;� P3(u, v), P6(u, v) 6= 0 si uv apparaît dans la séquene.Ces oe�ients sont presque toujours non nuls pour une séquene assez longue (un exemple : à l'ordre 1, il su�tque tous les mots de deux lettres apparaissent dans la séquene).Déterminons le minimum.

{
P1(u)Π̂0(u, v) + P2(u)Π̂1(u, v) − P3(u, v) = 0

P4(u)Π̂0(u, v) + P5(u)Π̂1(u, v) − P6(u, v) = 0

⇐⇒





Π̂0(u, v) =
P5(u)P3(u, v) − P2(u)P6(u, v)

P1(u)P5(u) − P4(u)P2(u)

Π̂1(u, v) =
P1(u)P6(u, v) − P4(u)P3(u, v)

P1(u)P5(u) − P4(u)P2(u)

.32



1.2. Modèles des polyn�mes : Estimateurs de M0 et M1Don
Π̂0(u, v) =




(
n∑

t=k

1u

(
t

n

)2

)(
n∑

t=k

1uv

(
1 −

t

n

))
−

(
n∑

t=k

1u

(
1 −

t

n

)(
t

n

))( n∑

t=k

1uv

(
t

n

))







(
n∑

t=k

1u

(
1 −

t

n

)2

)(
n∑

t=k

1u

(
t

n

)2

)
−

(
n∑

t=k

1u

(
1 −

t

n

)(
t

n

))( n∑

t=k

1u

(
1 −

t

n

)(
t

n

))




,

Π̂1(u, v) =




(
n∑

t=k

1u

(
1 −

t

n

)2

)(
n∑

t=k

1uv

(
t

n

))
−

(
n∑

t=k

1u

(
1 −

t

n

)(
t

n

))( n∑

t=k

1uv

(
1 −

t

n

))







(
n∑

t=k

1u

(
1 −

t

n

)2

)(
n∑

t=k

1u

(
t

n

)2

)
−

(
n∑

t=k

1u

(
1 −

t

n

)(
t

n

))( n∑

t=k

1u

(
1 −

t

n

)(
t

n

))




.

Théorème 8 Les matries Π̂0 et Π̂1 sont stohastiques (voir A.2.1). Nous réajustons les valeurs négatives le aséhéant (voir A.1.2).Espéranes et varianes de Π0 et Π1Nous montrons à l'aide la delta-méthode que nos estimateurs sont onvergents (voir A.2.2).1.2 Modèles des polyn�mes : Estimateurs de M0 et M1Rappelons la forme de e seond modèle :
Π t
n
(u, v) = M0(u, v) +

t

n
M1(u, v).Ce n'est que la forme générale d'un polyn�me de degré 1 et 'est pourquoi nous parlons de modèle des polyn�mes.L'avantage de ette ériture sur elle des points d'appui est de ne plus avoir de oe�ients �ompliqués� devant lesmatries à estimer M0 et M1. En e�et, pour le modèle des points d'appui, les oe�ients de Π0 et Π1, intuitifs audegré 1, ne le sont plus pour les degrés supérieurs (voir Chapitre 2). Cela simpli�e les aluls de hanger le modèledans ertains as, en partiulier lors de l'estimation des modèles de Markov régulés par splines (voir Chapitre 3).Les détails de l'estimation des paramètres de e modèle est donné en Annexe B.
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Chapitre 1. Dérive linéaire
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Chapitre 2Dérive de degré dDans le hapitre préédent, nous avons étudié la variation linéaire de la matrie de transition. Nous généralisonsà des modèles de Markov régulés par un polyn�me de degré d. Ainsi les DMM ont deux paramètres d'ordre : l'ordre
k du modèle de Markov et le degré d de la dérive polynomiale. Pour dérire de tels modèles nous avons besoin de
d+ 1 matries de paramètres. Nous généralisons les deux modèles présentés au hapitre préédent (le modèle despoints d'appui et le modèle des polyn�mes) ainsi que les deux méthodes d'estimation (la régression matriielle etla méthode point par point).2.1 Modèle des points d'appuiPour une dérive de degré d, nous prenons d+ 1 points d'appui. Ainsi au degré 1 (voir hapitre 1), nous avonspris les deux matries Π0 et Π1 omme points d'appui. Désormais, nous fondons notre modèle sur d+ 1 matries
Π i
d
pour 0 ≤ i ≤ d. Nous hoisissons les Π i

d
uniformément réparties sur la séquene.Remarque 3 Tout autre hoix de répartition des d+ 1 matries points d'appui est équivalent. La position de esmatries dans la séquene n'a auune in�uene sur la matrie de transition Π t

n
. Un DMM de degré d s'identi�e àl'aide de d+ 1 matries de la même façon qu'en dimension 1, un polyn�me de degré d s'identi�e à l'aide de d+ 1points. Ce hoix d'une répartition uniforme n'a pour but qu'une meilleure visualisation de la séquene.La matrie de transition dérivante a la forme suivante :

Π t
n
(u, v) = A0(t)Π0(u, v) +A1(t)Π 1

d
(u, v) + . . .+ Ad−1(t)Π d−1

d
(u, v) +Ad(t)Π1(u, v)

Π t
n
(u, v) =

d∑

i=0

Ai(t)Π i
d
(u, v)ave Ai des polyn�mes de degré d :

Ai(t) = a0
i + a1

i

t

n
+ a2

i

t2

n2
+ . . .+ adi

td

nd
=

d∑

j=0

aji
tj

nj
.Les polyn�mes Ai sont tels que :

∀(i, j) ∈ J0, dK
2
, Ai

(
nj

d

)
= 1{i=j}.Remarque 4 Pour t = ni/d, nous avons Π t

n
= Π i

d
.Remarque 5 Les polyn�mes Ai sont hoisis dans le but d'avoir des matries Π t

n
stohastiques pour tout entier

0 ≤ t ≤ n. En e�et,
∑

v∈A

Π t
n
(u, v) =

d∑

i=0

Ai(t) = A(t)où A(t) est un polyn�me de degré d valant 1 en d+ 1 points, don onstant et égal à 1.35



Chapitre 2. Dérive de degré d2.1.1 Calul des AiPour d = 1, nous avons obtenu intuitivement A0(t) = 1 − t/n et A1(t) = t/n de manière à obtenir Π t
n

=

(1 − t/n)Π0 + t/nΠ1. Nous expliitons le alul des Ai pour un degré d = 2 a�n de montrer que es polyn�mesn'ont pas une expression aussi simple que dans le as d'une dérive linéraire.Notons Π0, Π 1
2
et Π1, nos matries points d'appui. Elles réunissent les probabilités de transition respetivementdu début, du milieu et de la �n de la séquene. La matrie dérivante Π t

n
est don de la forme :

Π t
n
(u, v) = A0(t)Π0(u, v) +A1(t)Π 1

2
(u, v) +A2(t)Π1(u, v)ave A0, A1 et A2 des polyn�mes de degré 2 :

A0(t) = a2
0

t2

n2
+ a1

0

t

n
+ a0

0, A1(t) = a2
1

t2

n2
+ a1

1

t

n
+ a0

1 et A2(t) = a2
2

t2

n2
+ a1

2

t

n
+ a0

2.Nous voulons Π t
n
stohastique et� pour t = 0, Π t

n
= Π0 ;� pour t = n/2, Π t
n

= Π 1
2
;� pour t = n, Π t

n
= Π1.Nous en déduisons les Ai :





A0(0) = 1

A0

(n
2

)
= 0

A0(n) = 0

⇐⇒





a0
0 = 1
a2
0

4
+
a1
0

2
+ a0

0 = 0

a2
0 + a1

0 + a0
0 = 0

⇐⇒





a2
0 = 2
a1
0 = −3
a0
0 = 1





A1(0) = 0

A1

(n
2

)
= 1

A1(n) = 0

⇐⇒





a0
1 = 0
a2
1

4
+
a1
1

2
= 1

a2
1 + a1

1 = 0

⇐⇒





a2
1 = −4
a1
1 = 4
a0
1 = 0





A2(0) = 0

A2

(n
2

)
= 0

A2(n) = 1

⇐⇒





a0
2 = 0
a2
2

4
+
a1
2

2
= 0

a2
2 + a1

2 = 1

⇐⇒





a2
1 = 2
a1
1 = −1
a0
1 = 0Ainsi, nous obtenons Π t

n
de la forme suivante :

Π t
n
(u, v) =

(
2
t2

n2
− 3

t

n
+ 1

)
Π0(u, v) +

(
−4

t2

n2
+ 4

t

n

)
Π 1

2
(u, v) +

(
2
t2

n2
− t

n

)
Π1(u, v).Notons qu'un tel système est faile à résoudre pour n'importe quel degré ar 'est un simple système linéaire de

(d+ 1)(d+ 1) équations indépendantes ave (d+ 1)(d+ 1) variables. Néanmoins, nous ne pouvons pas donner uneexpression générale expliite des Ai pour un degré d quelonque.Exemple 5 Au degré d = 3, nous avons :
Π t
n

=

(
−9

2

t3

n3
+ 9

t2

n2
− 11

2

t

n
+ 1

)
Π0 +

(
27

2

t3

n3
− 45

2

t2

n2
+ 9

t

n

)
Π 1

3
+

(
−27

2

t3

n3
+ 18

t2

n2
− 9

2

t

n

)
Π 2

3

+

(
9

2

t3

n3
− 9

2

t2

n2
+
t

n

)
Π1.2.1.2 Régression matriielleDistanesL'estimation les d + 1 matries Π i

d
peut se faire par régression matriielle en minimisant la fontion SRdsuivante :

SRd(Π0, . . . ,Π1) =
∑

ℓ∈J1,NK

∑

u∈Ak

∑

v∈A

(
Π̂Sℓ(u, v) −

d∑

i=0

Ai(nτℓ)Π i
d
(u, v)

)2

.36



2.1. Modèle des points d'appuiLa reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :




∂SRd(Π0, . . . , Π1)

∂Π0(u, v)
= 0...

∂SRd(Π0, . . . , Π1)

∂Π j
d

(u, v)
= 0...

∂SRd(Π0, . . . , Π1)

∂Π1(u, v)
= 0

⇐⇒





N∑

ℓ=1

A0(nτℓ)

(
Π̂Sℓ

(u, v) −

d∑

i=0

Ai(nτℓ)Π̂ i
d
(u, v)

)
= 0...

N∑

ℓ=1

Aj(nτℓ)

(
Π̂Sℓ

(u, v) −

d∑

i=0

Ai(nτℓ)Π̂ i
d
(u, v)

)
= 0...

N∑

ℓ=1

Ad(nτℓ)

(
Π̂Sℓ

(u, v) −

d∑

i=0

Ai(nτℓ)Π̂ i
d
(u, v)

)
= 0

⇐⇒





d∑

i=0

Π̂ i
d
(u, v)

(
N∑

ℓ=1

A0(nτℓ)Ai(nτℓ)

)
−

N∑

ℓ=1

A0(nτℓ)Π̂Sℓ
(u, v) = 0...

d∑

i=0

Π̂ i
d
(u, v)

(
N∑

ℓ=1

Aj(nτℓ)Ai(nτℓ)

)
−

N∑

ℓ=1

Aj(nτℓ)Π̂Sℓ
(u, v) = 0...

d∑

i=0

Π̂ i
d
(u, v)

(
N∑

ℓ=1

Ad(nτℓ)Ai(nτℓ)

)
−

N∑

ℓ=1

Ad(nτℓ)Π̂Sℓ
(u, v) = 0

⇐⇒





(
N∑

ℓ=1

A0(nτℓ)A0(nτℓ)

)
Π̂0(u, v) + . . . +

(
N∑

ℓ=1

A0(nτℓ)Ad(nτℓ)

)
Π̂1(u, v) −

N∑

ℓ=1

A0(nτℓ)Π̂Sℓ
(u, v) = 0...(

N∑

ℓ=1

Aj(nτℓ)A0(nτℓ)

)
Π̂0(u, v) + . . . +

(
N∑

ℓ=1

Aj(nτℓ)Ad(nτℓ)

)
Π̂1(u, v) −

N∑

ℓ=1

Aj(nτℓ)Π̂Sℓ
(u, v) = 0...(

N∑

ℓ=1

Ad(nτℓ)A0(nτℓ)

)
Π̂0(u, v) + . . . +

(
N∑

ℓ=1

Ad(nτℓ)Ad(nτℓ)

)
Π̂1(u, v) −

N∑

ℓ=1

Ad(nτℓ)Π̂Sℓ
(u, v) = 0Pour un alphabet A donné, nous obtenons ainsi (|A|)k+1 systèmes de d + 1 équations à d + 1 inonnues. Nousavons alors à m �xé, les estimateurs Π̂ i

d
.Nous réérivons le système sous la forme matriielle suivante :




N∑

ℓ=1

A0(nτℓ)A0(nτℓ) · · ·
N∑

ℓ=1

A0(nτℓ)Ad(nτℓ)... ...
N∑

ℓ=1

Ad(nτℓ)A0(nτℓ) · · ·
N∑

ℓ=1

Ad(nτℓ)Ad(nτℓ)







Π̂0(u, v)...
Π̂1(u, v)


 =




N∑

ℓ=1

A0(nτℓ)Π̂Sℓ(u, v)...
N∑

ℓ=1

Ad(nτℓ)Π̂Sℓ(u, v)


Nous notons e système MX = P ave

Mij =

N∑

ℓ=1

Ai(nτℓ)Aj(nτℓ), Xi = Π̂ i
d
(u, v) et Pi =

N∑

ℓ=1

Ai(nτℓ)Π̂Sℓ(u, v).37



Chapitre 2. Dérive de degré dThéorème 9 Les matries Π̂ i
d
sont stohastiques (voir C.1.1).Les espéranes et varianes de Π̂ i

d

•EspéraneNous avons E(X) = M−1E(P ). AinsiE(P ) =




N∑

ℓ=1

A0(nτℓ)E(Π̂Sℓ(u, v)
)...

N∑

ℓ=1

Ad(nτℓ)E(Π̂Sℓ(u, v)
)



.Ayant alulé E(Π̂Sℓ(u, v)

) (voir C.1.3), nous déduisons E(X).
•VarianeNous avons V(X) = M−1V(P )(M t)

−1. Le alul de V(P ) néessite elui des deux termes suivants :� V( N∑

ℓ=1

Ai(nτℓ)Π̂Sℓ(u, v)

)
=

N∑

ℓ=1

Ai(nτℓ)
2V (Π̂Sℓ(u, v)

)� Cov

(
N∑

ℓ=1

Ai(nτℓ)Π̂Sℓ(u, v),
N∑

ℓ=1

Aj(nτℓ)Π̂Sℓ(u, v)

)
=

N∑

ℓ=1

Ai(nτℓ)Aj(nτℓ)V (Π̂Sℓ(u, v)
)Nous nous servons de l'indépendane des segments pour la seonde égalité. Ayant alulé V(Π̂Sℓ(u, v)

), nousdéduisons V(X).2.1.3 Méthode point par pointRappelons le modèle des points d'appui :
Π t
n
(u, v) =

d∑

i=0

Ai(t)Π i
d
(u, v).De la même façon que préédemment (voir 1.1.3), nous devons minimiser la fontion SPd suivante :

SPd (Π0, . . . ,Π1) =

n∑

t=k


 ∑

u∈Ak

1{Xt−k . . .Xt−1 = u}
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v})2

]
 (2.1)La reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :





∂SPd(Π0,...,Π1)
∂Π0(u,v) = 0...

∂SPd(Π0,...,Π1)
∂Π j

d

(u,v) = 0...
∂SPd(Π0,...,Π1)

∂Π1(u,v) = 0

⇐⇒





n∑

t=k

1{Xt−k...Xt−1=u}A0(t)

(
d∑

i=0

Ai(t)Π̂ i
d
(u, v) − 1{Xt=v}) = 0...

n∑

t=k

1{Xt−k...Xt−1=u}Aj(t)

(
d∑

i=0

Ai(t)Π̂ i
d
(u, v) − 1{Xt=v}) = 0...

n∑

t=k

1{Xt−k...Xt−1=u}Ad(t)

(
d∑

i=0

Ai(t)Π̂ i
d
(u, v) − 1{Xt=v}) = 038



2.2. Modèle des polyn�mes
⇐⇒





d∑

i=0

Π̂ i
d
(u, v)

(
n∑

t=k

1{Xt−k...Xt−1=u}A0(t)Ai(t)

)
−

n∑

t=k

A0(t)1{Xt−k ...Xt−1=u,Xt=v} = 0...
d∑

i=0

Π̂ i
d
(u, v)

(
n∑

t=k

1{Xt−k...Xt−1=u}Aj(t)Ai(t)

)
−

n∑

t=k

Aj(t)1{Xt−k...Xt−1=u,Xt=v} = 0...
d∑

i=0

Π̂ i
d
(u, v)

(
n∑

t=k

1{Xt−k...Xt−1=u}Ad(t)Ai(t)

)
−

n∑

t=k

Ad(t)1{Xt−k ...Xt−1=u,Xt=v} = 0Pour un alphabet A donné, nous obtenons ainsi (|A|)k+1 systèmes de d + 1 équations à d + 1 inonnues. Nousavons alors les estimateurs Π̂ i
d
.En notant 1u = 1{Xt−k...Xt−1=u} et 1uv = 1{Xt−k ...Xt−1=u,Xt=v}, nous réérivons le système sous la formematriielle suivante :




n∑

t=k

1uA0(t)A0(t) · · ·
n∑

t=k

1uA0(t)Ad(t)... ...
n∑

t=k

1uAd(t)A0(t) · · ·
n∑

t=k

1uAd(t)Ad(t)






Π̂0(u, v)...
Π̂1(u, v)


 =




n∑

t=k

A0(t)1uv...
n∑

t=k

Ad(t)1uv



(2.2)Nous notons e système MX = P ave
Mij =

n∑

t=k

1uAi(t)Aj(t), Xi = Π̂ i
d
(u, v) et Pi =

n∑

t=k

Ai(t)1uvThéorème 10 Les matries Π̂ i
d
sont stohastiques (voir C.2.1).Les espéranes et varianes de Π̂ i

dNous montrons à l'aide la delta-méthode que nos estimateurs sont onvergents (voir C.2.2).2.2 Modèle des polyn�mesDonnons la forme de e modèle pour un DMM de degré d :
Π t
n
(u, v) = M0(u, v) +M1(u, v)

t

n
+M2(u, v)

t2

n2
+ . . .+Md(u, v)

td

nd
=

d∑

i=0

Mi(u, v)
ti

niL'exemple 5 p36 nous montre que les oe�ients des Π i
d
, intuitifs au degré 1, ne le sont plus pour les degréssupérieurs. Ainsi e modèle des polyn�mes (d'apparene plus simple) sera partiulièrement utile lors du hapitresuivant : l'estimation par splines. Les détails de l'estimation des paramètres de e modèle est donné en Annexe D.
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Chapitre 2. Dérive de degré d
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Chapitre 3Splines3.1 IntrodutionDéveloppées par les numériiens, les fontions splines forment un outil très utilisé pour les problèmes d'inter-polation ou de régression polynomiale. Un des prinipaux problèmes de l'interpolation polynomiale est la grandevariabilité imposée par la ontrainte de passer par tous les points, sans auune souplesse dans le traé. La régres-sion polynomiale, bien que passant entre les points, n'éhappe pas à e manque de souplesse des polyn�mes. Lesfontions splines tentent de remédier à e problème en proposant une interpolation ou une régression non pas glo-bale mais par moreaux. L'ajustement d'une haîne de Markov régulée de façon polynomiale présentant le mêmedésavantage que la régression polynomiale (à savoir la variabilité des polyn�mes), nous proposons d'adapter larégression par splines, plus �exible, a�n de onstruire notre DMM. Il s'agit don développer une nouvelle méthoded'estimation de nos modèles : les DMM par splines polynomiales.3.1.1 Les splinesUne abondante littérature existe sur les splines, la plupart des artiles onernant leurs propriétés numériqueset analytiques plut�t que leurs propriétés statistiques. Par exemple, nous pouvons iter les livres suivants : [dB78℄,[Eub88℄, [Sh07℄. L'usage des fontions splines a été popularisé en statistique par G. Wahba ([Wah90℄) dansles années 70. Les splines polynomiales sont sans doute les plus utilisées. Construites à partir de polyn�mes,elles possèdent de bien meilleures propriétés d'approximation. En partiulier la sensibilité d'une approximationspline à un bruitage loalisé est bien moindre que elle d'une approximation polynomiale. Les fontions splines ontdernièrement trouvé une grande utilité omme fontions d'approximations en mathématique et analyse numérique.Ce sont les fontions qui ont le plus de suès parmi les fontions d'approximation. Les fontions qui expriment desrelations physiques sont fréquemment disjointes ou de nature désunies, 'est à dire que leur omportement dansune région peut n'être sans auun lien ave leur omportement dans une autre région. Les polyn�mes, de mêmeque la plupart des autres fontions mathématiques, ont exatement le omportement inverse. Leur omportementdans une seule petite région a des onséquenes sur leur omportement entier. Les splines font fae à e problèmepuisqu'elles sont dé�nies par moreaux. Leurs bonnes propriétés font des fontions splines un exellent outil pourl'ajustement de ourbes dans l'analyse de données. Pour quelques appliations de l'approximation par splines, nouspouvons nous référer à [MDD01, MMCD02℄.Les fontions splines sont dé�nies omme des polyn�mes par moreaux, de degré d et réalisent, en gros, unerégression polynomiale. En général, le degré est 3 (et on parle de splines ubiques), ou 4, mais rien ne s'oppose àl'utilisation des degrés 2 ou 12. Le hoix de polyn�mes de degré 3 permet d'obtenir une grande �exibilité en évitantles osillations. Les moreaux se relient en e qu'on appelle les noeuds en suivant des onditions de ontinuité pourla fontion elle-même et ses d−1 fontions dérivées. Ainsi, une fontion spline de degré d est une fontion ontinueave d − 1 dérivées ontinues. Le problème du nombre de noeuds ainsi que de leur position est un problèmeenore ouvert. Il est très di�ile d'estimer à la fois le nombre optimal de noeud ainsi que leur position optimale.Même empiriquement, les algorithmes existants sont non triviaux que e soit pour trouver la position optimaleà partir d'un nombre de noeuds donnés ou pour trouver le nombre optimal de noeuds sahant leur répartition.Une première stratégie est de hoisir un petit nombre de noeuds puis d'estimer la fontion par moindres arrés([SS95, MNSS89, Die95, Jup78, FS89, Pit02℄). Le hoix des noeuds est alors important. Une seonde stratégie estd'utiliser un nombre relativement large nombre de noeuds ([DMS98, DGK01, EM05, Lin99, Rup02℄). L'importanedes noeuds est moindre dans e as, l'essentiel étant la manière d'estimer la fontion. [Wan00℄ et [Lee02℄ proposentune omparaison des di�érents algorithmes d'estimation de fontions splines.41



Chapitre 3. Splines3.1.2 Les splines et les haînes de Markov réguléesL'estimation de nos DMM par splines polynomiales néessite l'adaptation à l'espae des matries des méthodesde splines. L'utilisation de splines de matries est inédite dans la littérature exepté pour la résolution numériqued'équations di�érentielles ([DSHS05℄). Mais l'estimation d'une matrie de transition d'un modèle de Markov par dessplines polynomiales de matries est entièrement nouvelle. Présentons-en le prinipe ainsi que quelques notationsque nous utiliserons.Il s'agit de déouper la séquene en plusieurs moreaux et d'ajuster sur haun des moreaux un polyn�me dematries tout en respetant des onditions de ontinuité entre les moreaux. Ainsi, pour une estimation par splinespolynomiales de degré d, nous aurons sur haque moreau i de la séquene, une matrie Πi
t
n

dé�nie omme matriede transition d'un DMM de degré d. Le nombre de ontraintes augmente ave le degré de la fontion spline. Nousallons onsidérer trois manières de voir les hoses :� Estimation naïve des estimateurs des matries de tous les moreaux simultanément à l'aide d'un uniquesystème linéaire (voir 3.2). Après avoir présenté le prinipe au degré 1 pour nos modèles sous forme de pointsd'appuis (voir 2.1), nous onsidérerons nos modèles des polyn�mes (voir 2.2) aux degrés supérieurs pour plusde simpliité dans les aluls. Rappelons que es modèles sont équivalents (voir Annexe B).� Estimation par moreaux, en ombinant des polyn�mes de bases sur haque moreau (voir 3.3.2). Cela revientà résoudre plusieurs systèmes linéaires bien plus petits que le préédent.� Estimation par moreaux, sans polyn�mes de base (voir 3.3.1).Dans les deux derniers as, nous ne traitons que des splines ubiques, les plus ourantes, ontrairement au premieras, plus général. Ces deux dernières méthodes font aussi l'objet d'une extension qui permet d'estimer nos matriesde transition réursivement, par allers et retours sur la séquene.Remarque 6 Nous ne présentons ii que l'approhe théorique de es trois méthodes. La omparaison des méthodesainsi que les résultats obtenus seront présentés en Partie II.Nos programmes sont développés de sorte de prendre en ompte n'importe quel déoupage de la séquene.Sahant que l'optimisation du nombre de noeuds est un problème di�ile, nous avons hoisi de laisser e hoixen paramètre. Conernant la loalisation des noeuds, étant donné le grand nombre de données, un déoupageuniforme ne présente pas de désavantage partiulier.Notons N le nombre de moreaux et {α0; . . . ;αN} le déoupage (voir Figure 3.1 pour un exemple). Commeauparavant notons aussi 1u = 1{Xt−k...Xt−1=u}, 1v = 1{Xt=v} et 1uv = 1{Xt−k...Xt=uv}. Tout au long de ehapitre, nous nous e�orçons d'estimer les N matries de transition dérivantes Πi
t
n

satisfaisant aux onditions deontinuité au noeuds. La matrie de transition Π t
n
est don dé�nie de la façon suivante :

Π t
n

= Πi
t
n
pour t ∈ [αi−1, αi].Fig. 3.1 � Exemple de déoupage d'une séquene en 5 moreaux

t

Π1
t
n

Π2
t
n

Π3
t
n

Π4
t
n

Π5
t
n

α0 = 0 α1 α2 α3 α4 α5 = n3.2 Estimation globale3.2.1 degré 0Dans le adre de la modélisation par haînes de Markov régulées, le degré 0 n'apporte auun intérêt nouveau.En e�et, une estimation par splines polynomiales de degré 0 revient tout simplement à estimer un modèle deMarkov lassique (voir 0.2) sur haque segment (voir Figure 3.2).Optimiser le nombre et la position des noeuds pourrait être une alternative à la modélisation par haînes deMarkov ahées (voir 0.3).3.2.2 degré 1, N moreauxLa modélisation par splines polynomiales de degré 1 revient à estimer un DMM de degré 1 sur haque moreauen imposant la ontinuité aux noeuds (voir Figure 3.2). Pour haque segment, nous utilisons deux matries pointsd'appui (voir 1.1), une au début et une à la �n du segment. La ontinuité entre deux segments impose l'égalité de42



3.2. Estimation globaleFig. 3.2 � Exemple de splines polynomiales de degré 0 et 1 (en pointillés)Nous onsidérons une séquene de longueur 1000 déoupée en 10 moreaux. L'axe des ordonnées �représente� l'espae des matries endimension 1 : ette �gure n'est donnée qu'à titre indiatif.
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Π t
n

la matrie initiale d'un segment et de la matrie �nale du segment préédent. Ainsi sur haque segment i, pour iallant de 1 à N , une matrie de transition dérivante Πi
t
n

est dé�nie :
Π1

t
n
(u, v) =

α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v)...

Πi
t
n
(u, v) =

αi − t

αi − αi−1
Παi−1

n

(u, v) +
t− αi−1

αi − αi−1
Παi

n
(u, v)...

ΠN
t
n
(u, v) =

n− t

n− αN−1
ΠαN−1

n

(u, v) +
t− αN−1

n− αN−1
Π1(u, v)Exemple 6 Nous présentons le modèle pour une séquene déoupée en 2 segments :

Π1
t
n
(u, v) =

α− t

α
Π0(u, v) +

t

α
Πα
n
(u, v)

Π2
t
n
(u, v) =

n− t

n− α
Πα
n
(u, v) +

t− α

n− α
Π1(u, v).Les matries Π0, Πα

n
et Π1 sont à estimer (voir E.1.1).Exemple 7 Nous présentons le modèle pour une séquene déoupée en 3 segments :

Π1
t
n
(u, v) =

α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v)

Π2
t
n
(u, v) =

α2 − t

α2 − α1
Πα1

n
(u, v) +

t− α1

α2 − α1
Πα2

n
(u, v)

Π3
t
n
(u, v) =

n− t

n− α2
Πα2

n
(u, v) +

t− α2

n− α2
Π1(u, v).Les matries Π0, Πα1

n
, Πα2

n
et Π1 sont à estimer (voir E.1.1).Comme préédemment (voir 1.1.3), nous utilisons la méthode point par point pour estimer les paramètres dumodèle. Nous herhons toutes les matries de paramètres simultanément ainsi nous minimisons la fontion f1suivante :

f1(Π0, . . . ,Παi
n
, . . . ,Π1)

=

n∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π t
n
(u, v) − 1v)2

)
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Chapitre 3. Splines
=

α1∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v) − 1v)2

)


+ . . .

+

αi∑

t=αi−1+1


∑

u∈Ak

1u(∑
v∈A

(
αi − t

αi − αi−1
Παi−1

n

(u, v) +
t− αi−1

αi − αi−1
Παi

n
(u, v) − 1v)2

)


+ . . .

+

n∑

t=αN−1+1


∑

u∈Ak

1u(∑
v∈A

(
n− t

n− αN−1
ΠαN−1

n

(u, v) +
t− αN−1

n− αN−1
Π1(u, v) − 1v)2

)
 .Expliitons les dérivées :

∂f1
∂Π0(u, v)

=

α1∑

t=k

(1u2(α1 − t

α1

)(
α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v) − 1v))...

∂f1
∂Παi

n
(u, v)

=

αi∑

t=αi−1+1

(1u2( t− αi−1

αi − αi−1

)(
αi − t

αi − αi−1
Παi−1

n

(u, v) +
t− αi−1

αi − αi−1
Παi

n
(u, v) − 1v))

+

n∑

t=αi+1

(1u2( αi+1 − t

αi+1 − αi

)(
αi+1 − t

αi+1 − αi
Παi

n
(u, v) +

t− αi
αi+1 − αi

Παi+1
n

(u, v) − 1v))...
∂f1

∂Π1(u, v)
=

n∑

t=αN−1+1

(1u2( t− αN−1

n− αN−1

)(
n− t

n− αN−1
ΠαN−1

n

(u, v) +
t− αN−1

n− αN−1
Π1(u, v) − 1v)) .La minimisation nous donne le système suivant :




a11 a12 0 . . . . . . . . . 0

a21 a22 a23
. . . ...

0 a32 a33
. . . . . . ...... . . . . . . . . . . . . . . . ...... . . . . . . . . . . . . 0... . . . . . . aNN aN(N+1)

0 . . . . . . . . . 0 a(N+1)N a(N+1)(N+1)







Π0

Πα1
n...

Παi
n...

ΠαN−1
n

Π1




=




b1
b2...
bi...
bN
bN+1




.

Voii les valeurs des termes de la matrie et du du seond membre :� 1-ère ligne
a11 =

α1∑

t=k

1u2(α1 − t

α1

)2

, a12 =

α1∑

t=k

1u2(α1 − t

α1

)
t

α1
, b1 =

α1∑

t=k

1uv2(α1 − t

α1

)
;� 2-ème ligne

a21 =

α1∑

t=k

1u2(α1 − t

α1

)
t

α1
, a22 =

α1∑

t=k

1u2( t

α1

)2

+

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)2

,

a23 =

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)(
t− α1

α2 − α1

)
, b2 =

α1∑

t=k

1uv2( t

α1

)
+

α2∑

t=α1+1

1uv2( α2 − t

α2 − α1

)
;� i-ème ligne

a(i+1)i =

αi∑

t=αi−1+1

1u2( αi − t

αi − αi−1

)(
t− αi−1

αi − αi−1

)
,44



3.2. Estimation globale
a(i+1)(i+1) =

αi∑

t=αi−1+1

1u2( t− αi−1

αi − αi−1

)2

+

n∑

t=αi+1

1u2( αi+1 − t

αi+1 − αi

)2

,

a(i+1)(i+2) =

αi+1∑

t=αi+1

1u2( αi+1 − t

αi+1 − αi

)(
t− αi

αi+1 − αi

)
,

b(i+1) =

αi∑

t=αi−1+1

1uv2( t− αi−1

αi − αi−1

)
+

αi+1∑

t=αi+1

1uv2( αi+1 − t

αi+1 − αi

)
;� (N + 1)-ème ligne

a(N+1)N =

n∑

t=αN−1+1

1u2( n− t

n− αN−1

)(
t− αN−1

n− αN−1

)
, a(N+1)(N+1) =

n∑

t=αN−1+1

1u2( t− αN−1

n− αN−1

)2

,

b(N+1) =
n∑

t=αN−1+1

1uv2( t− αN−1

n− αN−1

)
.Théorème 11 Les matries Πi

t
n

sont stohastiques pour i allant de 1 à N .Preuve Nous sommons sur v ∈ A les équations de notre système. Nous obtenons le système suivant :



a11 a12 0 . . . . . . . . . 0

a21 a22 a23
. . . ...

0 a32 a33
. . . . . . ...... . . . . . . . . . . . . . . . ...... . . . . . . . . . . . . 0... . . . . . . aNN aN(N+1)

0 . . . . . . . . . 0 a(N+1)N a(N+1)(N+1)







∑

v∈A

Π0

∑

v∈A

Πα1
n...∑

v∈A

Παi
n...∑

v∈A

ΠαN−1
n

∑

v∈A

Π1




=




∑

v∈A

b1

∑

v∈A

b2...∑
v∈A

bi...∑

v∈A

bN

∑

v∈A

bN+1




.

Le veteur (1 · · · 1)t est solution. Ainsi on montre que les lignes des matries Παi
n

somment toutes à 1. Paronséquent, la stohastiité des Πi
t
n

est véri�ée. La même remarque que préédemment (voir A.1.2) peut s'appliquer :il est théoriquement possible d'obtenir des termes négatifs.3.2.3 degré d, N moreauxLa modélisation par splines polynomiales de degré d revient à estimer un DMM de degré d sur haque moreauen imposant la ontinuité aux noeuds ainsi que la ontinuité des dérivées d'ordre 1 à d−1. L'utilisation du modèledes points d'appuis va rendre les aluls omplexes. Aussi, nous utilisons désormais le modèle des polyn�mes (voirAnnexe B). Rappelons que es deux modèles sont équivalents. Sur haque segment i, pour i allant de 1 à N , nousutilisons d+ 1 matries de paramètres (voir Annexe B) pour dé�nir notre matrie de transition dérivante Πi
t
n

:
Πi

t
n
(u, v) = M i

0(u, v) +
t

n
M i

1(u, v) + . . .+
td

nd
M i
d(u, v).Ce modèle omprend (d+ 1)N matries de paramètres.Exemple 8 Nous présentons le modèle par splines polynomiales de degré 2 pour une séquene déoupée en 2segments :

Π1
t
n
(u, v) = M1

0 (u, v) +
t

n
M1

1 (u, v) +
t2

n2
M1

2 (u, v)

Π2
t
n
(u, v) = M2

0 (u, v) +
t

n
M2

1 (u, v) +
t2

n2
M2

2 (u, v).Les matries M i
j pour i = 1, 2 et j = 0, 1, 2 sont à estimer (voir E.1.2).45



Chapitre 3. SplinesNous souhaitons minimiser la fontion fd suivante sous les ontraintes de ontinuité préitées :
fd(M

i
j) =

α1∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π1

t
n
(u, v) − 1v)2

)


+
N−2∑

j=1




αj+1∑

t=αj+1


∑

u∈Ak

1u(∑
v∈A

(
Πj+1

t
n

(u, v) − 1v)2
)




+

n∑

t=αN−1+1


∑

u∈Ak

1u(∑
v∈A

(
ΠN

t
n
(u, v) − 1v)2

)
 .Notons les ontraintes :� Πi

αi
n

(u, v) = Πi+1
αi
n

(u, v) pour i allant de 1 à N − 1 (N − 1 ontraintes)� (Πi
αi
n

)′
(u, v) =

(
Πi+1
αi
n

)′
(u, v) pour i allant de 1 à N − 1 (N − 1 ontraintes)� (Πi

αi
n

)(j)

(u, v) =
(
Πi+1
αi
n

)(j)

(u, v) pour i allant de 1 à N − 1 (N − 1 ontraintes)� (Πi
αi
n

)(d−1)

(u, v) =
(
Πi+1
αi
n

)(d−1)

(u, v) pour i allant de 1 à N − 1 (N − 1 ontraintes)
⇐⇒� M i

0(u, v) + . . .+
αki
nk
M i
k(u, v) + . . .+

αdi
nd
M i
d(u, v) = M i+1

0 (u, v) + . . .+
αki
nk
M i+1
k (u, v) + . . .+

αdi
nd
M i+1
d (u, v)� M i

1(u, v) + 2αinM
i
2(u, v) + . . .+ d

αd−1
i

nd−1M
i
d(u, v) = M i+1

1 (u, v) + 2αinM
i+1
2 (u, v) + . . .+ d

αd−1
i

nd−1M
i+1
d (u, v)� ∑d

k=j
k!

(k−j)!

(
αi
n

)k−j
M i
k(u, v) =

∑d
k=j

k!
(k−j)!

(
αi
n

)k−j
M i+1
k (u, v)� (d− 1)!M i

d−1(u, v) + d!αinM
i
d(u, v) = (d− 1)!M i+1

d−1(u, v) + d!αinM
i+1
d (u, v).Nous avons don au total (N − 1)d ontraintes et N(d+ 1) paramètres. Utilisons la méthode lagrangienne pour laminimisation sous ontraintes. Ajoutons à la fontion à minimiser nos ontraintes ave des oe�ients λi,j ave iallant de 1 à N − 1 et j allant de 0 à d− 1.Remarque 7 Il est possible de donner plus de liberté au modèles en supprimant les ontraintes de ontinuité desdérivées d'ordre 2 à d+ 1. Pour ela, il su�t de faire varier les oe�ients λi,j pour j allant seulement de 0 à 1.Les splines obtenues seront moins lisses mais nous aurons tout de même une estimation de nos DMM.La fontion à minimiser devient don la fontion Fd suivante :

Fd(M
i
j , λi,j) =

α1∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π1

t
n
(u, v) − 1v)2

)


+

N−2∑

j=1




αj+1∑

t=αj+1


∑

u∈Ak

1u(∑
v∈A

(
Πj+1

t
n

(u, v) − 1v)2
)




+

n∑

t=αN−1+1


∑

u∈Ak

1u(∑
v∈A

(
ΠN

t
n
(u, v) − 1v)2

)


+

N−1∑

i=1

d−1∑

j=0

λi,j

d∑

k=j

k!

(k − j)!

(αi
n

)k−j [
M i
k(u, v) −M i+1

k (u, v)
]
.Expliitons les dérivées selon les M i

j (pour i allant de 1 à N et j allant de 0 à d) et selon les λi,j (pour i allantde 1 à N − 1 et j allant de 0 à d− 1) :
∂Fd(M

i
j , λi, γi)

∂M1
j (u, v)

=

α1∑

t=k

1u2 tj
nj

(
M1

0 (u, v) + . . .+
td

nd
M1
d (u, v) − 1v)+

j∑

k=0

λ1,k
j!

(j − k)!

αj−k1

nj−k
;

∂Fd(M
i
j , λi, γi)

∂M i
j(u, v)

=

αi∑

t=αi−1+1

1u2 tj
nj

(
M i

0(u, v) + . . .+
td

nd
M i
d(u, v) − 1v)

+

j∑

k=0

λi,k
αj−ki

nj−k
−

j∑

k=0

λi−1,k
j!

(j − k)!

αj−ki−1

nj−k
;46



3.2. Estimation globale
∂Fd(M

i
j , λi, γi)

∂MN
j (u, v)

=

n∑

t=αN−1

1u2 tj
nj

(
MN

0 (u, v) + . . .+
td

nd
MN
d (u, v) − 1v)−

j∑

k=0

λN−1,k
j!

(j − k)!

αj−kN−1

nj−k
;

∂Fd(M
i
j , λi,j)

∂λi,j
=

d∑

k=j

k!

(k − j)!

(αi
n

)k−j [
M i
k(u, v) −M i+1

k (u, v)
]
.Nous obtenons ainsi un système de (d + 1)N + (N − 1)d équations à (d + 1)N + (N − 1)d inonnues. Pourérire e système nous déomposons sa matrie en quatre blos. Expliitons les trois premiers blos (sahant quele dernier blo est une matrie nulle) :

• Σ1 =




Σ1,1 0. . .
0 Σ1,N


 ave

Σ1,1 =




2

α1∑

t=k

1u · · · 2

α1∑

t=k

1u td
nd... . . . ...

2

α1∑

t=k

1u td
nd

· · · 2

α1∑

t=k

1u t2d
n2d




et Σ1,N =




2

n∑

t=αN−1+1

1u · · · 2

n∑

t=αN−1+1

1u td
nd... . . . ...

2
n∑

t=α+1

1u td
nd

· · · 2
n∑

t=α+1

1u t2d
n2d



.Ainsi Σ1 ∈MN(d+1)(R) et Σ1,i ∈Md+1(R).

• Σ2 =




Σ2,1 0. . .
0 Σ2,N−1


 ave

Σ2,1 =




1 0 . . . 0

α1

n 1
. . . ...... 2α1

n

. . . 0... ... . . . (d− 1)!
αd1
nd

d
αd−1

1

nd−1 . . . d!α1

n
−1 0 . . . 0

−α1

n −1
. . . ...... − 2α1

n

. . . 0... ... . . . −(d− 1)!

−αd1
nd −dα

d−1
1

nd−1 . . . −d!α1

n




et Σ2,N−1 =




1 0 . . . 0

αN−1

n 1
. . . ...... 2αN−1

n

. . . 0... ... . . . (d− 1)!
αdN−1

nd
d
αd−1
N−1

nd−1 . . . d!αN−1

n
−1 0 . . . 0

−αN−1

n −1
. . . ...... − 2αN−1

n

. . . 0... ... . . . −(d− 1)!

−αdN−1

nd
−dα

d−1
N−1

nd−1 . . . −d!αN−1

n




.

Ainsi Σ2 ∈MN(d+1),d(N−1)(R) et Σ2,i ∈M2(d+1),d(R).
• Σ3 =




Σ3,1 0. . .
0 Σ3,N−1


 ave

Σ3,1 =




1 α1

n . . .
αd−1

1

nd−1

αd1
nd −1 −α1

n . . . −αd−1
1

nd−1 −αd1
nd

0 1 . . . (d− 1)
αd−2

1

nd−2 d
αd−1

1

nd−1 0 −1 − . . . −(d− 1)
αd−2

1

nd−2 −dα
d−1
1

nd−1... . . . . . . ... ... ... . . . . . . ... ...
0 . . . 0 (d− 1)! d!α1

n 0 . . . 0 −(d− 1)! −d!α1

n


et

Σ3,N−1 =




1 αN−1

n . . .
αd−1
N−1

nd−1

αdN−1

nd
−1 −αN−1

n . . . −αd−1
N−1

nd−1 −αdN−1

nd

0 1 . . . (d− 1)
αd−2
N−1

nd−2 d
αd−1
N−1

nd−1 0 −1 − . . . −(d− 1)
αd−2
N−1

nd−2 −dα
d−1
N−1

nd−1... . . . . . . ... ... ... . . . . . . ... ...
0 . . . 0 (d− 1)! d!αN−1

n 0 . . . 0 −(d− 1)! −d!αN−1

n
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Chapitre 3. SplinesAinsi Σ3 ∈M(N−1)d,N(d+1)(R) et Σ3,i ∈Md,2(d+1)(R).Le système s'érit �nalement :
(

Σ1 Σ2

Σ3 0

)




M1
0...

M1
d...

MN
0...

MN
d

λ1,0...
λ1,d−1...
λN−1,0...
λN−1,d−1




=




2

α1∑

t=k

1uv...
2

α1∑

t=k

1uv td
nd...

2

n∑

t=αN−1+1

1uv...
2

n∑

t=αN−1+1

1uv td
nd

0...
0
0...
0


Théorème 12 Les matries Πi

t
n

sont stohastiques pour i allant de 1 à N .Preuve Comme préédemment on véri�e que ( 1 · · · 0 · · · 1 · · · 0 0 · · · 0 · · · 0 · · · 0 )t est so-lution du système dans lequel on somme sur tous les v ∈ A. Ainsi on montre que les lignes de es matries sommenttoutes à 0 sauf pour M i
0 ave i = 1, 2, . . . , N qui somment à 1. Ainsi la stohastiité des Πi

t
n

est véri�ée. La mêmeremarque que préédemment (voir A.1.2) peut s'appliquer : il est théoriquement possible d'obtenir des termes né-gatifs.3.3 Estimation par moreaux, allers et retoursLa naïveté de la première approhe nous inite à mettre en oeuvre d'autres méthodes d'estimation d'un DMMpar splines polynomiales. Ainsi nous est venue l'idée de dé�nir les matries dérivantes réursivement d'un segmentà un autre. Nous présentons ette méthode diretement ave son extension : les allers et retours. Rappelons nosnotations : N le nombre de moreaux, {α0; . . . ;αN} le déoupage (voir Figure 3.1 pour un exemple) et Πi
t
n

lamatrie de transition pour le segment i (i allant de 1 à N). Il s'agit d'estimer notre matrie Π1
t
n

sur le premiersegment, puis à l'aide des onditions de ontinuité on estime la matrie Π2
t
n

du deuxième segment et ainsi de suite.Arrivés au dernier segment, nous revenons en arrière, estimant la matrie ΠN−1
t
n

toujours à l'aide des onditionsde ontinuité. Le proédé se répète autant que nous voulons.La littérature reonnaissant unanimement l'emploi des splines de degré 3, nous nous bornerons à e degré dansla onstrution de ette méthode. Nous avons envisagé deux modèles sur lesquels utiliser ette méthode :� un modèle sans fontion de base. Les matries Πi
t
n

sont exprimées sous la forme anonique d'un polyn�mede matries, à l'aide des matries de paramètres Hi
j pour j = 0, 1, 2, 3 et i allant de 1 à N :

Πi
t
n

= Hi
0 +

t

n
Hi

1 +
t2

n2
Hi

2 +
t3

n3
Hi

3.Les ontraintes sont satisfaites dans la résolution de systèmes (voir 3.3.1).� un modèle ave fontions de base. Les matries Πi
t
n

sont exprimées à l'aide de fontions de base de splines
a, b, c et d :

Πi
t
n

= Aia

(
t− αi−1

αi − αi−1

)
+Bib

(
t− αi−1

αi − αi−1

)
+ Cic

(
t− αi−1

αi − αi−1

)
+Did

(
t− αi−1

αi − αi−1

)48



3.3. Estimation par moreaux, allers et retoursCes fontions de base sont hoisies a�n de satisfaire les ontraintes au préalable. Ainsi l'estimation se réduità la résolution de systèmes 2 × 2 (voir 3.3.2).3.3.1 Sans fontions de baseNous allons onstruire notre méthode d'estimation à partir du modèle suivant. Pour i allant de 1 à N :
Πi

t
n

= Hi
0 +

t

n
Hi

1 +
t2

n2
Hi

2 +
t3

n3
Hi

3.Nous posons les ontraintes de ontinuité, pour i = 1 . . .N − 1 :� Πi
αi
n

= Πi+1
αi
n

;� Πi
αi
n

′
= Πi+1

αi
n

′.L'initialisation de la réurrene s'e�etue sur les deux premiers segments en même temps à l'aide des ontraintesde ontinuité. Puis la réurrene se poursuit segment par segment. Ainsi, la méthode lagrangienne nous proposela minimisation des fontions g1, gai et gri (pour i allant de 1 à N − 1) pour l'initialisation, l'aller et le retour :
g1(H

1
j (u, v), H

2
j (u, v), λ1, γ1) =

α1∑

t=k


 ∑

u∈Ak

1u∑
v∈A

(
Π1

t
n
− 1uv)2


+

α2∑

t=α1


 ∑

u∈Ak

1u∑
v∈A

(
Π2

t
n
− 1uv)2




−λ1

(
Π1

t
n
(α1) − Π2

t
n
(α1)

)
− γ1

(
Π1

t
n

′
(α1) − Π2

t
n

′
(α1)

)

gai (H
i+1
j (u, v), λi, γi) =

αi+1∑

t=αi


 ∑

u∈Ak

1u∑
v∈A

(
Πi+1

t
n

− 1uv)2




−λi
(
Πi

t
n
(αi) − Πi+1

t
n

(αi)
)
− γi

(
Πi

t
n

′
(αi) − Πi+1

t
n

′
(αi)

)

gri (H
i
j , λi, γi) =

αi∑

t=αi−1


 ∑

u∈Ak

1u∑
v∈A

(
Πi

t
n
− 1uv)2




−λi
(
Πi

t
n
(αi) − Πi+1

t
n

(αi)
)
− γi

(
Πi

t
n

′
(αi) − Πi+1

t
n

′
(αi)

)La minimisation nous donne pour haque ouple (u, v) un système 6×6 d'initialisation, N systèmes 4×4 pourl'aller et N systèmes 4 × 4 pour le retour :INITIALISATION : Segment 1.Estimation des H1
j , H

2
j pour j allant de 0 à 3 et de λ1, γ1 :




ΣA 0 −σt
0 ΣB σt

−σ σ 0







H1
0 (u, v)

H1
1 (u, v)

H1
2 (u, v)

H1
3 (u, v)

H2
0 (u, v)

H2
1 (u, v)

H2
2 (u, v)

H2
3 (u, v)
λ1

γ1




= B0

ave
ΣA =




2

α1∑

t=k

1u 2

α1∑

t=k

1u t
n

2

α1∑

t=k

1u t2
n2

2

α1∑

t=k

1u t3
n3

2

α1∑

t=k

1u t
n

2

α1∑

t=k

1u t2
n2

2

α1∑

t=k

1u t3
n3

2

α1∑

t=k

1u t4
n4

2

α1∑

t=k

1u t2
n2

2

α1∑

t=k

1u t3
n3

2

α1∑

t=k

1u t4
n4

2

α1∑

t=k

1u t5
n5

2

α1∑

t=k

1u t3
n3

2

α1∑

t=k

1u t4
n4

2

α1∑

t=k

1u t5
n5

2

α1∑

t=k

1u t6
n6
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ΣB =




2

α2∑

t=α1

1u 2

α2∑

t=α1

1u t
n

2

α2∑

t=α1

1u t2
n2

2

α2∑

t=α1

1u t3
n3

2

α2∑

t=α1

1u t
n

2

α2∑

t=α1

1u t2
n2

2

α2∑

t=α1

1u t3
n3

2

α2∑

t=α1

1u t4
n4

2

α2∑

t=α1

1u t2
n2

2

α2∑

t=α1

1u t3
n3

2

α2∑

t=α1

1u t4
n4

2

α2∑

t=α1

1u t5
n5

2

α2∑

t=α1

1u t3
n3

2

α2∑

t=α1

1u t4
n4

2

α2∑

t=α1

1u t5
n5

2

α2∑

t=α1

1u t6
n6




σ =

(
1 α1

n
α2

1

n2

α3
1

n3

0 1
n 2α1

n2 3
α2

1

n3

)

Bt0 = 2

(
α1∑

t=k

1uv α1∑

t=k

1uv t
n

α1∑

t=k

1uv t2
n2

α1∑

t=k

1uv t3
n3

α2∑

t=α1

1uv α2∑

t=α1

1uv t
n

α2∑

t=α1

1uv t2
n2

α2∑

t=α1

1uv t3
n3

0 0

)
.ALLER : Segment i pour i allant de 1 à N − 1.Estimation des Hi+1

j pour j allant de 0 à 3 et de λi, γi :



2

αi+1∑

t=αi

1u 2

αi+1∑

t=αi

1u t
n

2

αi+1∑

t=αi

1u t2
n2

2

αi+1∑

t=αi

1u t2
n2

1 0

2

αi+1∑

t=αi

1u t
n

2

αi+1∑

t=αi

1u t2
n2

2

αi+1∑

t=αi

1u t3
n3

2

αi+1∑

t=αi

1u t4
n4

αi
n

1
n

2

αi+1∑

t=αi

1u t2
n2

2

αi+1∑

t=αi

1u t3
n3

2

αi+1∑

t=αi

1u t4
n4

2

αi+1∑

t=αi

1u t5
n5

α2
i

n2 2αin2

2

αi+1∑

t=αi

1u t3
n3

2

αi+1∑

t=αi

1u t4
n4

2

αi+1∑

t=αi

1u t5
n5

2

αi+1∑

t=αi

1u t6
n6

α3
i

n3 3
α2
i

n3

1 αi
n

α2
i

n2

α3
i

n3 0 0

0 i
n 2αin2 3

α2
i

n3 0 0







Hi+1
0 (u, v)

Hi+1
1 (u, v)

Hi+1
2 (u, v)

Hi+1
3 (u, v)
λi
γi




=




2

αi+1∑

t=αi

1uv
2

αi+1∑

t=αi

1uv t
n

2

αi+1∑

t=αi

1uv t2
n2

2

αi+1∑

t=αi

1uv t3
n3

Πi
t
n

(αi)

Πi
t
n

′
(αi)




.

RETOUR : Segment i pour i allant de N − 1 à 1.Estimation des Hi
j pour j allant de 0 à 3 et de λi, γi :




2

αi∑

t=αi−1

1u 2

αi∑

t=αi−1

1u t
n

2

αi∑

t=αi−1

1u t2
n2

2

αi∑

t=αi−1

1u t3
n3

−1 0

2

αi∑

t=αi−1

1u t
n

2

αi∑

t=αi−1

1u t2
n2

2

αi∑

t=αi−1

1u t3
n3

2

αi∑

t=αi−1

1u t4
n4

−αi
n − 1

n

2

αi∑

t=αi−1

1u t2
n2

2

αi∑

t=αi−1

1u t3
n3

2

αi∑

t=αi−1

1u t4
n4

2

αi∑

t=αi−1

1u t5
n5

−α2
i

n2 −2αin2

2

αi∑

t=αi−1

1u t3
n3

2

αi∑

t=αi−1

1u t4
n4

2

αi∑

t=αi−1

1u t5
n5

2

αi∑

t=αi−1

1u t6
n6

−α3
i

n3 −3
α2
i

n3

−1 −αi
n −α2

i

n2 −α3
i

n3 0 0

0 − 1
n −2αin2 −3

α2
i

n3 0 0







Hi
0(u, v)

Hi
1(u, v)

Hi
2(u, v)

Hi
3(u, v)
λi
γi




= Br

ave Btr =

(
2

αi∑

t=αi−1

1uv 2

αi∑

t=αi−1

1uv t
n

2

αi∑

t=αi−1

1uv t2
n2

2

αi∑

t=αi−1

1uv t3
n3

−Πi+1
t
n

(αi) −Πi+1
t
n

′
(αi)

)
.La stohastiité des matries Πi

t
n

(u, v) est véri�ée. La même remarque que préédemment (voir A.1.2) peut s'ap-pliquer : il est théoriquement possible d'obtenir des termes négatifs.50



3.3. Estimation par moreaux, allers et retours3.3.2 Fontions de baseTout polyn�me de degré 3 s'exprime omme ombinaison linéaire des 4 fontions de base a, b, c et d dé�niesdans le Tableau 3.1 et hoisies de façon à véri�er les propriétés de e même tableau. Elles sont représentées à laFigure 3.3). Tab. 3.1 � Les fontions de bases et leurs propriétés
a(x) = 2x3 − 3x2 + 1 telle que a(0) = 1, a′(0) = 0, a(1) = 0 et a′(1) = 0 ;
b(x) = x3 − 2x2 + x telle que b(0) = 0, b′(0) = 1, b(1) = 0 et b′(1) = 0 ;
c(x) = −2x3 + 3x2 telle que c(0) = 0, c′(0) = 0, c(1) = 1 et c′(1) = 0 ;
d(x) = −x3 + x2 telle que d(0) = 0, d′(0) = 0, d(1) = 0 et d′(1) = −1.Fig. 3.3 � Les fontions de base des polyn�mes de degré 3
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x
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Ainsi, à l'aide de es fontions de base, les matries Πi
t
n

de notre modèle s'expriment sous la forme suivante :
Πi

t
n

= Aia

(
t− αi−1

αi − αi−1

)
+Bib

(
t− αi−1

αi − αi−1

)
+ Cic

(
t− αi−1

αi − αi−1

)
+Did

(
t− αi−1

αi − αi−1

)
.Nous posons les ontraintes de ontinuité, pour i = 1 . . .N − 1 :� Πi

αi
n

= Πi+1
αi
n

;� Πi
αi
n

′
= Πi+1

αi
n

′.Ces ontraintes permettent les simpli�ations suivantes :� Ci = Ai+1 pour haque i entre 1 et N − 1,� Di = αi−1−αi
αi+1−αi

Bi+1 pour haque i entre 1 et N − 1,En e�et, au regard du tableau 3.1, nous avons
Πi
αi
n

= Πi+1
αi
n

⇐⇒ Aia(1) +Bib(1) + Cic(1) +Did(1) = Ai+1a(0) +Bi+1b(0) + Ci+1c(0) +Di+1d(0)

⇐⇒ Ci = Ai+1,

Πi
αi
n

′
= Πi+1

αi
n

′

⇐⇒ Aia
′(1) +Bib

′(1) + Cic
′(1) +Did

′(1) =
αi − αi−1

αi+1 − αi
(Ai+1a

′(0) +Bi+1b
′(0) + Ci+1c

′(0) +Di+1d
′(0))

⇐⇒ Di =
αi−1 − αi
αi+1 − αi

Bi+1.Remarque 8 Si αi sont hoisis équirépartis, alors Di = −Bi+1.51



Chapitre 3. SplinesComme de plus nous pouvons réduire les 4 fontions de bases à seulement 2 (ar c(x) = a(1 − x) et d(x) =
b(1 − x)), le modèle se simpli�e. Pour i = 1 . . .N − 1 :

Πi
t
n

= Aia

(
t− αi−1

αi − αi−1

)
+Bib

(
t− αi−1

αi − αi−1

)
+Ai+1a

(
αi − t

αi − αi−1

)
+
αi−1 − αi
αi+1 − αi

Bi+1b

(
αi − t

αi − αi−1

)

ΠN
t
n

= ANa

(
t− αN−1

αN − αN−1

)
+BNb

(
t− αN−1

αN − αN−1

)
+ CNa

(
αN − t

αN − αN−1

)
+DNb

(
αN − t

αN − αN−1

)

Dans le but de simpli�er les expressions, nous posons :� κi =
t− αi−1

αi − αi−1� δi =
αi − t

αi − αi−1� νi =

(
αi−1 − αi
αi+1 − αi

)� AN+1 = CN� BN+1 = DN .Les fontions à minimiser fi pour i allant de 1 à N − 1 sont :
f1(A1(u, v), B1(u, v), A2(u, v), B2(u, v)) =

α1∑

t=k


 ∑

u∈Ak

1u∑
v∈A

(
Π1

t
n
(u, v) − 1uv)2




fi(Ai+1(u, v), Bi+1(u, v)) =

αi∑

t=αi−1


 ∑

u∈Ak

1u∑
v∈A

(
Πi

t
n
(u, v) − 1uv)2


Expliitons les dérivées pour i allant de 1 à N − 1 :

∂f1(A1(u, v), B1(u, v), A2(u, v), B2(u, v))

∂A1(u, v)
= 0 ⇐⇒

m0∑

t=k

1ua(κ1)
(
Π1

t
n
(u, v) − 1uv) = 0

∂f1(A1(u, v), B1(u, v), A2(u, v), B2(u, v))

∂B1(u, v)
= 0 ⇐⇒

m0∑

t=k

1ub(κ1)
(
Π1

t
n
(u, v) − 1uv) = 0

∂f1(A1(u, v), B1(u, v), A2(u, v), B2(u, v))

∂A2(u, v)
= 0 ⇐⇒

m0∑

t=k

1ua(δ1)(Π1
t
n
(u, v) − 1uv) = 0

∂f1(A1(u, v), B1(u, v), A2(u, v), B2(u, v))

∂B2(u, v)
= 0 ⇐⇒

m0∑

t=k

1ub(δ1)(Π1
t
n
(u, v) − 1uv) = 0

∂fi(Ai+1(u, v), Bi+1(u, v))

∂Ai+1(u, v)
= 0 ⇐⇒

αi∑

t=αi−1+1

1ua(δi)(Π1
t
n
(u, v) − 1uv) = 0

∂fi(Ai+1(u, v), Bi+1(u, v))

∂Bi+1(u, v)
= 0 ⇐⇒

αi∑

t=αi−1+1

1ub(δi)(Π1
t
n
(u, v) − 1uv) = 0Comme préédemment, l'initialisation de la réurrene s'e�etue sur les deux premiers segments en mêmetemps. Puis la réurrene se poursuit segment par segment. La minimisation nous donne pour haque ouple (u, v)un système 4 × 4 d'initialisation, N systèmes 2 × 2 pour l'aller et N systèmes 4 × 4 pour le retour :INITIALISATION : Segment 1.Estimation de A1, B1, A2 et B2 :52
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α1∑

t=k

1ua(κ1)a(κ1)

α1∑

t=k

1ua(κ1)b(κ1)

α1∑

t=k

1ua(κ1)a(δ1) ν1

α1∑

t=k

1ua(κ1)b(δ1)

α1∑

t=k

1ub(κ1)a(κ1)

α1∑

t=k

1ub(κ1)b(κ1)

α1∑

t=k

1ub(κ1)a(δ1) ν1

α1∑

t=k

1ub(κ1)b(δ1)

α1∑

t=k

1ua(δ1)a(κ1)

α1∑

t=k

1ua(δ1)b(κ1)

α1∑

t=k

1ua(δ1)a(δ1) ν1

α1∑

t=k

1ua(δ1)b(δ1)
α1∑

t=k

1ub(δ1)a(κ1)

α1∑

t=k

1ub(δ1)b(κ1)

α1∑

t=k

1ub(δ1)a(δ1) ν1

α1∑

t=k

1ub(δ1)b(δ1)






A1(u, v)
B1(u, v)
A2(u, v)
B2(u, v)


 =




α1∑

t=k

1uva(κ1)

α1∑

t=k

1uvb(κ1)

α1∑

t=k

1uva(δ1)
α1∑

t=k

1uvb(δ1)



.

ALLER : Segment i pour i allant de 2 à N : de A2, B2 à CN , DN .Estimation de A2 et B2 :



α1∑

t=k

1ua(δ1)a(δ1) ν1

α1∑

t=k

1ua(δ1)b(δ1)
α1∑

t=k

1ub(δ1)a(δ1) ν1

α1∑

t=k

1ub(δ1)b(δ1) ( A2(u, v)
B2(u, v)

)
=




α1∑

t=k

1uva(δ1) − α1∑

t=k

1ua(δ1)a(κ1)A1(u, v) −
α1∑

t=k

1ua(δ1)b(κ1)B1(u, v)

α1∑

t=k

1uvb(δ1) − α1∑

t=k

1ub(δ1)a(κ1)A1(u, v) −
α1∑

t=k

1ub(δ1)b(κ1)B1(u, v)



.Estimation des Ai et Bi pour i allant de 3 à N :




αi∑

t=αi−1+1

1ua(δi)a(δi) νi

αi∑

t=αi−1+1

1ua(δi)b(δi)
αi∑

t=αi−1+1

1ub(δi)a(δi) νi

αi∑

t=αi−1+1

1ub(δi)b(δi) ( Ai+1(u, v)
Bi+1(u, v)

)
=




αi∑

t=αi−1+1

1uva(δi) − αi∑

t=αi−1+1

1ua(δi)a(κi)Ai(u, v) − αi∑

t=αi−1+1

1ua(δi)b(κi)Bi(u, v)
αi∑

t=αi−1+1

1uvb(δi) − αi∑

t=αi−1+1

1ub(δi)a(κi)Ai(u, v) − αi∑

t=αi−1+1

1ub(δi)b(κi)Bi(u, v)  .Estimation de CN et DN :



αN∑

t=αN−1+1

1ua(δN )a(δN )

αN∑

t=αN−1+1

1ua(δN )b(δN )

αN∑

t=αN−1+1

1ub(δN )a(δN )

αN∑

t=αN−1+1

1ub(δN )b(δN )




(
CN (u, v)
DN(u, v)

)
=53
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αN∑

t=αN−1+1

1uva(δN ) −
αN∑

t=αN−1+1

1ua(δN )a(κN )AN (u, v) −
αN∑

t=αN−1+1

1ua(δN )b(κN )BN (u, v)

αN∑

t=αN−1+1

1uvb(δN ) −
αN∑

t=αN−1+1

1ub(δN )a(κN )AN (u, v) −
αN∑

t=αN−1+1

1ub(δN )b(κN )BN (u, v)



.RETOUR : Segment i pour i allant de N à 1 : de AN , BN à A1, B1.Estimation de AN et BN :




αN∑

t=αN−1+1

1ua(κN )a(κN )

αN∑

t=αN−1+1

1ua(κN )b(κN )

αN∑

t=αN−1+1

1ub(κN )a(κN )

αN∑

t=αN−1+1

1ub(κN)b(κN )




(
AN (u, v)
BN(u, v)

)
=




αN∑

t=αN−1+1

1uva(κN ) −
αN∑

t=αN−1+1

1ua(κN )a(δN )CN (u, v) −
αN∑

t=αN−1+1

1ua(κN )b(δN )DN (u, v)

αN∑

t=αN−1+1

1uvb(κN) −
αN∑

t=αN−1+1

1ub(κN )a(δN )CN (u, v) −
αN∑

t=αN−1+1

1ub(κN)b(δN )DN (u, v)



.Estimation des Ai et Bi pour i allant de N − 1 à 2 :




αi∑

t=αi−1+1

1ua(κi)a(κi) αi∑

t=αi−1+1

1ua(κi)b(κi)
αi∑

t=αi−1+1

1ub(κi)a(κi) αi∑

t=αi−1+1

1ub(κi)b(κi) ( Ai(u, v)
Bi(u, v)

)
=




αi∑

t=αi−1+1

1uva(κi) − αi∑

t=αi−1+1

1ua(κi)a(δi)Ai+1(u, v) − νi

αi∑

t=αi−1+1

1ua(κi)b(δi)Bi+1(u, v)

αi∑

t=αi−1+1

1uvb(κi) − αi∑

t=αi−1+1

1ub(κi)a(δi)Ai+1(u, v) − νi

αi∑

t=αi−1+1

1ub(κi)b(δi)Bi+1(u, v)



.Estimation de A1 et B1 :




α1∑

t=k

1ua(κ1)a(κ1)

α1∑

t=k

1ua(κ1)b(κ1)

α1∑

t=k

1ub(κ1)a(κ1)

α1∑

t=k

1ub(κ1)b(κ1)




(
A1(u, v)
B1(u, v)

)
=




α1∑

t=k

1uva(κ1) −
α1∑

t=k

1ua(κ1)a(δ1)A2(u, v) − ν1

α1∑

t=k

1ua(κ1)b(δ1)B2(u, v)

α1∑

t=k

1uvb(κ1) −
α1∑

t=k

1ub(κ1)a(δ1)A2(u, v) − ν1

α1∑

t=k

1ub(κ1)b(δ1)B2(u, v)



.Théorème 13 Les matries Πi

t
n

sont stohastiques pour i allant de 1 à N .Preuve Sahant que a(κi)+a(δi) = 1, nous avons pour tout i allant de 1 à N+1,∑
v

Ai(u, v) = 1,∑
v

Bi(u, v) =

0 solutions des systèmes dans lequel nous sommons sur tous les v ∈ A. Ainsi la stohastiité des matries Πi
t
nest véri�ée. La même remarque que préédemment (voir A.1.2) peut s'appliquer : il est théoriquement possibled'obtenir des termes négatifs. 54



3.4. Perspetives3.4 PerspetivesNous verrons dans la partie suivante (Partie II) que les DMM par splines ne donnent pas les résultats esomptés.A�n d'améliorer ei, plusieurs solutions sont envisageables. Il s'agit d'adapter à notre as les di�érentes splinesdé�nies dans la littérature :� Une fontion spline se présente au degré 3 sous la forme suivante :
s(x) = m0 +m1x+m2x

2 +m3x
3 +

K∑

j=1

θj(x− αj)
3
+où m0,m1,m2,m3, θj sont des onstantes, αj la position des noeuds et où le dernier terme (partie positivede (x−αj)3) permet de satisfaire aux onditions de ontinuité. On parle alors de splines polynomiales. C'estelles que nous avons utilisées.� Les splines naturelles (natural splines) en sont une variante assez prohe. Une ontrainte supplémentaire estimposée : au delà des noeuds extrêmes, la fontion doit être linéaire. Ainsi au voisinage de es noeuds, ladérivée seonde et la dérivée d'ordre 3 doit être nulle. La fontion est ainsi moins libre, mais la varianedes estimations aux extrémités est stabilisée (alors qu'elle est élevée dans le as des splines polynomialeslassiques).� Les splines pénalisées (penalized splines) permettent de résoudre le problème de la loalisation des noeuds quiapparaissent par onstrution au niveau des quantiles de la distribution des observations. Ces splines étanttrès sensibles à la position des noeuds, la solution est de disposer de nombreux noeuds puis de supprimer lesnoeuds inutiles au vu de la pénalité.� Les splines de lissage (ubi smoothing splines) minimisent la somme des arrés des résidus (omme lassi-quement) mais ette somme est pénalisée par un terme représentant la ourbure de la fontion :

n∑

i=1

(yi − f(xi))
2 + λ

∫ b

a

(f ′′(t))2dt

f est la fontion spline reherhée, λ un paramètre de lissage, a et b sont tels que a ≤ x1 ≤ . . . ≤ xn ≤ b.Plus λ est élevé, plus le lissage est important.
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Deuxième partieDRIMM et Appliations
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Chapitre 4DRIMMNous présentons dans e hapitre le logiiel que nous avons mis au point pour l'estimation des DMM :DRIMMpour DRIFTING MARKOV MODEL.Érit en C++ et développé sur un système x86 GNU/Linux ave GCC 3.4, e software a été testé ave suèspour les dernières versions de GCC sur les systèmes Sun et Apple Ma OSX. Il repose sur la librairie seq++([MBR+05℄) et y sera bient�t intégré, au moins en partie. Le reste du programme sera disponible à l'adressehttp://stat.genopole.nrs.fr/software/drimm. La ompilation et l'installation sont en aord ave la proédure GNUstandard. Ce software est sous liene : la GNU General Publi Liense (http://www.gnu.org).4.1 EstimationsDRIMM permet l'estimation de di�érents modèles de Markov régulés :� DMM ave dérive polynomiale : -Poly pour le modèle des points d'appui, -PolyM pour le modèle despolyn�mes ;� DMM par splines polynomiales : -SpM pour l'estimation globale (voir I.3.2), -SpH pour l'estimation sansfontion de base (voir I.3.3.1), -Spl pour l'estimation ave fontions de base (voir I.3.3.2) .L'estimation se fait sur une ou plusieurs séquenes (-fs), un jeu de séquenes de même taille (-fsm) ou de tailleséventuellement di�érentes (-fss).Dans le as d'une estimation sur une ou plusieurs séquenes, un modèle est estimé pour haune des séquenespar une des méthodes expliitées en Partie I. Le ou les modèles sont renvoyés dans un ou plusieurs �hiersonfig_<num>.out où <num> désigne le numéro de la séquene dans le �hier (voir exemple 9).Dans le as d'une estimation sur un jeu de nbs séquenes de même taille, nous estimons un modèle en moyennantles modèles de haque séquene :
Π t
n

=

nbs∑

i=1

Πi
t
n

nbs
,où les Πi

t
n

sont les matries dérivantes de haune des séquenes, estimées omme à l'aoutumée en minimisant
n∑

t=k


 ∑

u∈Ak

1{Xt−k . . . Xt−1 = u}
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v})2

]
 .Le modèle est renvoyé dans un �hier onfig_sm.out (voir exemple 9).Dans le as de séquenes de tailles éventuellement di�érentes, nous estimons un modèle global en minimisantsur toutes les séquenes en même temps :

nbs∑

i=1




n∑

t=k


 ∑

u∈Ak

1{Xt−k . . .Xt−1 = u}(i)
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v}(i))2

]


 ,où 1{Xt−k . . . Xt−1 = u}(i) et 1{Xt=v}(i) représente l'apparition de u et v dans la séquene i. Le modèle estrenvoyé dans un �hier onfig_ss.out (voir exemple 9).Exemple 9 Présentons le �hier de on�guration pour une estimation polynomiale (ave points d'appui) de degré

2 et d'ordre 1 sur le phage lambda : 59



Chapitre 4. DRIMM04485021200.263741 0.275344 0.262339 0.1985760.255933 0.288868 0.308969 0.1462290.210733 0.37116 0.258175 0.1599330.120091 0.487338 0.201123 0.1914470.50.29305 0.215561 0.204394 0.2869940.242379 0.244492 0.276049 0.237080.297588 0.253298 0.212724 0.236390.185585 0.289102 0.230062 0.29525110.347986 0.201688 0.183321 0.2670060.306111 0.203159 0.268609 0.2221210.307255 0.245698 0.203744 0.2433040.207328 0.299651 0.213196 0.279824La première ligne orrespond à la méthode utilisée :� 0 pour -Poly ;� 1 pour -SpM ;� 2 pour -SpH ;� 3 pour -Spl ;� 4 pour -PolyM.La seonde ligne orrespond à la taille de l'alphabet, la troisième à la taille de la séquene, la quatrième à l'ordredu modèle et la inquième au degré de la dérive. Viennent ensuite les trois matries de transition points d'appui
Π0, Π0.5 et Π1.Ajoutant les paramètres des modèles, les lignes de ommandes pour l'estimation d'un DMM sont :� DRIMM -Poly+ -fs+ <s> -fa <a> -order <k> -deg <d> -f� DRIMM -Spl -fs+ <s> -fa <a> -order <k> -deg <d> -N <N> -f� DRIMM -Sp+ -fs+ <s> -fa <a> -order <k> -N <N> -Nar <Nar> -foù � -Poly+ signi�e -Poly ou -PolyM ;� -fs+ signi�e -fs, fsm ou fss ;� -Sp+ signi�e -SpM ou -SpH ;� <s> est le �hier ontenant une ou plusieurs séquenes au format FASTA (voir Exemple 10) ;� <a> est le �hier ontenant l'alphabet (voir Exemple 11) ;� <k> est l'ordre du modèle de Markov ;� <d> est le degré de la dérive polynomiale ;� <N> est le nombre de segments dans le as d'une estimation par splines polynomiales ;� <Nar> est le nombre d'aller-retour dans le as d'une estimation non-globale par splines polynomiales ;� -f permet de renvoyer le ou les �hiers de on�guration orrespondant au modèle estimé.Exemple 10 Un �hier fasta se ompose d'une ligne ommençant par > et dérivant la séquene (en général sonnom), puis de la séquene elle-même. Il est possible de dé�nir plusieurs séquenes dans le même �hier FASTA.Nous en présentons un exemple pour deux séquenes protéiques :>SEQUENCE_1MTEITAAMVKELRESTGAGMMDCKNALSETNGDFDKAVQLLREKGLGKAAKKADRLAAEGLVSVKVSDDFTIAAMRPSYLSYEDLDMTFVENEYKALVAELEKENEERRRLKDPNKPEHKIPQFASRKQLSDAILKEAEEKIKEELKAQGKPEKIWDNIIPGKMNSFIADNSQLDSKLTLMGQFYVMDDKKTVEQVIAEKEKEFGGKIKIVEFICFEVGEGLEKKTEDFAAEVAAQL>SEQUENCE_2 60



4.2. PossibilitésSATVSEINSETDFVAKNDQFIALTKDTTAHIQSNSLQSVEELHSSTINGVKFEEYLKSQIATIGENLVVRRFATLKAGANGVVNGYIHTNGRVGVVIAAACDSAEVASKSRDLLRQICMHExemple 11 Un alphabet est dé�ni dans un simple �hier de on�guration (voir http:// stat.genopole.nrs.fr/seqpp/lassTranslator.html). Nous donnons un exemple pour l'alphabet des nuléotides :#dnaa A : t Tg G :  C C : g Gt T : a A? n N4.2 PossibilitésLe programme permet non seulement d'estimer un modèle mais aussi de l'utiliser pour ertaines appliations.Ainsi pour utiliser un DMM à l'aide de DRIMM, nous pouvons :
• estimer un modèle ;
• entrer un modèle à l'aide d'un �hier de on�guration (voir Exemple 9) et du paramètre -model.Nous allons lister les prinipales possibilités o�ertes par DRIMM :� -L : alule la log-vraisemblane des séquenes estimées ;� -AIC : alule l'AIC des séquenes estimées ;� -BIC : alule le BIC des séquenes estimées ;� -l <sequene_file_l> : alule la log-vraisemblane, sous le modèle donné (estimé ou non), des séquenesdu �hier <sequene_file_l> ;� -ai <sequene_file_ai> : alule l'AIC, sous le modèle donné (estimé ou non), des séquenes du �hier<sequene_file_ai> ;� -bi <sequene_file_bi> : alule le BIC, sous le modèle donné (estimé ou non), des séquenes du �hier<sequene_file_bi> ;� -law : donne dans le �hier trae_stat_<num>.out (<num> désignant le numéro de la séquene), la loistationnaire de haque matrie de transition du DMM;� -slaw <in>0> <out>0> donne dans le �hier trae_stat_segment_<num>.out, la loi stationnaire des ma-tries de transition du DMM entre la position <in> et <out> ;� -dist : donne dans le �hier trae_dist_<num>.out (<num> désignant le numéro de la séquene), les dis-tributions de probabilité des nuléotides sous le modèle donné, en haque position ;� -sdist <in>0> <out>0> donne dans le �hier trae_dist_segment_<num>.out, les distributions de pro-babilité des nuléotides sous le modèle donné, entre la position <in> et <out> ;� -pi : donne dans les �hiers Pit_<num>.out, Pit_sm.out, Pit_ss.out ou Pit.out les matries de transitiondu modèle en haque position.� -simu : donne dans les �hiers simulation_<num>.out, simulation_sm.out, simulation_ss.out ousimulation.out une séquene simulée à l'aide du modèle donné (estimé ou non).DRIMM o�re ainsi un panel d'outils pour l'analyse de séquenes biologiques. Nous allons ratisser un éventailde es possibilités dans les prohains hapitres.
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Chapitre 5Validation des modèles de Markov régulés5.1 Les di�érents modèles5.1.1 Dérive polynomialeDans le adre d'une dérive polynomiale (voir I.2), il existe quelques di�érenes entre la méthode de régressionmatriielle et la méthode point par point. La méthode de régression matriielle utilise des estimations préliminairessur haque segment et les estimateurs globaux sont alulés sur un point unique de haque segment (le entre τℓ).La méthode point par point propose une estimation direte sur tous les points de la séquene. Nous utilisonsla log-vraisemblane pour omparer es deux méthodes d'estimations des DMM. Nous estimons nos modèles surle génome omplet du phage Lambda (voir [WT71℄) et onsidérons es modèles omme étant les vrais modèles.Ensuite, nous simulons une séquene ave haun de es modèles et alulons la log-vraisemblane pour les deuxméthodes d'estimation (voir Tableau 5.1). Notons que quelque soit l'ordre ou le degré, la méthode point par pointTab. 5.1 � Log-vraisemblanes de DMM ave dérive polynomiale, sur une séquene simulée par haun de esmodèles. Degré 0 1 2 3 4 5Ordre Régression −67191 −66999 −66962 −66910 −66909 −669070 Point par point −67191 −66999 −66962 −66910 −66909 −66907Ordre Régression −66718 −66504 −66448 −66382 −66376 −663681 Point par point −66710 −66501 −66445 −66380 −66374 −66366Ordre Régression −66706 −66482 −66407 −66321 −66295 −662752 Point par point −66693 −66477 −66402 −66317 −66290 −66270Ordre Régression −66630 −66331 −66186 −66038 −65938 −658833 Point par point −66612 −66320 −66169 −66014 −65898 −65817donne de meilleures vraisemblanes que la méthode de régression matriielle. Cet e�et est enore plus apparentlorsque nous alulons la log-vraisemblane sur la séquene réelle du phage Lambda (voir Tableau 5.2).Tab. 5.2 � Log-vraisemblanes de DMM ave dérive polynomiale, sur le génome du phage Lambda.Degré 0 1 2 3 4 5Ordre Régression −67191 −66973 −66934 −66873 −66760 −666800 Point par point −67191 −66973 −66934 −66873 −66760 −66680Ordre Régression −66743 −66500 −66439 −66362 −66234 −661461 Point par point −66714 −66483 −66419 −66345 −66220 −66135Ordre Régression −66052 −65657 −65577 −65438 −65281 −651602 Point par point −66005 −65631 −65544 −65410 −65255 −65139Ordre Régression −65661 −65168 −65033 −64809 −64597 −644323 Point par point −65579 −65116 −64951 −64746 −64497 −6432963



Chapitre 5. Validation des modèles de Markov régulésCes résultats nous amènent à ne onsidérer pour la suite que la méthode d'estimation point parpoint.5.1.2 Dérive par splines polynomialesLe Tableau 5.3 ompare les log-vraisemblanes des modèles par splines polynomiales, selon la méthode d'esti-mation utilisée.Tab. 5.3 � Log-vraisemblanes de DMM par splines polynomiales, sur le génome du phage Lambda (DMM dedegré 3 ave 1 aller-retour pour les méthodes non-globales).Nombre de segments 2 3 4 5 10Globale −66753 −66681 −66658 −66661 −66543Ordre 0 Sans base −66665 −67587 −72329 71979 −72680Bases −67439 −68049 −70115 −68473 −83406Globale −66213 −66136 −66110 −66101 −65930Ordre 1 Sans base −66119 −67429 −71213 −72184 −80817Bases −66578 −68377 −76442 −70565 −780727Globale −65244 −65135 −65073 −65047 −64761Ordre 2 Sans base −65112 −66843 −71439 −75769 −82707Bases −67853 −69738 −75917 −72260 −79626Globale −64486 −64319 −64170 −64059 −63406Ordre 3 Sans base −64290 −67234 −72830 −77288 −80974Bases −70331 −70894 −76871 −75301 −80273Remarque 9 Les Tableaux 5.3 et 5.2 montrent que les modèles par splines polynomiales estimées ave la méthodeglobale ont de meilleures vraisemblanes que les DMM ave dérive polynomiale.Nous onstatons qu'exepté dans le as d'un déoupage en deux segments, la méthode d'estimation globale est laplus performante en terme de vraisemblane. Les méthodes par estimations suessives, que e soit ave ou sansfontion de base, s'éloignent de plus en plus de la séquene. Ce problème est diretement lié à la réurrene et auxonditions imposées aux noeuds. En observant de plus près les formules d'estimation (voir I.3.3), nous onstatonsque nous nous réduisons à estimer entre deux noeuds un polyn�me de degré 3 en onnaissant sa valeur et la valeurde sa dérivée au premier noeud. Plus la réurrene progresse, plus la valeur de la dérivée augmente (a�n de reolleraux données) et nous obtenons rapidement des fontions très éloignées de la séquene. Observons e phénomènesur la Figure 5.1 représentant les distributions µ des di�érents nuléotide : un seul aller-retour sur 10 segmentssu�t à onstater la di�érene entre un DMM estimé globalement et un DMM estimé par réurrene.Fig. 5.1 � DMM par splines polynomiales (10 segments, ordre 1 et degré 3), sur le phage Lambda : estimationglobale à gauhe, estimation par réurrene à droite.
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5.1. Les di�érents modèlesRemarque 10 Le phénomène de divergene observé à la Figure 5.1 peut être ontr�lé en imposant des bornespour les valeurs aux noeuds de la dérivée, mais ela engendre une minimisation sous ontraintes non élémentairesi nous voulons que les matries soient stohastiques.La Figure 5.1 montre aussi le phénomène d'osillations qui intervient lors de la modélisation par splines. Cephénomène est lié au nombre de segments utilisés, quelque soit la méthode. La longueur des segments ou de laséquene ne modi�e pas e problème : une séquene de longueur 4639221 omme Esherihia oli ([BPB+97℄)et une séquene de longueur 48502 omme le phage Lambda, divisées en 10 segments auront le même nombred'osillations (voir Figure 5.2).Fig. 5.2 � Osillations de DMM par splines polynomiales (20 segments, ordre 1 et degré 3), sur Esherihia oli(à gauhe) et le phage Lambda (à droite).
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Ces résultats nous amènent à ne onsidérer pour la suite que la méthode d'estimation globale.5.1.3 Consistane des estimateursNos estimateurs sont asymptotiquement sans biais et leurs varianes tendent vers zéro. Ainsi nos estimateurssont onsistants. A�n de montrer ette onsistane empiriquement, nous simulons quelques données où le vraimodèle est onnu. Tout d'abord, nous estimons un modèle sur le génome omplet du phage Lambda et onsidéronse modèle omme le vrai modèle. Ensuite, nous simulons plusieurs séquenes sous e modèle et estimons un modèlemoyen sur toutes es séquenes. Pour haque paramètre du modèle, nous notons la valeur absolue de la di�éreneentre le vrai paramètre et le paramètre estimé. Nous donnons dans les Tableaux 5.4 et 5.5 les moyennes de esdi�érenes pour quelques DMM respetivement polynomiales et par splines, dans le but de montrer la onsistane.Tab. 5.4 � Comparaison entre les vrais modèles et les modèles estimés (dérive polynomiale). Nous donnons lamoyenne des valeurs absolues des di�érenes entre les vrais paramètres et les paramètres estimés. Le nombre deséquenes simulées est donné par ns.Degré 0 2 4 6
ns = 1 0.0026691 0.00943604 0.00920864 0.00996372Ordre 1 ns = 10 0.0018065 0.00323508 0.00381477 0.00338738
ns = 100 0.0001906 0.00081519 0.00092941 0.00114088
ns = 1 0.0356951 0.0499792 0.0484183 0.0549545Ordre 2 ns = 10 0.0346129 0.0447842 0.0421838 0.0500320
ns = 100 0.0333321 0.0442818 0.0406379 0.0482310Pour haque modèle (dérive polynomiale ou dérive par splines polynomiales), nous donnons un exemple onte-nant le vrai modèle et le modèle moyen estimé pour onstater qu'ils sont très prohes (voir Exemples 12 et 13).Exemple 12 Nous estimons un DMM d'ordre 1 et de degré 2 sur le génome omplet du phage Lambda et nousonsidérons e modèle omme le vrai modèle. Ensuite, nous simulons 10 séquene à l'aide de e modèle puis estimonsun modèle moyen sur es 10 séquenes. Les deux modèles (le vrai et l'estimé) sont donnés dans le Tableau 5.6.Nous observons une grande similarité entre les matries.65



Chapitre 5. Validation des modèles de Markov régulésTab. 5.5 � Comparaison entre les vrais modèles et les modèles estimés (dérive par splines polynomiales). Nousdonnons la moyenne des valeurs absolues des di�érenes entre les vrais paramètres et les paramètres estimés. Lenombre de séquenes simulées est donné par ns. N est le nombre de segments.Degré / N 1/2 2/2 3/2 1/3 2/3 3/3
ns = 1 0.0211753 0.0844391 0.531507 0.0350229 0.262254 1.40359Ordre 1 ns = 10 0.00887746 0.054083 0.216836 0.0180494 0.0749811 0.435706
ns = 100 0.00281597 0.0122216 0.0578472 0.00447553 0.0186293 0.175117
ns = 1 0.0996695 0.399781 2.04944 0.135387 0.778071 4.94055Ordre 2 ns = 10 0.0951058 0.349734 1.81246 0.126934 0.723412 4.49569
ns = 100 0.0841521 0.33828 1.69889 0.120671 0.659606 4.13114Tab. 5.6 � Comparaison entre les matries de transition des vrais modèles et des modèles estimés (dérive polyno-miale) Matries Vrai modèle Modèle estimé
Π0

0.2637 0.2753 0.2623 0.1986
0.2559 0.2889 0.3090 0.1462
0.2107 0.3712 0.2582 0.1600
0.1201 0.4873 0.2011 0.1914

0.2634 0.2811 0.2596 0.1958
0.2573 0.2839 0.3114 0.1472
0.2077 0.3656 0.2662 0.1606
0.1240 0.4884 0.1967 0.1910

Π0.5

0.2931 0.2156 0.2044 0.2870
0.2424 0.2445 0.2760 0.2371
0.2976 0.2533 0.2127 0.2364
0.1856 0.2891 0.2301 0.2953

0.2913 0.2145 0.2065 0.2878
0.2422 0.2469 0.2733 0.2376
0.2954 0.2558 0.2127 0.2361
0.1838 0.2883 0.2320 0.2959

Π1

0.3480 0.2017 0.1833 0.2670
0.3061 0.2032 0.2686 0.2221
0.3076 0.2457 0.2037 0.2433
0.2073 0.2997 0.2132 0.2798

0.3559 0.1972 0.1781 0.2689
0.3047 0.2034 0.2682 0.2238
0.3047 0.2460 0.2017 0.2476
0.2092 0.3044 0.2119 0.2744Exemple 13 Nous estimons un DMM d'ordre 1 et de degré 3 par splines polynomiales (ave 4 segments) sur legénome omplet du phage Lambda et nous onsidérons e modèle omme le vrai modèle. Ensuite, nous simulons

10 séquenes à l'aide de e modèle puis estimons un modèle moyen sur es 10 séquenes. Les deux modèles (levrai et l'estimé) donnent les matries de transition du Tableau 5.7. Nous observons une grande similarité entre lesmatries.Tab. 5.7 � Comparaison entre les matries de transition des vrais modèles et des modèles estimés (dérive parsplines polynomiales)Matries Vrai modèle Modèle estimé
Π0

0.3418 0.2297 0.2093 0.2192
0.2569 0.3030 0.2759 0.1642
0.2094 0.3301 0.2503 0.2102
0.1470 0.3687 0.1988 0.2856

0.3532 0.2264 0.2101 0.2103
0.2618 0.3030 0.2792 0.1560
0.2042 0.3381 0.2486 0.2092
0.1490 0.3612 0.2033 0.2865

Π0.5

0.3127 0.1864 0.1937 0.3072
0.2568 0.2070 0.2643 0.2719
0.3145 0.2287 0.1934 0.2635
0.2124 0.2461 0.2153 0.3262

0.3165 0.1870 0.1893 0.3071
0.2616 0.1959 0.2686 0.2739
0.3235 0.2244 0.1916 0.2606
0.2144 0.2404 0.2205 0.3246

Π1

0.2563 0.1807 0.1491 0.4139
0.2564 0.1478 0.2222 0.3736
0.2803 0.1987 0.2193 0.3017
0.1819 0.2519 0.1921 0.3741

0.2585 0.1765 0.1542 0.4109
0.2709 0.1467 0.2015 0.3809
0.2877 0.1948 0.2208 0.2967
0.1851 0.2576 0.2071 0.3502
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5.2. Lois stationnaires et distributions de probabilité5.2 Lois stationnaires et distributions de probabilité5.2.1 Dé�nitionsLes DMM o�rent des modèles dérivant �dèlement les séquenes réelles. Ce fait est partiulièrement mis enévidene par l'étude des distributions de probabilités des nuléotides. En e�et, analyser µt, la distribution deprobabilité en position t assoiée à nos modèles, est le meilleur moyen d'évaluer leur qualité. À l'ordre k, ladistribution µt est dé�nie par réurrene par la formule suivante :
µt(v) =

∑

u∈Ak

µt−k(u1) . . . µt−1(uk)Π t
n
(u, v) ∀v ∈ Aoù u = u1 . . . uk. Nous rappelons qu'une haîne de Markov ergodique Π sur un espae d'états �ni possède uneunique distribution de probabilité stationnaire ν telle que νΠ = ν. Les matries de transition Πi pour i allant de

0 à k − 1 étant ergodiques, nous hoisissons µi omme étant la loi stationnaire de Πi pour i allant de 0 à k − 1.Ainsi la réurrene est initialisée.Exemple 14 À l'ordre 1, la distribution µt est dé�nie par réurrene par la formule suivante :
µt(v) =

∑

u∈A

µt−1(u)Π t
n
(u, v) ∀v ∈ Aave µ0 loi stationnaire de Π0.Nous alulons ette distribution de probabilité µt pour haque position t pour analyser la omposition des sé-quenes.Remarque 11 L'étude de es distributions de probabilités est très semblable à l'étude des lois stationnaires dehaque matrie Π t

n
. Les ourbes obtenues sont similaires. Une première di�érene numérique de taille : la réur-rene nous impose de aluler toutes les distributions pour traer les ourbes alors que les lois stationnaires nouspermettent de ne prendre en ompte qu'un ertain nombre de points. Une seonde di�érene se situe au niveau dela dé�nition : alors que les distributions de probabilité sont dé�nies par réurrene (e qui peut engendrer quelquesproblèmes si des matries sont mal estimées, le mal pouvant s'ampli�er), les lois stationnaires sont alulées pon-tuellement. Une dernière di�érene se situe dans l'approhe mathématique : alors qu'il semble raisonnable dealuler les distributions de probabilité réursivement à l'aide de nos matries de transition, il peut paraître exagéréde aluler les lois stationnaires de haune de matrie de transition, le régime n'étant pas en état stationnaire.Pourtant, e n'est pas si déraisonnable : les DMM supposent une variation doue de la matrie de transition, unehaîne de Markov évoluant très vite vers son état stationnaire (une dizaine de points su�t souvent), utiliser leslois stationnaires n'est don pas si insensé. L'expériene nous donne raison, les ourbes étant très similaires voireidentiques (Figure 5.3). Nous utiliserons don indi�éremment l'une ou l'autre des dé�nitions.Fig. 5.3 � Distributions (à gauhe) et lois stationnaires (à droite) pour des DMM d'ordre 1 et de degré 8, sur lephage Lambda.
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La Figure 5.4 représente les variations des lois stationnaires pour des DMM d'ordre 1 et de degrés variant de
1 à 8 : dérive polynomiale sur le génome omplet de Chlamydia trahomatis ([SKL+98℄). La Figure 5.5 montre67



Chapitre 5. Validation des modèles de Markov réguléses mêmes lois stationnaires pour une dérive par splines polynomiales ave 4 segments. Nous observons une trèsnette symétrie entre les distributions de a et t ainsi qu'entre les distributions de  et g. Ces propriétés de symétriede ertaines séquenes biologiques ont été introduites dans les années 60 : les règles de Charga� ([LC67, CHA79℄.Elles sont à l'origine de la déouverte de la struture en double hélie de l'ADN.Remarque 12 La dérive par splines polynomiales de degré 4 ave 4 moreaux donne des résultats similaires àla dérive polynomiale de degré 8. Par ailleurs, la dérive par splines polynomiales de degré 8 provoque déjà lesosillations que nous avons évoquées en Figure 5.2. Il onvient don de hoisir un degré de dérive et un nombrede moreaux plut�t petits (inférieurs à 5) pour l'estimation par splines.5.2.2 Comparaisons fréquenes/loisA�n d'établir la validité de nos modèles, nous omparons les évolutions des distributions de probabilités aveles fréquenes des nuléotides. Pour aluler es fréquenes, nous utilisons une fenêtre glissante. La taille de lafenêtre a été hoisie de manière à ne pas obtenir de ourbes trop irrégulières (ave des pis) : nous avons optépour une taille égale au vingtième de la taille de la séquene (de l'ordre de 100000 nuléotides pour Chlamydiatrahomatis). Nous avons ainsi obtenu la fréquene de haque lettre en haque position de la séquene. Pour traeres ourbes en un temps raisonnable, nous avons onsidéré 10000 points (don 10000 positions t uniformémentréparties), quelle que soit la séquene étudiée.Les Figures 5.6 à 5.13 représentent es omparaisons pour des DMM d'ordre 1 et de degrés respetifs variantde 1 à 8 dans le as d'une dérive polynomiale sur Chlamydia trahomatis. Nous nous aperevons que plus le degrédu modèle augmente, mieux il s'ajuste à la séquene.Nous montrons seulement le degré 4 pour une dérive par splines polynomiales ave 4 segments (voir Figure 5.14)pour onstater que ela s'ajuste tout aussi bien.5.2.3 Comparaison MM / HMM / DMMDe la même manière que préédemment, nous traçons les lois stationnaires sur le génome du phage Lambdaet retrouvons le long segment rihe en g déjà trouvé par un algorithme HMM développé par F. Muri [Mur97℄.De plus, omparant ette segmentation HMM et l'évolution des lois stationnaires sous un DMM, nous observonsdes distributions de probabilité des lettres qui orrespondent à la segmentation HMM (voir Figure 5.15). Cetteomparaison est très intéressante ar elle met en valeur les limites des HMM. Bien qu'un long segment rihe eng est onnu et donné par les HMM, les autres parties de la segmentation HMM ne trouvent pas de signi�ationsréellement onvainantes au regard de l'évolution des probabilités de transition. Les DMM o�rent une évolutiondoue ontrairement à la segmentation parfois brutale des HMM. Il est important de noter que les DMM peuventêtre vus aussi bien omme un outil onurrent des HMM que omme un outil omplémentaire des HMM. En e�et,haque état d'un HMM pourrait aher un DMM.A�n de omparer nos DMM aux autres modèles de Markov, nous traçons en Figure 5.16 les évolutions desdistributions de probabilité sous un DMM d'ordre 1 et de degré 0 (qui orrespond au modèle de Markov d'ordre 1lassique). Il est évident que la distane entre les deux ourbes est plus petite dans le as d'un DMM de degré 8.Dans le as des HMM, nous n'observons pas seulement une probabilité onstante pour haque lettre ommedans le modèle de Markov lassique, mais plusieurs régions ave des probabilités onstantes orrespondant à lasegmentation HMM. La Figure 5.17 ompare les évolutions des distributions de probabilité pour un HMM d'ordre
1 à 3 états ahés et un DMM d'ordre 1 et de degré 3 sur le génome omplet du phage T4 (voir [MKM+03℄).Nous avons aussi alulé une distane ddf entre les évolutions des distributions et les évolutions des fréquenesdes nuléotides :

ddf =
∑

v∈A

∑

t∈P

(ft(v) − µt(v))
2,où P est l'ensemble des 10000 points hoisis pour l'évolution des lois stationnaires (voir 5.2.2), ft(v) est la fréquenedu nuléotide v à la position t et µt(v) la probabilité stationnaire d'obtenir un v en position t. Un HMM d'ordre

1 à 3 états ahés a approximativement le même nombre de paramètres qu'un DMM d'ordre 1 et de degré 3 (enréalité, e nombre est de 42 pour le HMM et de 48 pour le DMM). Pourtant, nous pouvons déjà noté que ladistane ddf est légèrement plus faible pour le DMM : 5.865 ontre 5.873. Évidemment, ette distane est enoreplus petite pour un DMM de degré 8 (ddf = 3.391). En e sens, nous montrons que les DMM représentent unenouvelle lasse de modèles plus �exibles pour les séquenes d'ADN qui proposent de meilleurs ajustements que lesHMM dans de nombreux as.Dans le but d'illustrer à nouveau e phénomène d'une autre manière, nous avons traé à la Figure 5.18, lafréquene de g dans le génome omplet du phage Lambda. Comme nous l'avons dit en introdution, les biologistes68



5.2. Lois stationnaires et distributions de probabilité
Fig. 5.4 � Lois stationnaires, DMM d'ordre 1 et de degré variant de 1 à 8 : dérive polynomiale sur Chlamydiatrahomatis DMM degré 1
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Chapitre 5. Validation des modèles de Markov régulés
Fig. 5.5 � Lois stationnaires, DMM d'ordre 1 et de degré variant de 1 à 8 : dérive par splines polynomiales surChlamydia trahomatis DMM degré 1
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5.2. Lois stationnaires et distributions de probabilitéFig. 5.6 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 1 : Chlamydiatrahomatis
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Fig. 5.7 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 2 : Chlamydiatrahomatis
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Chapitre 5. Validation des modèles de Markov régulésFig. 5.8 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 3 : Chlamydiatrahomatis
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Fig. 5.9 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 4 : Chlamydiatrahomatis
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5.2. Lois stationnaires et distributions de probabilitéFig. 5.10 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 5 :Chlamydia trahomatis
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Fig. 5.11 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 6 :Chlamydia trahomatis
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Chapitre 5. Validation des modèles de Markov régulésFig. 5.12 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 7 :Chlamydia trahomatis
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Fig. 5.13 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 8 :Chlamydia trahomatis
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5.2. Lois stationnaires et distributions de probabilitéFig. 5.14 � Comparaison lois stationnaires / fréquenes, modèle de Markov régulé d'ordre 1 et de degré 4 parsplines polynomiales (4 segments) : Chlamydia trahomatis
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Fig. 5.15 � Lois stationnaires d'une DMM d'ordre 1 et de degré 8 sur le génome du phage Lambda et segmentationHMM ave trois états ahés (les états 0, 1 et 2 notés sur l'axe des ordonnées droit).

 0.1

 0.15

 0.2

 0.25

 0.3

 0.35

 0.4

 0  5000  10000  15000  20000  25000  30000  35000  40000  45000  50000
 0

 1

 2

D
is

tr
ib

u
ti

o
n

s

E
ta

ts

Position dans la sequence

µ(a)
µ(c)
µ(g)
µ(t)

segmentation HMM

75



Chapitre 5. Validation des modèles de Markov régulésFig. 5.16 � Fréquene f et distribution de probabilité µ des nuléotides pour un DMM de degré 0, à l'ordre 1 surle phage Lambda.
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sont très attentifs au pourentage de g pare qu'il suggère la présene de gènes. Ils onsidèrent inq familles d'iso-hores : deux familles pauvres en g (L1 et L2) et trois familles rihes en g (H1, H2, H3)([Ber93, OBGCRR01℄).Mais les transitions entre deux familles sont souvent jugées trop soudaines lorsqu'elles sont modélisées par lesHMM. Les DMM et leur évolution ontinue sont une bonne nouvelle manière de modéliser es transitions. Parexemple, entre les positions 26000 et 32000 de la Figure 5.18, nous onstatons une évolution linéaire du pourentageen g que nous modélisons à l'aide d'un DMM de degré 1. Ainsi les DMM forment un outil apable de modéliserles phénomènes hétérogènes, en partiulier l'évolution linéaire du pourentage en g, alors que les HMM n'auraientpas prédit d'évolution ou bien auraient prédit un hangement brutal.Par ailleurs, il est important de onstater que dans toutes les ourbes représentant les fréquenes (voir Figure5.6 et Figure 5.16 par exemple), l'évolution de es fréquenes est ontinue. Même lorsque nous pourrions onstaterun hangement brutal pour trois des nuléotides, le quatrième a une évolution ontinue (aux alentours de laposition 22000 sur la Figure 5.16). Même lorsque es ourbes nous montrent un état relativement onstant, latransition entre et état et un autre état relativement onstant est ontinue (sur la Figure 5.6 un état relativementonstant est observé entre les positions 350000 et 700000 mais le reste de la séquene subit une évolution ontinueet non un hangement brutal omme le suggèrent les HMM). Il en va de même pour la grande majorité des ourbesbiologiques, voire la totalité. À la vue de es ourbes, nous pouvons (ré)a�rmer qu'une modélisation ontinue desséquenes biologiques est très réaliste et les DMM o�rent ette modélisation.
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5.2. Lois stationnaires et distributions de probabilité
Fig. 5.17 � Fréquene f et distribution de probabilité µ des nuléotides pour un DMM de degré 8 et un HMM à
3 états, à l'ordre 1 sur le phage T4.HMM 3 états
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Chapitre 5. Validation des modèles de Markov régulés

Fig. 5.18 � Fréquene f et probabilité µ de g pour un DMM de degré 1 entre les positions 26000 et 32000 dansle génome du phage Lambda.
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5.3. Origine de répliation5.3 Origine de répliationNous présentons une appliation de nos modèles qui leur sert dans le même temps de validation : la reherhedes origines de répliations hez les batéries. Cette appliations prend son inspiration dans le programme ORILOC(voir [Lob00℄ et http://pbil.univ-lyon1.fr/software/orilo.html). La répliation de l'ADN est le proédé de reopied'un double brin d'ADN en deux doubles brins identiques (aux erreurs de répliation près). Chaun des deuxdouble brins d'ADN obtenus est omposé d'un brin original et d'un brin synthétisé. L'origine de la répliationest la position à partir de laquelle la répliation est initialisée. La répliation de l'ADN peut ommener à partirde e point bidiretionnellement ou bien unidiretionnellement. Fondé sur les asymétries de omposition en basea, , g et t entre le brin diret (leading strand) et le brin retardé (lagging strand) de répliation, le programmee�etue une marhe aléatoire ([Lob99℄) pour obtenir la position de l'origine de répliation. Le prinipe de la DNAWalk est de traer une ourbe en avançant d'un pas vers la gauhe lorsque l'on renontre un a, d'un pas vers ladroite lorsque l'on renontre un t, d'un pas vers le haut lorsque l'on renontre un  et d'un pas vers le bas lorsquel'on renontre un g. Nous obtenons ainsi un graphe permettant par exemple de retrouver aisément les longuesséquenes répétées (voir Figure 5.19 et http://www.genometriian.om/).Fig. 5.19 � DNA Walk de la plante parasite Epifagus virginiananon

La méthode de détetion de l'origine de répliation onsiste en le traé de l'évolution du umulated g-skew(voir [Lob99℄) : la di�érene entre le nombre de  et le nombre de g présents jusqu'à une position t en fontion deette position t. Une ourbe est traée par le programme ORILOC et le pi de ette ourbe orrespond à l'originede répliation. Les valeurs permettant de traer la ourbe sont alulées omme suit : la première valeur est 0 etdurant la marhe le long de la séquene, ORILOC ajoute 1 haque fois que la lettre g est renontrée, et soustrait 1haque fois que la lettre  est renontrée. Ainsi, ORILOC ne repose pas sur un modèle probabiliste, il trae uneourbe en parourant la séquene.Nous utilisons les mêmes propriétés d'asymétries dans les génomes batériens pour mettre en oeuvre unedétetion des origines de répliation fondée sur les DMM. En e�et, grâe aux aluls des probabilités stationnairesd'apparition des nuléotides en haque position t dans la séquene, nous traçons une ourbe similaire à elled'ORILOC en alulant une valeur équivalente au umulated g-skew. Les valeurs de notre ourbe sont aluléesomme suit : la première valeur est 0 et à haque position dans la séquene, nous ajoutons la probabilité d'apparitionde la lettre g et soustrayons la probabilité d'apparition de la lettre  :
gc(t) =

t∑

i=0

µi(c) −
t∑

i=0

µi(g)où t est la position dans la séquene. Ce travail a été e�etué sur le génome omplet de Chlamydia trahomatis([SKL+98℄). Nous notons, sur la Figure 5.20, la grande similarité entre la ourbe obtenue par ORILOC et elleobtenue par les DMM. Notons aussi que notre ourbe est plus arrondie que elle d'ORILOC du fait que les DMMmodélisent des transitions doue. Bien que la reherhe d'origines de répliation soit un problème de détetionde points de rupture, notre méthode fontionne, dans le sens qu'elle o�re aux biologistes une fenêtre permettantde trouver l'origine de répliation in vivo. Ainsi les transitions doues n'empêhent pas de trouver les origines derépliation, d'autant plus qu'il est possible d'a�ner le résultat en se réduisant à la portion de génome qui nousintéresse. Bien entendu, il est toujours possible d'a�ner les résultats à la portion de génome qui nous intéressea�n de déterminer plus préisément les origines de répliations reherhées.79



Chapitre 5. Validation des modèles de Markov régulés

Fig. 5.20 � Comparaison ORILOC / Chaînes de Markov régulées d'ordre 1 et de degré 8 : Chlamydia trahomatis
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5.4. AIC, BIC5.4 AIC, BICIl existe de nombreux ritères de omparaison de modèles et deux sont assez unanimement reonnus : l'AICet le BIC (pour Akaïke Information Criterion et Bayesian Information Criterion introduits respetivement par[Aka74℄ et [Sh78℄). Rappelons les dé�nitions de es deux ritères :
AIC = −(2ℓ(θ) − 2K)

BIC = −(2ℓ(θ) −K logn)où ℓ(θ) est la log-vraisemblane du modèle, K le nombre de paramètres et n la taille de l'éhantillon. Le modèlequi a le plus petit AIC ou BIC est onsidéré omme le �meilleur� modèle selon e ritère.
AIC et BIC sont généralement onstruits en ajoutant une pénalisation à la log-vraisemblane évaluée parmaximum de vraisemblane. Puisque l'estimateur des moindres arrés est le seul dont nous disposons, nous adap-tons es ritères à l'aide d'une pénalisation de la log-vraisemblane alulé à l'aide de et estimateur. Cela peutêtre justi�é par le fait que pour des haînes de Markov l'estimateur des moindres arrés (fondé sur une formulesimilaire à notre formule 2.1 p38) est asymptotiquement équivalent à l'estimateur du maximum de vraisemblane.Dans les tableaux 5.8 et 5.9, nous avons alulé les AIC et BIC pour des DMM d'ordre 0, 1, 2 et 3 avedérive polynomiale de degré variant de 0 à 5. Ces résultats ont été obtenus sur le génome omplet d'Haemophilusin�uenzae (voir [FAW+95℄). Tab. 5.8 � AIC de DMM sur Haemophilus in�uenzae.Degré 0 1 2 3 4 5Ordre 0 4970436 4970420 4969422 4969322 4969286 4969134Ordre 1 4907696 4907649 4906564 4906455 4906363 4906223Ordre 2 4892311 4892250 4891118 4890996 4890826 4890648Ordre 3 4865655 4865652 4864567 4864540 4864472 4864342Tab. 5.9 � BIC de DMM sur Haemophilus in�uenzae.Degré 0 1 2 3 4 5Ordre 0 4970473 4970494 4969534 4969471 4969472 4969358Ordre 1 4907845 4907947 4907011 4907051 4907108 4907117Ordre 2 4892907 4893442 4892907 4890996 4893807 4894224Ordre 3 4868040 4870422 4871721 4874079 4876395 4878650Alors que l'AIC préfère les modèles ave de nombreux paramètres (l'AIC déroît généralement ave l'ordreet le degré), le BIC préfère les modèles ave un petit nombre de paramètres. C'est pourquoi les DMM ave degrands degrés sont partiellement ignorés par le BIC. En e�et, pour un DMM d'ordre k et de degré d, le nombrede paramètres est égal à (d + 1)|A|k(|A| − 1). Il est possible de hoisir ordre et degré d'un DMM ave le BIC,mais le grand nombre de paramètres de es modèles apporte de meilleurs ajustement à la séquene omme nousavons pu le remarquer en 5.2 et le BIC ne prend pas en ompte et argument.Dans le but de omparer les DMM ave les autres modèles, nous répétons que la meilleure manière est d'observersur les �gures 5.6 ou 5.16 que les variations des nuléotides sont ontinues.Remarque 13 Un DMM de degré 0 est un modèle de Markov lassique. Nous avons onstaté dans les Tableaux5.8 et 5.9 que les AIC et BIC des DMM sont meilleurs que es modèles de Markov lassiques.Les omparaisons selon l'AIC et le BIC, e�etuées dans les tableaux suivants, re�ètent le omportementgénéral de es ritères fae à nos modèles. Selon l'AIC les DMM sont de meilleurs modèles que les HMM quelque soit l'ordre (voir Tableau 5.10). Le degré 1 est le degré pour lequel l'AIC est le plus grand, pourtant il estdéjà plus petit que pour un HMM. Selon le BIC, les HMM sont de meilleurs modèles que les DMM (voir Tableau5.11). Le degré 1 est ette fois le degré pour lequel le BIC est le plus petit (e n'est pas toujours le as : pour desséquenes plus longues omme nous l'avons vu au Tableau 5.9), pourtant il est déjà plus grand que pour un HMM.81



Chapitre 5. Validation des modèles de Markov régulésTab. 5.10 � AIC de DMM et de HMM sur le virus du sida HIV1.Ordre 0 1 2 3DMM degré 1 25470 24959 24893 25123HMM 2 états 25566 25234 26338 31145HMM 3 états 25598 25482 27173 34392Tab. 5.11 � BIC de DMM et de HMM sur le virus du sida HIV1Ordre 0 1 2 3DMM degré 1 25513 25130 25579 27869HMM 2 états 25493 24996 25441 27613HMM 3 états 25461 25097 25800 29066Comme nous l'avons déjà dit, il ne faut pas seulement voir dans les DMM un modèle en ompétition ave lesHMM mais plut�t un outil omplémentaire à la modélisation des séquenes. Même si la di�érene entre les BICn'est pas très grande, l'essentiel est de se rappeler que nous proposons les premiers modèles inluant la possibilitéd'une variation ontinue de la matrie de transition. Combinés ave les qualités des HMM, les DMM apporterontdes outils puissants pour l'analyse de séquenes.
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Chapitre 6Les mots exeptionnels6.1 La théorieUn exemple fondamental d'appliation des DMM est la reherhe de mots exeptionnels dans les séquenesd'ADN. De nombreuses analyses sur les séquenes d'ADN sont fondées sur la distribution des ourrenes demotifs possédant une fontion biologique partiulière. Un problème important est de déterminer la signi�ativitéstatistique de la fréquene d'un mot dans une séquene d'ADN. [NDV02℄ relate ette importane de trouverdes mots sur- ou sous- représentés. L'idée naïve est la suivante : un mot peut avoir une faible fréquene dans uneséquene d'ADN pare qu'il empêhe la répliation ou bien l'expression d'un gène, alors qu'un mot signi�ativementfréquent peut avoir une ativité fondamentale pour la stabilité du génome ou bien tout simplement la survie del'organisme. Des exemples bien onnus de mots de fréquenes exeptionnelles dans les séquenes d'ADN sont lespalindromes orrespondants aux sites de restrition évités par exemple dans E. oli [KBM92℄, ou bien les motifsCHI (Cross-over Hotspot Instigator) dans plusieurs batéries telle E. oli par exemple ([SKS+81, EKBSG99℄),ou bien enore les séquenes uptake [SGS99℄ ou les signaux de polyadénylation [vHdOPO00℄. L'approhe la pluspopulaire onsiste en l'ajustement d'un modèle de Markov sur la séquene et le alul de la p-valeur qui est dé�nieparP(N > Nobs) pour un mot sur-représenté et parP(N < Nobs) pour un mot sous-représenté, oùN est la variablealéatoire du nombre d'ourrenes du mots étudié et Nobs le nombre d'ourrenes observées. Nous dé�nissons lastatistique de motif S assoié à n'importe quel nombre Nobs par :
S =

{
− log10P(N > Nobs) si N ≥ E(N)
+ log10P(N < Nobs) si N < E(N)

.De ette manière, un motif a une statistique positive si il est vu plus de fois qu'il est attendu et une statistiquenégative si il est vu moins qu'il n'est attendu. Dans les deux as, la p-valeur orrespondante est donnée (en éhellelogarithmique) par l'amplitude de la statistique. Voir [Nue06b℄ pour une étude des di�érentes méthodes disponiblespour aluler les statistiques de motifs sur des textes générés par des modèles de Markov.Comme es probabilités sont alulées sous un modèle, de petites p-valeurs peuvent apparaître pour des motssans intérêt biologique si le modèle n'est pas �able. C'est pourquoi il est préférable de proposer un modèle de réfé-rene le plus prohe possible de la vraie séquene. Les DMM o�rent un tel modèle. Il est toujours plus onvainantd'obtenir des p-valeurs pour les modèles les plus réalistes. Dans e sens, onsidérer un DMM pour la reherhe demots exeptionnels dans les séquenes biologiques semble être une meilleure approhe qu'utiliser des modèles deMarkov (omme nous l'avons vu dès l'introdution (voir Figure 7) et dans le hapitre préédent (voir 5.2.3), lesDMM et leur variation ontinue o�rent des modèles plus prohes de la réalité que les modèles de Markov).Des omplexités numériques apparaissent lorsque nous voulons aluler les p-valeurs exates de modèles deMarkov inhomogènes mais une nouvelle approhe proposée par [Nue06a℄, utilisant les �nite Markov hain imbedding(FMCI, voir [Lou96℄) apporte des solutions à e problème. Une desription détaillée de ette méthode est donnéedans [NP07℄.6.2 Premières appliationsNous ne donnons qu'un exemple de reherhe de mots exeptionnels. Nous hoisissons le mot le plus populairedans e domaine, le CHI d'Esherihia oli K12 (voir [BPB+97℄). Nous onsidérons le génome omplet de labatérie où le motif CHI gtggtgg apparaît 499 fois. Comme nous pouvons le onstater dans le Tableau 6.1, lemotif CHI est attendu 70.10 par un DMM d'ordre 1 et de degré 0 et 175.31 fois par un DMM d'ordre 2 et de83



Chapitre 6. Les mots exeptionnelsTab. 6.1 � Statistique S (log p-valeur) du mot gtggtgg sur-représenté pour des DMM de di�érents ordres etdegrés : le CHI d'E. oli qui apparaît 499 fois dans la séquene. Notons qu'un DMM de degré 0 orrespond à unmodèle de Markov lassique. Ordre Degré Espérane S
1 0 70.10 240.814
1 1 70.26 240.398
1 2 71.88 238.766
1 3 71.87 238.774
1 8 71.94 238.605
2 0 173.84 88.902
2 1 174.03 88.747
2 2 175.16 87.837
2 3 175.10 87.881
2 8 175.31 87.717degré 8. Dans des modèles plus réalistes tels les DMM, les motifs CHI sont plus attendus que dans d'autres modèles(même si malheureusement, la di�érene n'est pas si �agrante).Comme nous l'avons déjà dit, nous ne pouvons omparer les p-valeurs de di�érents modèles entre elles. Maisnous pouvons omparer les di�érentes lassi�ations apportées pas es di�érents modèles. Quelle lassi�ationdevons-nous préférer ? Celle donnée par les HMM et leur segmentation ou elle donnée par les DMM et sonévolution doue ? Évidemment, il semble plus raisonnable de onsidérer les p-valeurs dans le modèle qui apporte lemeilleur ajustement aux données même si e modèle ontient plus de paramètres. Ainsi les DMM forment un outiltrès utile à la reherhe de mots exeptionnels dans les séquenes d'ADN. Le Tableau 6.2 donne la lassi�ation desmots de 5 lettres, pour des modèles de Markov lassiques, un HMM à 3 états et un DMM de degré 1, à l'ordre 1.Tab. 6.2 � Classi�ation des mots de taille 5 dans le génome omplet du phage Lambda, pour di�érents modèles,selon leur statistique de motifs S.Nobs désigne le nombre observé d'ourrenes de e mot.E(N) désigne l'espéranedu nombre N de mots. Nous donnons seulement les inq mots les plus sous-représentés et les inq mots les plussur-représentés pour haque modèle.MM HMM 3 états DMM degré 1Mots Nobs E(N) S Mots Nobs E(N) S Mots Nobs E(N) Saattg 32 88.22 −11.41 aattg 32 83.38 −10.07 aattg 32 86.53 −10.94ttggg 20 65.12 −10.33 attg 13 47.59 −8.57 ttgga 21 64.94 −9.76ttgga 21 66.70 −10.29 ttag 2 24.60 −8.19 ttggg 20 62.94 −9.66attg 13 50.74 −9.59 ttgga 21 59.47 −8.15 attg 13 50.27 −9.44taggg 3 29.60 −9.21 tgag 9 39.01 −8.11 tgag 9 40.69 −8.68ggg 114 53.97 12.13 gtgg 127 65.44 14.23 gtgg 127 64.80 11.77tgaa 124 61.02 12.16 tgaa 124 61.34 14.90 tgaa 124 60.85 12.21tgg 100 39.98 15.08 gga 112 44.00 20.58 tgg 100 38.81 16.18gga 112 43.11 17.93 tgg 100 36.50 20.65 gga 112 43.57 18.10gaga 141 57.51 20.20 gaga 141 58.35 22.66 gaga 141 57.59 20.31

6.3 Perspetives : les fateurs de transriptionConsient que les exemples d'appliation donnés plus haut ne sont qu'illustratifs et ne sont pas des �résultats�,nous avons envisagé une appliation ambitieuse au sujet des sites de �xation de fateurs de transription (SFFT).Nous avons parlé de la transription en Introdution sans préiser que ette transription s'initie à ertains endroitsde la séquene reonnus, au moins en partie, par la présene de sites de �xation de fateurs de transription (desmotifs omposites orrespondant le plus souvent à deux mots de 3 à 8 nuléotides). Ces fateurs sont don trèsimportants ar ils sont indispensables à la première étape de l'expression d'un gène. Certains motifs sont ommunsà plusieurs batéries ou di�èrent seulement pas 1 nuléotide. Certains autres sont propres à la batérie. La reherhe84



6.3. Perspetives : les fateurs de transriptionde es fateurs de transription est un domaine d'atualité ar la plupart de es motifs restent enore inonnus.Une littérature abondante existe en e domaine. [Her99℄ pose les bases de la struture des motifs, et détermineleurs aratéristiques. De nombreux algorithmes de reherhe de sites de �xation des fateurs de transriptionexistent re�étant de multiples approhes : [TLB+05℄ ompare es di�érentes approhes. Des méthodes de Gibbssampling ([BE94℄) ou bien plus prohe de notre sujet, des méthodes fondées sur la sur-représentation statistiquede es sites de �xation ([vHACV98, TSDR+08℄).La reherhe de mots exeptionnels néessite un modèle de référene, re�étant au mieux la séquene. Lesméthodes de détetion utilisent très souvent les modèles de Markov et il semble très intéressant de posséder denouveaux modèles tels les DMM pour a�ner les résultats de es méthodes voire déteter de nouveaux motifs. Cetravail fait l'objet d'une ollaboration ave Grégory Nuel8

8MAP5 - UMR CNRS 8145, Université Paris Desartes, nuel�math-info.univ-paris5.fr85



Chapitre 6. Les mots exeptionnels
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DMM et perspetivesNous avons introduit une nouvelle lasse de modèles de Markov inhomogènes, les modèles de Markov régulésou drifting Markov models. Ces nouveaux modèles permettent à la matrie de transition de varier le long de laséquene. Les modèles de Markov sont homogènes et les modèles de Markov ahés ne peuvent pas modéliser toutesles strutures hétérogènes. L'hétérogénéité des séquenes nous enourage à onsidérer des modèles plus �exiblestels que les DMM et la variation ontinue de leur matrie de transition. Une illustration important de es modèlesonerne le pourentage en g d'une séquene d'ADN. Il est ommunément admis qu'un fort pourentage en gpeut induire la présene de gène ([ZCB96℄). Du fait qu'ils o�rent une évolution doue et une matrie de transitiondi�érente en haque position de la séquene, les DMM proposent un meilleur ajustement au pourentage en g queles HMM et leur hangements d'états brutaux. D'autres appliations omme la reherhe d'origines de répliationset partiulièrement la reherhe de mots exeptionnels sont des exemples importants des possibilités des DMM.Nous onluons que les DMM forment un outil très utile à l'analyse statistique des séquenes biologiques. Ilso�rent une desription détaillée de la séquene et peuvent être utilisés pour l'analyse struturale ou bien pour desappliations biologiques diretes.De plus, il serait intéressant de ne pas limiter notre étude à la dérive polynomiale et à la dérive par splinespolynomiales. L'ajustement de nouveaux modèles ave des ovariables telles le pourentage en g, le degré d'hy-drophobiité ou bien un indiateur de la struture de la protéine (hélie α, feuillet β . . .). Des dérives autresque polynomiales sont envisageables : dérives exponentielles, sinusoïdales. . .. Toute fontion est envisageable sansperdre de vue l'intérêt biologique de ette fontion.L'utilisation des DMM en phylogénie est aussi une soure de travail intéressant : au lieu de modéliser l'évolutiond'une séquene, nous modéliserions l'évolution des séquenes par un DMM.Une autre perspetive plus théorique est de réduire le nombre de paramètres des modèles de Markov dérivants.Pour ela, l'utilisation de modèles MTD (mixture transition distribution) introduit par Raftery ([BR02, Raf85℄)et/ou de haîne de Markov à longueurs variables [BW99℄ est envisageable.La perspetive la plus intéressante reste �nalement elle évoquée de multiples fois dans e manusrit : ombinerHMM et DMM. Nous estimerions une haîne de Markov ahée pour laquelle haque état serait un modèle deMarkov dérivant.
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Annexe AEstimation de Π0 et Π1A.1 Estimation de Π0 et Π1 par régression matriielleNous présentons ii les aluls omplémentaires relatifs au 1.1.2 de la partie I.A.1.1 Stohastiité des matries Π̂0 et Π̂1Preuve (Théorème 3 p29 : Les matries Π̂0 et Π̂1 sont stohastiques) Il su�t de montrer que la sommedes termes de haque ligne est égale à 1 et que tous les termes sont positifs. Rappelons que les matries Π̂Sℓ sontstohastiques. Nous avons don� ∀ℓ ∈ J1, NK
∑

v∈A

Π̂Sℓ(u, v) = 1� ∀ℓ ∈ J1, NK∀(u, v) ∈ Ak ×A, Π̂Sℓ(u, v) > 0
• Montrons tout d'abord que la somme sur haque ligne vaut 1.
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• Montrons désormais que tous les termes sont positifs.
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= −
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2 ≤ 0.Il resterait à montrer que ∑
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(τℓ1 − τℓ2)(1 − τℓ1)Π̂Sℓ2
(u, v) < 0.Les termes ne sont don pas toujours positifs. Lors de l'estimation nous proposons un réajustement proportionneldes valeurs (voir A.1.2).A.1.2 Valeurs négatives dans les matries estiméesCe paragraphe a pour but de lari�er une fois pour toutes le réajustement d'une matrie dont les lignes sommentà 1 mais omportant des valeurs négatives. Les valeurs négatives étant en pratique toujours très prohes de 0, nousavons hoisi la solution simple de remplaer la ligne ( a b c d ) d'une matrie par ( |a|

T

|b|
T

|c|
T

|d|
T

)où T = |a| + |b| + |c| + |d|. Nous pouvons bien sûr envisager d'autres méthodes plus omplexes mais ela sembleinutile en pratique.Exemple 15 On estime un modèle d'ordre 1 et de degré 8 sur le virus du sida. Le Tableau A.1 montre la matriede transition Π en position 0 avant et après réajustement pour onstater qu'elles sont très ressemblantes.Tab. A.1 � Réajustement des valeurs négatives
Π avant Π après

0.253113 0.292272 0.322449 0.132166
0.300977 0.440376 0.150777 0.10787
0.394985 −0.007905 0.378852 0.234068
0.228737 0.294001 0.113683 0.363579

0.253113 0.292272 0.322449 0.132166
0.300977 0.440376 0.150777 0.10787
0.388837 0.007782 0.372956 0.230425
0.228737 0.294001 0.113683 0.363579Remarque 14 Le prinipe d'une dérive linéaire est de supposer que les données forment approximativement unedroite dans l'espae des matries onsidéré. Si nous obtenons des valeurs négatives pour les matries de transition,le modèle de variation linéaire de la matrie n'est sans doute pas raisonnable. Il en va de même pour des dérivesde degrés supérieurs. Dans e as, la reherhe d'un autre modèle est néessaire.A.1.3 Distanes : deuxième méthodeAu lieu de hoisir un seul point par segment, nous hoisissons tous les points du segment pour ajuster notremodèle. Nous minimisons don la somme suivante, pour une distane matriielle d hoisie
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] ave [.] désignant la partie entière. Nous devons don minimiser la fontion suivante :
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u∈Ak

∑
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)
Π0(u, v) −
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n
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)2De la même manière que pour un seul point, nous obtenons les estimateurs de Π0 et Π1. La stohastiité de esestimateurs se démontre de la même manière.Nous onstatons dans le tableau A.2 que la di�érene d'estimation est minime alors que le gain de aluls duhoix d'un seul point est grand. La log-vraisemblane est meme quasiment identique (à l'unité près). Nous avonsdon déidé de ne pas approfondir ette méthode. 95



Annexe A. Estimation de Π0 et Π1Tab. A.2 � Sur le phage Lambda, omparaison entre deux méthodes d'estimation : un seul point / tous les points.La moyenne des éarts est de 2.9.10−4 pour Π0 et de 5.9.10−4 pour Π1.Un seul point Tous les points
Π0

0.246962 0.262711 0.253974 0.236353
0.233381 0.281842 0.299379 0.185398
0.235837 0.331655 0.244713 0.187795
0.131972 0.43156 0.219167 0.217301

0.246383 0.262735 0.254068 0.236814
0.233398 0.281871 0.29892 0.185811
0.235421 0.332072 0.244999 0.187508
0.131662 0.431773 0.218864 0.217701

Π1

0.331785 0.188344 0.171998 0.307873
0.283362 0.193407 0.259235 0.263996
0.336346 0.206012 0.186051 0.271591
0.220492 0.242692 0.235669 0.301147

0.332946 0.188298 0.171814 0.306942
0.283326 0.193354 0.260158 0.263162
0.337179 0.205179 0.185478 0.272164
0.221114 0.242272 0.236275 0.300339A.1.4 Espéranes et varianes de Π̂Sℓ

pour le modèle des haînes de Markov las-siquesL'unique but de e alul est de le omparer au suivant. Nous alulons sur haque segment, espéranes etvarianes des estimateurs des matries de transition sous un modèle de Markov lassique (homogène le long dusegment).Théorème 14 Les estimateurs Π̂Sℓ(u, v) sont onvergents.Preuve Nous posons NSℓ(uv) le nombre de u suivis d'un v et NSℓ(u+) le nombre de u du segment Sℓ. Sur lesegment Sℓ, la probabilité de voir apparaître un v après un u ne hange pas, la variable aléatoire du nombre de uvsahant le nombre de u suit don une loi binomiale :
NSℓ(uv)|NSℓ(u+) ∼ B(NSℓ(u+),ΠSℓ(u, v)).Nous en déduisons l'espérane de Π̂Sℓ(u, v) pour ℓ ∈ J1, NK :E(NSℓ(uv)|NSℓ(u+)) = NSℓ(u+)ΠSℓ(u, v)E( NSℓ(uv)
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))
= ΠSℓ(u, v).Nous avons V(NSℓ(uv)|NSℓ(u+)) = NSℓ(u+)ΠSℓ(u, v) (1 − ΠSℓ(u, v)) .À l'aide du théorème de la variane totale, nous obtenons la variane de Π̂Sℓ(u, v) pour ℓ ∈ J1, NK :V(Π̂Sℓ(u, v)) = V(NSℓ(uv)
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1

i
P(NSℓ(u+) = i).Un modèle de Markov se retrouvant rapidement en régime stationnaire, il est raisonnable de onsidérer que

NSℓ(u+) + 1 ∼ B(|Sℓ| − k − 1, µℓ(u)).96



A.1. Estimation de Π0 et Π1 par régression matriielleAinsi V(Π̂Sℓ(u, v)) = ΠSℓ(u, v)(1 − ΠSℓ(u, v))
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)
.Les estimateurs Π̂Sℓ(u, v) sont don sans biais et de variane qui tend vers zéro quand |Sℓ| → +∞, et par onséquentonvergents.A.1.5 Espéranes et varianes de Π̂Sℓ

pour le modèle des haînes de Markov réguléesPour le modèle de Markov régulé, la loi de NSℓ(uv)|NSℓ(u+) ne peut pas être approhée par une binomiale deparamètres NSℓ(u+) et ΠSℓ(u, v). En e�et, la probabilité d'apparition d'un v derrière un u dépend de la positiondans le segment.Calul de E(Π̂Sℓ(u, v)
)Preuve (Théorème 4 p29)E(Π̂Sℓ(u, v)
)

=
∑

t∈S⋆
ℓ

E1{Xt−k . . .Xt−1 = u,Xt = v}∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u}




=
∑

t∈S⋆
ℓ

∑

i∈J1,|S⋆
ℓ
|K

1

i
PXt−k . . . Xt−1 = u,Xt = v,

∑

j∈S⋆
ℓ

1{Xj−k . . .Xj−1 = u} = i




=
∑

t∈S⋆
ℓ

∑

i∈J1,|S⋆
ℓ
|K

1

i
P∑

j∈S⋆
ℓ

1{Xj−k . . .Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt−1 = u,Xt = v


P(Xt = v|Xt−k . . .Xt−1 = u)P(Xt−k . . .Xt−1 = u)

=
∑

t∈S⋆
ℓ

Π t
n
(u, v)µℓ(u)

∑

i∈J1,|S⋆
ℓ
|K

1

i
P∑

j∈S⋆
ℓ

1{Xj−k . . .Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt−1 = u,Xt = v


 .La troisième égalité vient de la formule de multipliation. Pour approher la loi du nombre de u dans le segment

Sℓ, nous dé�nissons µℓ loi stationnaire de Πτℓ . Les modèles de Markov régulés dérivant une variation doue dela matrie il est raisonnable de penser qu'en moyenne, la probabilité d'apparition d'un u sera dé�nie par µℓ etqu'ainsi le nombre de u d'un segment suit une loi binomiale :
∀t ∈ S⋆ℓ

∑

j∈S⋆
ℓ
,j 6=t

1{Xj−k . . .Xj−1 = u} ∼ B(m− k − 1, µℓ(u)).Cette supposition est moins forte que elle qui assoie diretement au nombre de uv une loi binomiale. Nousobtenons ainsi
∑

i∈J1,|S⋆
ℓ
|K

1

i
P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt−1 = u,Xt = v




≃
∑

i∈J1,|S⋆
ℓ
|K

1

i
P ∑

j∈S⋆
ℓ
,j 6=t

1{Xj−k . . . Xj−1 = u} = i− 1
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=

|S⋆ℓ |∑

i=1

1

i
Ci−1

|S⋆
ℓ
|−1(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i−1

=
1

|S⋆ℓ |µℓ(u)

|S⋆ℓ |∑

i=1

Ci|S⋆
ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

=
1

|S⋆ℓ |µℓ(u)




|S⋆ℓ |∑

i=1

Ci|S⋆
ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i




=
1

|S⋆ℓ |µℓ(u)
(
1 − (1 − µℓ(u))

|S⋆ℓ |
)
.L'approximation faite lors de la première égalité est négligeable. La onnaissane de Xt = v n'in�ue en e�et quetrès faiblement sur le nombre de u du segment. Nous obtenons alorsE(Π̂Sℓ(u, v)

)
=

(
1 − (1 − µℓ(u))

|S⋆ℓ |
)

∑

t∈S⋆
ℓ

(
1 − t

n

)
Π0(u, v) +

(
t
n

)
Π1(u, v)

|S⋆ℓ |




=
(
1 − (1 − µℓ(u))

|S⋆ℓ |
)



1 −

∑

t∈S⋆
ℓ

t

|S⋆ℓ |n


Π0(u, v) +

∑

t∈S⋆
ℓ

t

|S⋆ℓ |n
Π1(u, v)


 .Sahant que ∑

t∈S⋆
ℓ

t

|S⋆ℓ |
=
a+ b

2
(ave a le premier élément de S⋆ℓ et b le dernier), nous obtenons les approximationssuivantes pour les estimateurs de ΠSℓ :E(Π̂Sℓ(u, v)

)
≈ (1 − (1 − µℓ(u))

m−k)Π 2ℓm−m+k−1
2n

(u, v),E(Π̂SN (u, v)
)

≈ (1 − (1 − µℓ(u))
n−(N−1)m−k+1)Π (N−1)m+k+n

2n

(u, v).Les estimateurs Π̂Sℓ(u, v) sont don asymptotiquement sans biais.Calul de V (Π̂Sℓ

)Preuve (Théorème 5 p29) Nous savons que :V (Π̂Sℓ(u, v)
)

= E(Π̂Sℓ(u, v)
2
)
−E(Π̂Sℓ(u, v)

)2

.Nous avons l'égalité (⋆) :E(Π̂Sℓ(u, v)
2)

=
∑

t∈S⋆
ℓ

E 1{Xt−k . . . Xt−1 = u,Xt = v}

∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u}




2




+ 2
∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

E1{Xt1−k . . .Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u,Xt2 = v}

∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u}




2
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A.1. Estimation de Π0 et Π1 par régression matriielle
=

∑

t∈S⋆
ℓ

Π t
n
(u, v)µℓ(u)

∑

i∈J1,|S⋆
ℓ
|K

1

i2
P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt−1 = u,Xt = v




+ 2
∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)µℓ(u)
2

∑

i∈J2,|S⋆
ℓ
|K

1

i2P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . .Xt2−1 = u,Xt2 = v


 .La formule de multipliation nous donneP∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i,Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . .Xt2−1 = u,Xt2 = v




= P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u,Xt2 = v


P (Xt2 = v|Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . .Xt2−1 = u)P (Xt2−k . . . Xt2−1 = u|Xt1−k . . . Xt1−1 = u,Xt1 = v)P (Xt1 = v|Xt1−k . . . Xt1−1 = u)P (Xt1−k . . .Xt1−1 = u)et nous avons utilisé les approximations suivantes (raisonnables du fait de la faible dépendane des événements) :� P (Xt2 = v|Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u) par Π t2

n

(u, v)� P (Xt2−k . . .Xt2−1 = u|Xt1−k . . . Xt1−1 = u,Xt1 = v) par µℓ(u)� P (Xt1 = v|Xt1−k . . . Xt1−1 = u) par Π t1
n

(u, v)� P (Xt1−k . . .Xt1−1 = u) par µℓ(u).
• Calul du premier terme de la somme (⋆)

∑

t∈S⋆
ℓ

Π t
n
(u, v)µℓ(u)

∑

i∈J1,|S⋆
ℓ
|K

1

i2
P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . .Xt−1 = u,Xt = v




=
∑

t∈S⋆
ℓ

Π t
n
(u, v)µℓ(u)

∑

i∈J1,|S⋆
ℓ
|K

1

i2
P ∑

j∈S⋆
ℓ
,j 6=t

1{Xj−k . . . Xj−1 = u} = i− 1




=
∑

t∈S⋆
ℓ

Π t
n
(u, v)µℓ(u)

|S⋆ℓ |∑

i=1

1

i2
Ci−1

|S⋆
ℓ
|−1(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i−1

=
∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |

|S⋆ℓ |∑

i=1

1

i
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

= A
∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
.Nous avons

|S⋆ℓ |∑

i=1

1

i+ 1
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

=
1

|S⋆ℓ |µℓ(u)

|S⋆ℓ |∑

i=1

Ci+1
|S⋆
ℓ
|+1(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i+1

=
1

|S⋆ℓ |µℓ(u)

|S⋆ℓ |+1∑

i=2

Ci|S⋆
ℓ
|+1(1 − µℓ(u))

|S⋆ℓ |+1−iµℓ(u)
i99
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=
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1)µℓ(u)(1 − µℓ(u))
|S⋆ℓ |

|S⋆ℓ |µℓ(u)
.Sahant que 1

i+1 ≤ 1
i ≤ 2

i+1 ,
A− ≤ A ≤ A+ave

A− =
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1)µℓ(u)(1 − µℓ(u))
|S⋆ℓ |

|S⋆ℓ |µℓ(u)

A+ =
2
(
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1)µℓ(u)(1 − µℓ(u))
|S⋆ℓ |
)

|S⋆ℓ |µℓ(u)
.

• Calul du seond terme de la somme (⋆)

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)µℓ(u)
2

∑

i∈J2,|S⋆
ℓ
|K

1

i2P∑

j∈S⋆
ℓ

1{Xj−k . . . Xj−1 = u} = i

∣∣∣∣∣∣
Xt−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u,Xt2 = v




= 2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)µℓ(u)
2

∑

i∈J2,|S⋆
ℓ
|K

1

i2
P ∑

j∈S⋆
ℓ
,j 6=t1,t2

1{Xj−k . . . Xj−1 = u} = i− 2




= 2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)µℓ(u)
2

∑

i∈J2,|S⋆
ℓ
|K

1

i2
Ci−2

|S⋆
ℓ
|−2(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i−2

= 2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)

∑

i∈J2,|S⋆
ℓ
|K

i− 1

i
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

= 2B
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
.Nous avons

B =
∑

i∈J2,|S⋆
ℓ
|K

i− 1

i
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

=
∑

i∈J2,|S⋆
ℓ
|K

Ci|S⋆
ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

−
∑

i∈J2,|S⋆
ℓ
|K

1

i
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

=
(
1 − (1 − µℓ(u))

|S⋆ℓ | − |S⋆ℓ |µℓ(u)(1 − µℓ(u))
|S⋆ℓ |−1

)

−
∑

i∈J2,|S⋆
ℓ
|K

1

i
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
iet

∑

i∈J2,|S⋆
ℓ
|K

1

i+ 1
Ci|S⋆

ℓ
|(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i

=
1

µℓ(u) (|S⋆ℓ | + 1)

∑

i∈J2,|S⋆
ℓ
|K

Ci+1
|S⋆
ℓ
|+1(1 − µℓ(u))

|S⋆ℓ |−iµℓ(u)
i+1100
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=

1

µℓ(u) (|S⋆ℓ | + 1)

∑

i∈J3,|S⋆
ℓ
|+1K

Ci|S⋆
ℓ
|+1(1 − µℓ(u))

|S⋆ℓ |+1−iµℓ(u)
i

=
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1) (1 − µℓ(u))
|S⋆ℓ |µℓ(u) − |S⋆ℓ |(|S

⋆
ℓ |+1)

2 (1 − µℓ(u))
|S⋆ℓ |−1µℓ(u)

2

µℓ(u) (|S⋆ℓ | + 1)
.Sahant que 1

i+1 ≤ 1
i ≤ 2

i+1 ,
B− ≤ B ≤ B+ave

B− = I − II+

B+ = I − II−

I =
(
1 − (1 − µℓ(u))

|S⋆ℓ | − |S⋆ℓ |µℓ(u)(1 − µℓ(u))
|S⋆ℓ |−1

)

II− =
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1) (1 − µℓ(u))
|S⋆ℓ |µℓ(u) − |S⋆ℓ |(|S

⋆
ℓ |+1)

2 (1 − µℓ(u))
|S⋆ℓ |−1µℓ(u)

2

µℓ(u) (|S⋆ℓ | + 1)

II+ =
2
(
1 − (1 − µℓ(u))

|S⋆ℓ |+1 − (|S⋆ℓ | + 1) (1 − µℓ(u))
|S⋆ℓ |µℓ(u) − |S⋆ℓ |(|S

⋆
ℓ |+1)

2 (1 − µℓ(u))
|S⋆ℓ |−1µℓ(u)

2
)

µℓ(u) (|S⋆ℓ | + 1)
.

• Enadrement de la varianeNous obtenons
A−

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B−

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−E(Π̂Sℓ(u, v)

)2

≤ V(Π̂Sℓ(u, v)
)
≤

A+

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B+

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−E(Π̂Sℓ(u, v)

)2Nous avons
2

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)

= Π0(u, v)
2

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

1 +
t1
n

t2
n

− t1
n

− t2
n

|S⋆ℓ |(|S⋆ℓ | − 1)

+ Π0(u, v)Π1(u, v)

2
∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

t1
n

+
t2
n

− 2
t1
n

t2
n

|S⋆ℓ |(|S⋆ℓ | − 1)

+ Π1(u, v)
2

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

(
t1
n

t2
n

)

|S⋆ℓ |(|S⋆ℓ | − 1)
.Sahant que� 2

∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

1

|S⋆ℓ |(|S⋆ℓ | − 1)
= 1� T1 =

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

t1
n

|S⋆ℓ |(|S⋆ℓ | − 1)
=

2a+ b− 1
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2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

t2
n

|S⋆ℓ |(|S⋆ℓ | − 1)
=
a+ 2b+ 1

3n� T3 =

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

t1
n

t2
n

|S⋆ℓ |(|S⋆ℓ | − 1)
=

3a2 + a+ 6ab+ 3b2 − b− 2

12n2� K = T3 − τℓ
2 =

a− b− 2

12n2ave a et b premier et dernier élément de Sℓ, nous obtenons
Π0(u, v)

2
(1 − T1 − T2 + T3) + Π0(u, v)Π1(u, v) (T1 + T2 − 2T3) + Π1(u, v)

2
T3

= Π0(u, v)
2 (

1 − 2τℓ + τℓ
2 +K

)
+ 2Π0(u, v)Π1(u, v)

(
τℓ − τℓ

2 −K
)

+ Π1(u, v)
2 (
τℓ

2 +K
)

= Πτℓ
2(u, v) +K(Π1(u, v) − Π0(u, v))

2
.Finalement, nous avons un enadrement de la variane :

A−Πτℓ(u, v) +B−

(
Πτℓ(u, v)

2
+K(Π1(u, v) − Π0(u, v))

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2

≤ V(Π̂Sℓ(u, v)
)
≤

A+Πτℓ(u, v) +B+

(
Πτℓ(u, v)

2
+K(Π1(u, v) − Π0(u, v))

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2Nous avons A−, A+ et K qui tendent vers 0, B− et B+ qui tendent vers 1.La variane des estimateurs Π̂Sℓ(u, v) tend don vers zéro quand |Sℓ| → +∞.A.1.6 Espéranes et varianes de Π̂0 et Π̂1EspéranesPreuve (Théorème 7 p30) Connaissant les valeurs des E(Π̂Sℓ

) (voir p29), nous posons
Em = min

ℓ

{
(1 − (1 − µℓ(u))

m−k), (1 − (1 − µℓ(u))
n−(N−1)m−k+1)

}et
Ep = max

ℓ

{
(1 − (1 − µℓ(u))

m−k), (1 − (1 − µℓ(u))
n−(N−1)m−k+1)

}
.Ainsi, nous avons EmΠτℓ ≤ E(Π̂Sℓ(u, v)

)
≤ EpΠτℓ . Sahant que Πτℓ = (1 − τℓ)Π0 + τℓΠ1, nous obtenons :

EmΠ0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ (1 − τℓ) + EmΠ1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ
2 − EpΠ0

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

(1 − τℓ) − EpΠ1

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

≤ E(Π̂0(u, v)

)
≤

EpΠ0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ (1 − τℓ) + EpΠ1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ
2
− EmΠ0

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

(1 − τℓ) − EmΠ1

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2
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EmΠ0

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

(1 − τℓ) + EmΠ1

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

τℓ − EpΠ0

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ(1 − τℓ) − EpΠ1

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

≤ E(Π̂1(u, v)

)
≤

EpΠ0

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

(1 − τℓ) + EpΠ1

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

τℓ − EmΠ0

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ(1 − τℓ) − EmΠ1

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)Don
Π0 + f−

0 (m) ≤ E(Π̂0(u, v)
)
≤ Π0 + f+

0 (m)

Π1 + f−
1 (m) ≤ E(Π̂1(u, v)

)
≤ Π1 + f+

1 (m)ave
f−

0
(m) =

(Em − 1)Π0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ (1 − τℓ) − (Ep − 1)Π0

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

(1 − τℓ) + (Em − Ep)Π1

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

f+

0
(m) =

(Ep − 1)Π0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ (1 − τℓ) − (Em − 1)Π0

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

(1 − τℓ) + (Ep − Em)Π1

N∑

ℓ=1

τℓ
2

N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

f−

1
(m) =

(Em − Ep)Π0

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

(1 − τℓ) + (Em − 1)Π1

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

τℓ − (Ep − 1)Π1

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

f+

1
(m) =

(Ep − Em)Π0

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

(1 − τℓ) + (Ep − 1)Π1

N∑

ℓ=1

τℓ(1 − τℓ)

N∑

ℓ=1

τℓ − (Em − 1)Π1

N∑

ℓ=1

(1 − τℓ)

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−

(
N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)où f−
0 (m), f+

0 (m), f−
1 (m) et f+

1 (m) tendent vers 0 ave m. Les estimateurs Π̂0(u, v) et Π̂1(u, v) sont donasymptotiquement sans biais.VarianesPlusieurs simulations nous ont onduit à onsidérer des segments de taille m =
√
n. En e�et, nous avonsonstaté que la variane atteint son minimum quand les segments sont de ette taille. Notre hoix de privilégier laméthode point par point nous amène à ne pas nous étendre davantage sur e hoix.A.2 Estimation de Π0 et Π1 point par pointNous présentons ii les aluls omplémentaires relatifs au 1.1.3 de la partie I.103



Annexe A. Estimation de Π0 et Π1A.2.1 Stohastiité des matries Π̂0 et Π̂1Preuve (Théorème 8 p33) • Montrons tout d'abord que la somme sur haque ligne vaut 1.
∑

v∈A

Π̂0(u, v) =




(
n∑

t=k

1{Xt−k ...Xt−1=u}

(
t

n

)2
)(

n∑

t=k

1{Xt−k ...Xt−1=u}

(
1 − t

n

))
−

(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)(
t

n

))( n∑

t=k

1{Xt−k...Xt−1=u}

(
t

n

))







(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)2
)(

n∑

t=k

1{Xt−k...Xt−1=u}

(
t

n

)2
)
−

(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)(
t

n

))( n∑

t=k

1{Xt−k ...Xt−1=u}

(
1 − t

n

)(
t

n

))




=




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

)2(
1 − t1

n

)
−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t1
n

)(
t2
n

)







∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)2(
t2
n

)2

−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t1
n

)(
1 − t2

n

)(
t2
n

)




=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

)(
1 − t1

n

)(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)((
1 − t1

n

)
t2
n

−
(

1 − t2
n

)
t1
n

)

= 1.

∑

v∈A

Π̂1(u, v) =




(
n∑

t=k

1{Xt−k ...Xt−1=u}

(
1 − t

n

)2
)(

n∑

t=k

1{Xt−k ...Xt−1=u}

(
t

n

))
−

(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)(
t

n

))( n∑

t=k

1{Xt−k ...Xt−1=u}

(
1 − t

n

))







(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)2
)(

n∑

t=k

1{Xt−k...Xt−1=u}

(
t

n

)2
)
−

(
n∑

t=k

1{Xt−k...Xt−1=u}

(
1 − t

n

)(
t

n

))( n∑

t=k

1{Xt−k ...Xt−1=u}

(
1 − t

n

)(
t

n

))




=




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)2(
t2
n

)
−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t2

n

)(
t2
n

)(
1 − t1

n

)







∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)2(
t2
n

)2

−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t1
n

)(
1 − t2

n

)(
t2
n

)
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=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

)(
1 − t1

n

)((
1 − t1

n

)
−
(

1 − t2
n

))

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)((
1 − t1

n

)
t2
n

−
(

1 − t2
n

)
t1
n

)

= 1.

• Montrons désormais que tous les termes sont positifs.
Π̂0(u, v) =




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
t1
n

)2(
1 − t2

n

)
−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
1 − t1

n

)(
t1
n

)(
t2
n

)




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)((
1 − t1

n

)
t2
n

−
(

1 − t2
n

)
t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
t1
n

)(
t1
n

(
1 − t2

n

)
− t2
n

(
1 − t1

n

))

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)(
t2
n

− t1
n

) ,

Π̂1(u, v) =




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
1 − t1

n

)2 (
t2
n

)
−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
1 − t1

n

)(
t1
n

)(
1 − t2

n

)




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)(
t2
n

− t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
1 − t1

n

)((
1 − t1

n

)
t2
n

−
(

1 − t2
n

)
t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)(
t2
n

− t1
n

) .Nous avons
∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)(
t2
n

− t1
n

)

=
∑

(t1,t2)∈Jk,nK2,t1<t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t1

n

)(
t2
n

)(
t2
n

− t1
n

)

+
∑

(t1,t2)∈Jk,nK2,t1<t2

1{Xt1−1=u,Xt2−1=u}

(
1 − t2

n

)(
t1
n

)(
t1
n

− t2
n

)

=
∑

(t1,t2)∈Jk,nK2,t1<t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

− t1
n

)((
1 − t1

n

)
t2
n

−
(

1 − t2
n

)
t1
n

)

=
∑

(t1,t2)∈Jk,nK2,t1<t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

− t1
n

)2
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Annexe A. Estimation de Π0 et Π1Il resterait à montrer que
∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
t1
n

)(
t1
n

− t2
n

)
> 0et que

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u,Xt2=v}

(
1 − t1

n

)(
t2
n

− t1
n

)
> 0.Les termes ne sont don pas toujours positifs. Lors de l'estimation nous proposons un réajustement proportionneldes valeurs (voir A.1.2).A.2.2 Espéranes et varianes de Π̂0 et Π̂1A�n de failiter la leture nous utilisons les notations suivantes :� Pt(u) = P(Xt−k . . .Xt−1 = u) ;� Pt(uv) = P(Xt−k . . .Xt−1 = u,Xt = v) ;� Pt1t2(uu) = P(Xt1−k . . . Xt1−1 = u,Xt2−k . . . Xt2−1 = u) ;� Pt1(u) = P(Xt1−k . . . Xt1−1 = u) ;� Pt2(u) = P(Xt2−k . . . Xt2−1 = u) ;� Pt1t2(uvuv) = P(Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u,Xt2 = v).Calulons les espéranes.E(P1(u)) = 2

n∑

t=k

Pt(u)(1 − t

n

)2

.E(P2(u)) = 2

n∑

t=k

Pt(u)(1 − t

n

)(
t

n

)
.E(P3(u, v)) = 2

n∑

t=k

Pt(uv)(1 − t

n

)
= 2

n∑

t=k

Pt(u)Π t
n
(u, v)

(
1 − t

n

)
.E(P4(u)) = 2

n∑

t=k

Pt(u)(1 − t

n

)(
t

n

)
.E(P5(u)) = 2

n∑

t=k

Pt(u)( t
n

)2

.E(P6(u, v)) = 2

n∑

t=k

Pt(uv)( t
n

)
= 2

n∑

t=k

Pt(u)Π t
n
(u, v)

(
t

n

)
.Par le théorème de la limite entrale, la loi de haun des Pi (pour i allant de 1 à 6) est approhée par une loinormale. Ainsi la delta méthode (voir [Oeh92℄ par exemple) nous permet d'approher les lois de nos estimateurspar des lois normales d'espéranes :E(Π̂0(u, v)) =

E(P5(u))E(P3(u, v)) −E(P2(u))E(P6(u, v))E(P1(u))E(P5(u)) −E(P4(u))E(P2(u))E(Π̂1(u, v)) =
E(P1(u))E(P6(u, v)) −E(P4(u))E(P3(u, v))E(P1(u))E(P5(u)) −E(P4(u))E(P2(u))

.Nous obtenons les espéranes suivantes :E(Π̂0(u, v)) =

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π t2
n

(u, v)

(
t1
n

)(
t1
n

(
1 − t2

n

)
− t2
n

(
1 − t1

n

))

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n
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=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π0(u, v)

(
1 − t2

n

)(
t1
n

)(
t1
n

− t2
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

)

+

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π1(u, v)

(
t2
n

)(
t1
n

)(
t1
n

− t2
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

) .Ainsi E(Π̂0(u, v)) = Π0.E(Π̂1(u, v)) =

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π t2
n

(u, v)

(
1 − t1

n

)(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π0(u, v)

(
1 − t2

n

)(
1 − t1

n

)(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π1(u, v)

(
t2
n

)(
1 − t1

n

)(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

) .Ainsi E(Π̂1(u, v)) = Π1.Nos estimateurs sont asymptotiquement sans biais.Calulons maintenant les varianes.Nous rappelons que : Π̂0(u, v) =
P5(u)P3(u, v) − P2(u)P6(u, v)

P1(u)P5(u) − P4(u)P2(u)

Π̂1(u, v) =
P1(u)P6(u, v) − P4(u)P3(u, v)

P1(u)P5(u) − P4(u)P2(u)

.La delta méthode nous permet d'approher les lois de nos estimateurs par des lois normales de varianes :V(Π̂0(u, v)) = [dΠ̂0

t
][CovP ][dΠ̂0]V(Π̂1(u, v)) = [dΠ̂1

t
][CovP ][dΠ̂1]où [dΠ̂0]i =

∂Π̂0

∂Pi
, [dΠ̂1]i =

∂Π̂1

∂Pi
et [CovP ]ij = Cov(Pi, Pj).Nous utilisons les approximations suivantes pour le as où les ensembles Jt1 − k, t1K et Jt2 − k, t2K ont uneintersetion vide :� Pt1t2(uu) ≃ Pt1(u)Pt2(u) ;� Pt1t2(uvuv) ≃ Pt1(u)Pt2(u)Π t1

n

(u, v)Π t2
n

(u, v).Nous n'expliiterons ii que la diagonale de la matrie de ovariane des Pi, les autres termes étant assezsimilaires :V(P1(u)) = 4
n∑

t1=k

n∑

t2=k

Pt1t2(uu)(1 − t1
n

)2(
1 − t2

n

)2

− (E(P1(u)))
2.V(P2(u)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)(1 − t1
n

)(
t1
n

)(
1 − t2

n

)(
t2
n

)
− (E(P2(u)))
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Annexe A. Estimation de Π0 et Π1V(P3(u, v)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uvuv)(1 − t1
n

)(
1 − t2

n

)
− (E(P3(u, v)))

2

= 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)Π t1
n

(u, v)Π t2
n

(u, v)

(
1 − t1

n

)(
1 − t2

n

)
− 4

(
n∑

t=k

Pt(u)Π t
n
(u, v)

(
1 − t

n

))2

.V(P4(u)) = 4
n∑

t1=k

n∑

t2=k

Pt1t2(uu)(1 − t1
n

)(
t1
n

)(
1 − t2

n

)(
t2
n

)
− (E(P4(u)))

2.V(P5(u)) = 4
n∑

t1=k

n∑

t2=k

Pt1t2(uu)( t1n)2(
t2
n

)2

− (E(P5(u)))
2.V(P6(u, v)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uvuv)( t1n)( t2n )− (E(P6(u, v)))
2

= 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)Π t1
n

(u, v)Π t2
n

(u, v)

(
t1
n

)(
t2
n

)
− 4

(
n∑

t=k

Pt(u)Π t
n
(u, v)

(
t

n

))2

.Lorsque l'intersetion de Jt1 − k, t1K et Jt2 − k, t2K n'est pas vide (t1 prohe de t2), les termes des di�érentessommes ne sont pas nuls ar nous n'utilisons pas les approximations préédentes. Nous pourrons nous inspirer de[SPdT95℄ pour terminer le alul.
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Annexe BEstimation de M0 et M1Rappelons le modèle (voir Partie I 1.2) :
Π t
n
(u, v) = M0(u, v) +

t

n
M1(u, v).B.1 Estimation par maximum de vraisemblaneNous ne donnons qu'un essai de maximisation de la vraisemblane pour des modèles de Markov régulés d'ordre 1et de degré 1 sur l'alphabet des nuléotides A = {a, c, g, t}.Exemple 16 Pour A = {a, c, g, t}, nous devons résoudre 4 systèmes de 6 équations à 6 inonnues. Nous présentonsun seul de es systèmes.





•
n∑

t=1

1{Xt−1=a,Xt=c}

M0(a, c) + t
nM1(a, c)

=

n∑

t=1

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)

•
n∑

t=1

1{Xt−1=a,Xt=g}

M0(a, g) + t
nM1(a, g)

=

n∑

t=1

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)

•
n∑

t=1

1{Xt−1=a,Xt=t}

M0(a, t) + t
nM1(a, t)

=

n∑

t=1

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)

•
n∑

t=1

t

n

1{Xt−1=a,Xt=c}

(
t
n

)

M0(a, c) + t
nM1(a, c)

=

n∑

t=1

t

n

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)

•
n∑

t=1

t

n

1{Xt−1=a,Xt=g}

M0(a, g) + t
nM1(a, g)

=

n∑

t=1

t

n

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)

•
n∑

t=1

t

n

1{Xt−1=a,Xt=t}

M0(a, t) + t
nM1(a, t)

=

n∑

t=1

t

n

1{Xt−1=a,Xt=a}

1 −M0(a, c) −M0(a, g) −M0(a, t) − tM1(a, c) − tM1(a, g) − tM1(a, t)109



Annexe B. Estimation de M0 et M1Même si M0 et M1 ne sont pas des matries stohastiques, nous pouvons réduire notre estimation aux paramètres
M0(u, v) et M1(u, v) tels que u 6= v. Pour u = v nous avons

Π t
n
(u, u) = 1 −

∑

v∈A\{u}

Π t
n
(u, v).La maximisation de la vraisemblane se déroule de la même façon que pour le modèle des points d'appuis (voir1.1.1), et nous donne ainsi à nouveau |A| systèmes de 2(|A| − 1) équations à 2(|A| − 1) inonnues. Ces systèmesne sont à nouveau pas linéaires et impossible à résoudre analytiquement ou numériquement. Enore une fois, nousabandonnons ette méthode.B.2 Estimation de M0 et M1 par régression matriielleB.2.1 Régression matriielleLes aluls sont identiques à eux du 1.1.2.Distanes et hoix de mNous devons minimiser la fontion PR1 suivante :

PR1(M0,M1) =
∑

ℓ∈J1,NK

∑

u∈Ak

∑

v∈A

(
Π̂Sℓ(u, v) −M0(u, v) − τℓM1(u, v)

)2La reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :




M̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

M̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5ave
R1 =

N∑

ℓ=1

1, R2 =
N∑

ℓ=1

τℓ, R3(u, v) =
N∑

ℓ=1

Π̂Sℓ(u, v),

R4 =
N∑

ℓ=1

τℓ, R5 =
N∑

ℓ=1

τℓ
2, R6(u, v) =

N∑

ℓ=1

τℓΠ̂Sℓ(u, v).Nous obtenons autant de systèmes que pour le modèle des points d'appuis Nous avons alors àm �xé, les estimateursde M0 et M1.B.2.2 Stohastiité des matries Π̂ t
nThéorème 15 Les matries Π̂ t

n
sont stohastiques.Preuve Rappelons que les matries Π̂Sℓ sont stohastiques. Nous avons don� ∀ℓ ∈ J1, NK

∑

v∈A

Π̂Sℓ(u, v) = 1� ∀ℓ ∈ J1, NK∀(u, v) ∈ Ak ×A, Π̂Sℓ(u, v) > 0

• Montrons tout d'abord que la somme sur haque ligne vaut 1. Pour ela, nous montrons que ∑
v∈A

M̂1(u, v) = 0 etque ∑
v∈A

M̂0(u, v) = 1. Ainsi, ∀t ∈ J0, nK,
∑

v∈A

Π̂ t
n
(u, v) = 1.

∑

v∈A

M̂0(u, v) =

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ
∑

v∈A

Π̂Sℓ(u, v)

)
−
(

N∑

ℓ=1

τℓ
2

)(
N∑

ℓ=1

∑

v∈A

Π̂Sℓ(u, v)

)

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)110



B.2. Estimation de M0 et M1 par régression matriielle
=

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ −
N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ −
N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1

= 1

∑

v∈A

M̂1(u, v) =

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

∑

v∈A

Π̂Sℓ(u, v)

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
∑

v∈A

Π̂Sℓ(u, v)

)

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)

=

N∑

ℓ=1

τℓ

N∑

ℓ=1

1 −
N∑

ℓ=1

1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ −
N∑

ℓ=1

1

N∑

ℓ=1

τℓ
2

= 0Les termes ne sont don pas toujours positifs. Lors de l'estimation nous proposons un réajustement proportionneldes valeurs (voir A.1.2).B.2.3 Distanes : deuxième méthodeComme pour le modèle des points d'appuis (voir A.1.3), nous hoisissons tous les points du segment pourajuster notre modèle. Nous minimisons don la somme
n∑

t=k

∑

u∈Ak

∑

v∈A

(
Π̂Sℓt

(u, v) −M0(u, v) −
t

n
M1(u, v)

)2

.De la même manière que préédemment nous obtenons les estimateurs de M0 et M1 et la stohastiité de esestimateurs.B.2.4 Espéranes et varianes de Π̂Sℓ
pour le modèle des haînes de Markov réguléesCalul de E(Π̂Sℓ(u, v)

)Théorème 16 Les estimateurs des Π̂Sℓ(u, v) pour le modèle des haînes de Markov régulées sont asymptotique-ment sans biais.Preuve Le alul est semblable à elui du modèle des points d'appuis (voir A.1.5). Nous devons seulement êtreattentifs à la somme ∑
t∈S⋆

ℓ

Π t
n
(u, v).E(Π̂Sℓ(u, v)
)

=
(
1 − (1 − µℓ(u))

|S⋆ℓ |
)

∑

t∈S⋆
ℓ

M0(u, v) + t
nM1(u, v)

|S⋆ℓ |




=
(
1 − (1 − µℓ(u))

|S⋆ℓ |
)

M0(u, v) +

∑

t∈S⋆
ℓ

t

|S⋆ℓ |n
M1(u, v)


 .Nous obtenons omme préédemmentE(Π̂Sℓ(u, v)

)
≈ (1 − (1 − µℓ(u))

m−k)Π 2ℓm−m+k−1
2n

(u, v)E( ̂ΠSN−1(u, v)
)

≈ (1 − (1 − µℓ(u))
n−(N−1)m−k+1)Π (N−1)m+k+n

2n

(u, v).
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Annexe B. Estimation de M0 et M1Calul de V (Π̂Sℓ(u, v)
)Théorème 17 . Les estimateurs Π̂Sℓ(u, v) ont une variane qui tend vers zéro quand |Sℓ| → +∞.Preuve Dans le alul des varianes, seules hangent les sommes suivantes :
∑

t∈S⋆
ℓ

Π t
n
(u, v) et ∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v).Nous obtenons omme préédemment
A−

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B−

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−E(Π̂Sℓ(u, v)

)2

≤ V(Π̂Sℓ(u, v)
)
≤

A+

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B+

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−E(Π̂Sℓ(u, v)

)2Nous avons
2

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)

=

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

[
M0(u, v)

2 +M0(u, v)M1(u, v)

(
t1
n

+
t2
n

)
+
t1
n

t2
n
M1(u, v)

2

]

|S⋆ℓ |(|S⋆ℓ | − 1)

= M0(u, v)
2

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

1

|S⋆ℓ |(|S⋆ℓ | − 1)
+M0(u, v)M1(u, v)

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

t1
n

+
t2
n

|S⋆ℓ |(|S⋆ℓ | − 1)

+ M1(u, v)
2

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

(
t1
n

t2
n

)

|S⋆ℓ |(|S⋆ℓ | − 1)
.En reprenant les notations préédentes (voir 1.1.2), nous obtenons

M0(u, v)
2 +M0(u, v)M1(u, v) (T1 + T2) +M1(u, v)

2T3

= M0(u, v)
2 + 2τℓM0(u, v)M1(u, v) +M1(u, v)

2 (τℓ2 +K
)

= Πτℓ(u, v)
2
+KM1(u, v)

2
.Finalement, nous avons un enadrement de la variane :

A−Πτℓ(u, v) +B−

(
Πτℓ(u, v)

2
+KM1(u, v)

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2

≤ V(Π̂Sℓ(u, v)
)
≤

A+Πτℓ(u, v) +B+

(
Πτℓ(u, v)

2
+KM1(u, v)

2
)
− Πτℓ(u, v)

2(
1 − (1 − µℓ(u))

|S⋆ℓ |
)2
.Nous avons A−, A+ et K qui tendent vers 0, B− et B+ qui tendent vers 1.Les estimateurs Π̂Sℓ(u, v) sont don sans biais et de variane qui tend vers zéro quand |Sℓ| → +∞, et par onséquentonvergents.Théorème 18 Les estimateurs Π̂Sℓ(u, v) sont onvergents.Preuve La onvergene déoule diretement des théorèmes 16 et 17.112



B.2. Estimation de M0 et M1 par régression matriielleB.2.5 Espéranes et varianes de M̂0 et M̂1Espéranes




M̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

M̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5

⇐⇒





E(M̂0(u, v)
)

=
R2E (R6(u, v)) −R5E (R3(u, v))

R4R2 −R1R5E(M̂1(u, v)
)

=
R4E (R3(u, v)) −R1E (R6(u, v))

R4R2 −R1R5

.Ainsi E(M̂0(u, v)
)

=

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓE(Π̂Sℓ(u, v)
))

−
(

N∑

ℓ=1

τℓ
2

)(
N∑

ℓ=1

E(Π̂Sℓ(u, v)
))

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

) ,

E(M̂1(u, v)
)

=

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

E(Π̂Sℓ(u, v)
))

−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓE(Π̂Sℓ(u, v)
))

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

) .

Théorème 19 Les estimateurs M̂0(u, v) et M̂1(u, v) sont asymptotiquement sans biais.Preuve Connaissant les valeurs des E(Π̂Sℓ

) (voir p111), nous posons
Em = min

ℓ

{
(1 − (1 − µℓ(u))

m−k+1), (1 − (1 − µℓ(u))
m−k), (1 − (1 − µℓ(u))

n−(N−1)m−k)
}et

Ep = max
ℓ

{
(1 − (1 − µℓ(u))

m−k+1), (1 − (1 − µℓ(u))
m−k), (1 − (1 − µℓ(u))

n−(N−1)m−k)
}
.Ainsi, nous avons EmΠτℓ ≤ E(Π̂Sℓ(u, v)

)
≤ EpΠτℓ . Sahant que Πτℓ = M0 + τℓM1, nous obtenons :

EmM0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ + EmM1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ
2 − EpM0

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1 − EpM1

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)

≤ E(M̂0(u, v)
)
≤

EpM0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ + EpM1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ
2 − EmM0

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1 − EmM1

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)113



Annexe B. Estimation de M0 et M1

EmM0

N∑

ℓ=1

τℓ

N∑

ℓ=1

1 + EmM1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − EpM0

N∑

ℓ=1

1
N∑

ℓ=1

τℓ − EpM1

N∑

ℓ=1

1
N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

≤ E(Π̂1(u, v)
)
≤

EpM0

N∑

ℓ=1

τℓ

N∑

ℓ=1

1 + EpM1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − EmM0

N∑

ℓ=1

1

N∑

ℓ=1

τℓ − EmM1

N∑

ℓ=1

1

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)Don
M0 + f−

0 (m) ≤ E(M̂0(u, v)
)
≤M0 + f+

0 (m)

M1 + f−
1 (m) ≤ E(M̂1(u, v)

)
≤M1 + f+

1 (m)ave
f−
0 (m) =

(Em − 1)M0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − (Ep − 1)M0

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1 + (Em − Ep)M1

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)

f+
0 (m) =

(Ep − 1)M0

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − (Em − 1)M0

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

1 + (Ep − Em)M1

N∑

ℓ=1

τℓ
2
N∑

ℓ=1

τℓ

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)

f−
1 (m) =

(Em − Ep)M0

N∑

ℓ=1

τℓ

N∑

ℓ=1

1 + (Em − 1)M1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − (Ep − 1)M1

N∑

ℓ=1

1

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)

f+
1 (m) =

(Ep − Em)M0

N∑

ℓ=1

τℓ

N∑

ℓ=1

1 + (Ep − 1)M1

N∑

ℓ=1

τℓ

N∑

ℓ=1

τℓ − (Em − 1)M1

N∑

ℓ=1

1

N∑

ℓ=1

τℓ
2

(
N∑

ℓ=1

τℓ(1 − τℓ)

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1 − τℓ

)(
N∑

ℓ=1

τℓ
2

)où f−
0 (m), f+

0 (m), f−
1 (m) et f+

1 (m) tendent vers 0 ave m. Ces estimateurs sont don asymptotiquement sansbiais.Varianes




M̂0(u, v) =
R2R6(u, v) −R5R3(u, v)

R4R2 −R1R5

M̂1(u, v) =
R4R3(u, v) −R1R6(u, v)

R4R2 −R1R5

⇐⇒





V(M̂0(u, v)
)

=
R2

2V (R6(u, v)) +R5
2V (R3(u, v)) − 2R2R5Cov (R3(u, v), R6(u, v))

(R4R2 −R1R5)
2V(M̂1(u, v)

)
=

R4
2V (R3(u, v)) −R1

2V (R6(u, v)) − 2R1R4Cov (R3(u, v), R6(u, v))

(R4R2 −R1R5)
2

.114



B.3. Estimation de M0 et M1 point par pointNous avons omme auparavant l'indépendane des estimateurs Π̂Sℓ(u, v) des segments. Ainsi :V (R3(u, v)) =

N∑

ℓ=1

V (Π̂Sℓ(u, v)
)V (R6(u, v)) =

N∑

ℓ=1

τℓ
2V (Π̂Sℓ(u, v)

)Cov (R3(u, v), R6(u, v)) = E (R3(u, v)R6(u, v)) −E (R3(u, v))E (R6(u, v))

=
∑

(ℓ1,ℓ2)∈J1,NK2

τℓ2E(Π̂Sℓ1(u, v)Π̂Sℓ2(u, v)
)

−
(
N−1∑

ℓ1=0

E(Π̂Sℓ1
(u, v)

))(N−1∑

ℓ2=0

τℓ2E(Π̂Sℓ2
(u, v)

))

=

N∑

ℓ=1

τℓV(Π̂Sℓ(u, v)
)En e�et les termes pour lesquels ℓ1 6= ℓ2 s'annulent du fait de l'indépendane des estimateurs des segments. Ainsi :V (M̂0(u, v)

)
=

(
N∑

ℓ=1

τℓ

)2( N∑

ℓ=1

τℓ
2V (Π̂Sℓ(u, v)

))
+

(
N∑

ℓ=1

τℓ
2

)2( N∑

ℓ=1

V (Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)]2

−
2

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ
2

)(
N∑

ℓ=1

τℓV (Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)]2

V (M̂1(u, v)
)

=

(
N∑

ℓ=1

τℓ

)2( N∑

ℓ=1

V (Π̂Sℓ(u, v)
))

+

(
N∑

ℓ=1

1

)2( N∑

ℓ=1

τℓ
2V (Π̂Sℓ(u, v)

))

[(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)]2

−
2

(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓV(Π̂Sℓ(u, v)
))

[(
N∑

ℓ=1

τℓ

)(
N∑

ℓ=1

τℓ

)
−
(

N∑

ℓ=1

1

)(
N∑

ℓ=1

τℓ
2

)]2Comme préédemment, plusieurs simulations nous ont onduit à onsidérer des segments de taille m =
√
n.En e�et, nous avons onstaté que la variane atteint son minimum quand les segments sont de ette taille. Notrehoix de privilégier la méthode point par point nous amène à ne pas nous étendre davantage sur e hoix.B.3 Estimation de M0 et M1 point par pointNous nous intéressons désormais à la troisième méthode. Notre modèle est toujours elui des polyn�mes :

Π t
n
(u, v) = M0(u, v) +M1(u, v)

t

nIl s'agit de minimiser la fontion PP1 suivante :
PP1 (M0,M1) =

n∑

t=k


 ∑

u∈Ak

1{Xt−k . . . Xt−1 = u}
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v})2

]
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Annexe B. Estimation de M0 et M1C'est la même fontion qu'auparavant exepté le fait que la matrie de transition s'exprime di�éremment (enfontion de M0 et M1 et non plus en fontion de Π0 et Π1). Nous notons toujours 1u = 1{Xt−k...Xt−1=u}, 1v =1{Xt=v} et 1uv = 1{Xt−k...Xt=uv}.Déterminons la dérivée de PP1.
∂PP1

∂M0(u, v)
(M0,M1) =

n∑

t=k

1u2(M0(u, v) +M1(u, v)
t

n
− 1v)

= P1(u)M0(u, v) + P2(u)M1(u, v) − P3ave P1(u) = 2

n∑

t=k

1u, P2(u) = 2

n∑

t=k

1u( t
n

) et P3(u, v) = 2

n∑

t=k

1uv.
∂PP1

∂M1(u, v)
(M0,M1) =

n∑

t=k

1{Xt−k...Xt−1=u}2
t

n

(
M0(u, v) +M1(u, v)

t

n
− 1{Xt=v})

= P4(u)M0(u, v) + P5(u)M1(u, v) − P6(u, v)ave P4(u) = 2

n∑

t=k

1u( t
n

)
, P5(u) = 2

n∑

t=k

1u ( t
n

)2 et P6(u, v) = 2

n∑

t=k

1uv ( t
n

)
.Remarque 15 Nous avons les a�rmations suivantes :� P4(u) = P2(u) ;� P1(u), P4(u), P2(u), P5(u) 6= 0 si u apparaît dans la séquene ;� P3(u, v), P6(u, v) 6= 0 si uv apparaît dans la séquene.Ces oe�ients sont presque toujours non nuls pour une séquene assez longue (un exemple : à l'ordre 1, il su�tque tous les mots de deux lettres apparaissent dans la séquene).Déterminons le minimum.

{
P1(u)M̂0(u, v) + P2(u)M̂1(u, v) − P3(u, v) = 0

P4(u)M̂0(u, v) + P5(u)M̂1(u, v) − P6(u, v) = 0

⇐⇒





M̂0(u, v) =
P5(u)P3(u, v) − P2(u)P6(u, v)

P1(u)P5(u) − P4(u)P2(u)

M̂1(u, v) =
P1(u)P6(u, v) − P4(u)P3(u, v)

P1(u)P5(u) − P4(u)P2(u)

.Don
M̂0(u, v) =




(
n∑

t=k

1u( t
n

)2
)(

n∑

t=k

1uv)−
(

n∑

t=k

1u( t
n

))( n∑

t=k

1uv ( t
n

))







(
n∑

t=k

1u)( n∑

t=k

1u( t
n

)2
)
−

(
n∑

t=k

1u ( t
n

))( n∑

t=k

1u( t
n

))




, M̂1(u, v) =




(
n∑

t=k

1u)( n∑

t=k

1uv ( t
n

))
−

(
n∑

t=k

1u( t
n

))( n∑

t=k

1uv) 





(
n∑

t=k

1u)( n∑

t=k

1u ( t
n

)2
)
−

(
n∑

t=k

1u( t
n

))( n∑

t=k

1u( t
n

))




.

B.3.1 Stohastiité des matries Π̂ t
nThéorème 20 Les matries Π̂ t

n
sont stohastiques.Preuve Il su�t de montrer que la somme des termes de haque ligne est égale à 1 et que tous les termes sontpositifs. 116



B.3. Estimation de M0 et M1 point par point
• Montrons tout d'abord que la somme sur haque ligne vaut 1. Pour ela, nous montrons que ∑

v∈A

M̂1(u, v) = 0 etque ∑
v∈A

M̂0(u, v) = 1. Ainsi ∀t ∈ J0, nK,
∑

v∈A

Π̂ t
n
(u, v) = 1.

∑

v∈A

M̂0(u, v) =




(
n∑

t=k

1u( t
n

)2
)(

n∑

t=k

1u)−
(

n∑

t=k

1u( t
n

))( n∑

t=k

1u ( t
n

))







(
n∑

t=k

1u)( n∑

t=k

1u( t
n

)2
)
−

(
n∑

t=k

1u( t
n

))( n∑

t=k

1u ( t
n

))




=




∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

)2

−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t1
n

)(
t2
n

)







∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t2
n

)2

−

∑

(t1,t2)∈Jk,nK2,t1 6=t2

1{Xt1−1=u,Xt2−1=u}

(
t1
n

)(
t2
n

)




= 1.

∑

v∈A

M̂1(u, v) =




(
n∑

t=k

1u)( n∑

t=k

1u( t
n

))
−

(
n∑

t=k

1u( t
n

))( n∑

t=k

1u) 





(
n∑

t=k

1u)( n∑

t=k

1u ( t
n

)2
)
−

(
n∑

t=k

1u( t
n

))( n∑

t=k

1u( t
n

))




= 0.

Les termes ne sont don pas toujours positifs. Lors de l'estimation nous proposons un réajustement proportionneldes valeurs (voir A.1.2).B.3.2 Espéranes et varianes de M̂0 et M̂1Les estimateurs sont onvergents. Nous ne traitons pas e as partiulier. Voir le as général en D.2.2.A�n de failiter la leture nous gardons les notations suivantes :� Pt(u) = P(Xt−k . . .Xt−1 = u) ;� Pt(uv) = P(Xt−k . . .Xt−1 = u,Xt = v) ;� Pt1t2(uu) = P(Xt1−k . . . Xt1−1 = u,Xt2−k . . . Xt2−1 = u) ;� Pt1(u) = P(Xt1−k . . . Xt1−1 = u) ;� Pt2(u) = P(Xt2−k . . . Xt2−1 = u) ;� Pt1t2(uvuv) = P(Xt1−k . . . Xt1−1 = u,Xt1 = v,Xt2−k . . . Xt2−1 = u,Xt2 = v).Calulons les espéranes. E(P1(u)) = 2

n∑

t=k

Pt(u).E(P2(u)) = 2

n∑

t=k

Pt(u)( t
n

)
.117



Annexe B. Estimation de M0 et M1E(P3(u, v)) = 2

n∑

t=k

Pt(uv) = 2

n∑

t=k

Pt(u)Π t
n
(u, v).E(P4(u)) = 2

n∑

t=k

Pt(u)( t
n

)
.E(P5(u)) = 2

n∑

t=k

Pt(u)( t
n

)2

.E(P6(u, v)) = 2

n∑

t=k

Pt(uv)( t
n

)
= 2

n∑

t=k

Pt(u)Π t
n
(u, v)

(
t

n

)
.Par le théorème de la limite entrale, la loi de haun des Pi (pour i allant de 1 à 6) est approhée par uneloi normale. Ainsi la delta méthode nous permet d'approher les lois de nos estimateurs par des lois normalesd'espéranes : E(M̂0(u, v)) =

E(P5(u))E(P3(u, v)) −E(P2(u))E(P6(u, v))E(P1(u))E(P5(u)) −E(P4(u))E(P2(u))E(M̂1(u, v)) =
E(P1(u))E(P6(u, v)) −E(P4(u))E(P3(u, v))E(P1(u))E(P5(u)) −E(P4(u))E(P2(u))

.Nous obtenons les espéranes suivantes :E(M̂0(u, v)) =

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π t2
n

(u, v)

(
t1
n

)(
t1
n

− t2
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)( t2n)( t2n − t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)M0(u, v)

(
t1
n

)(
t1
n

− t2
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)( t2n)( t2n − t1
n

)

+

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)M1(u, v)

(
t2
n

)(
t1
n

)(
t1
n

− t2
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)( t2n)( t2n − t1
n

) .Ainsi E(M̂0(u, v)) = M0.E(M̂1(u, v)) =

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)Π t2
n

(u, v)

(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)(1 − t1
n

)(
t2
n

)(
t2
n

− t1
n

)

=

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)M0(u, v)

(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)( t2n)( t2n − t1
n

)

+

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)M1(u, v)

(
t2
n

)(
t2
n

− t1
n

)

∑

(t1,t2)∈Jk,nK2,t1 6=t2

Pt1(u)Pt2(u)( t2n)( t2n − t1
n

) .118



B.3. Estimation de M0 et M1 point par pointAinsi E(M̂1(u, v)) = M1.Nos estimateurs sont asymptotiquement sans biais.Calulons maintenant les varianes.Nous rappelons que : M̂0(u, v) =
P5(u)P3(u, v) − P2(u)P6(u, v)

P1(u)P5(u) − P4(u)P2(u)

M̂1(u, v) =
P1(u)P6(u, v) − P4(u)P3(u, v)

P1(u)P5(u) − P4(u)P2(u)

.La delta méthode nous permet d'approher les lois de nos estimateurs par des lois normales de varianes :V(M̂0(u, v)) = [dM̂0

t
][CovP ][dM̂0]V(M̂1(u, v)) = [dM̂1

t
][CovP ][dM̂1]où [dM̂0]i =

∂M̂0

∂Pi
, [dM̂1]i =

∂M̂1

∂Pi
et [CovP ]ij = Cov(Pi, Pj).Nous utilisons les approximations suivantes pour le as où les ensembles Jt1 − k, t1K et Jt2 − k, t2K ont uneintersetion vide :� Pt1t2(uu) ≃ Pt1(u)Pt2(u) ;� Pt1t2(uvuv) ≃ Pt1(u)Pt2(u)Π t1
n

(u, v)Π t2
n

(u, v).Nous n'expliiterons ii que la diagonale de la matrie de ovariane des Pi, les autres termes étant assezsimilaires :V(P1(u)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu) − (E(P1(u)))
2
.V(P2(u)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)(t1n)( t2n )− (E(P2(u)))
2
.V(P3(u, v)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uvuv) − (E(P3(u, v)))
2

= 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)Π t1
n

(u, v)Π t2
n

(u, v) − 4

(
n∑

t=k

Pt(u)Π t
n
(u, v)

)2

.V(P4(u)) = 4
n∑

t1=k

n∑

t2=k

Pt1t2(uu)(t1n)( t2n )− (E(P4(u)))
2.V(P5(u)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)(t1n)2(
t2
n

)2

− (E(P5(u)))
2.V(P6(u, v)) = 4

n∑

t1=k

n∑

t2=k

Pt1t2(uvuv)( t1n)( t2n)− (E(P6(u, v)))
2

= 4

n∑

t1=k

n∑

t2=k

Pt1t2(uu)Π t1
n

(u, v)Π t2
n

(u, v)

(
t1
n

)(
t2
n

)
− 4

(
n∑

t=k

Pt(u)Π t
n
(u, v)

(
t

n

))2

.Lorsque l'intersetion de Jt1 − k, t1K et Jt2 − k, t2K n'est pas vide (t1 prohe de t2), les termes des di�érentessommes ne sont pas nuls ar nous n'utilisons pas les approximations préédentes. Nous pourrons nous inspirer de[SPdT95℄ pour terminer le alul.
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Annexe B. Estimation de M0 et M1
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Annexe CEstimation des Π i
dNous présentons ii les aluls omplémentaires relatifs au hapitre 2 de la Partie I.C.1 Estimation des Π i

d
par régression matriielleC.1.1 Stohastiité des matries Π̂ t

nPreuve (Théorème 9 p38) Montrons que ∑
v∈A

Π̂ i
d
(u, v) = 1. Reprenant le système obtenu pour la minimisation(p37), et sahant que ∑

v∈A

Π̂Sℓ(u, v) = 1, nous avons




(
N∑

ℓ=1

A0(nτℓ)A0(nτℓ)

)∑

v∈A

Π̂0(u, v) + . . . +

(
N∑

ℓ=1

A0(nτℓ)Ad(nτℓ)

)∑

v∈A

Π̂1(u, v) −

N∑

ℓ=1

A0(nτℓ) = 0...(
N∑

ℓ=1

Aj(nτℓ)A0(nτℓ)

)∑

v∈A

Π̂0(u, v) + . . . +

(
N∑

ℓ=1

Aj(nτℓ)Ad(nτℓ)

)∑

v∈A

Π̂1(u, v) −

N∑

ℓ=1

Aj(nτℓ) = 0...(
N∑

ℓ=1

Ad(nτℓ)A0(nτℓ)

)∑

v∈A

Π̂0(u, v) + . . . +

(
N∑

ℓ=1

Ad(nτℓ)Ad(nτℓ)

)∑

v∈A

Π̂1(u, v) −

N∑

ℓ=1

Ad(nτℓ) = 0Ainsi, nous avons



N∑

ℓ=1

A0(nτℓ)A0(nτℓ) · · ·
N∑

ℓ=1

A0(nτℓ)Ad(nτℓ)... ...
N∑

ℓ=1

Ad(nτℓ)A0(nτℓ) · · ·
N∑

ℓ=1

Ad(nτℓ)Ad(nτℓ)







∑

v∈A

Π̂0(u, v)...∑

v∈A

Π̂1(u, v)




=




N∑

ℓ=1

A0(nτℓ)...
N∑

ℓ=1

Ad(nτℓ)




X =




1...
1


 est la solution du système. Ainsi, nous aurons bien des matries stohastiques si tous les termes desmatries sont positifs (e qui n'est à nouveau pas forément le as (voir 1)).121
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dC.1.2 Distanes : deuxième méthodeDe la même manière qu'en A.1.3 au lieu de hoisir un seul point par segment, nous hoisissons tous les pointsdu segment pour ajuster notre modèle. Nous minimisons la somme suivante :

n∑

t=k

∑

u∈Ak

∑

v∈A

(
Π̂Sℓt

(u, v) −
(

1 − t

n

)
Π0(u, v) −

t

n
Π1(u, v)

)2

.De la même manière que pour un seul point, nous obtenons les estimateurs des Π i
d
stohastiques.C.1.3 Espéranes et varianes de Π̂Sℓ

pour le modèle des haînes de Markov réguléesCalul de E(Π̂Sℓ(u, v)
)Comme auparavant, il faut aluler espéranes et varianes par rapport au nouveau modèle onsidéré. Nousavons E(Π̂Sℓ(u, v)

)
= A

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |Ce qu'il faut aluler, 'est
∑

t∈S⋆
ℓ

Π t
n
(u, v) = Π0(u, v)

∑

t∈S⋆
ℓ

A0(t) + . . .+ Π1(u, v)
∑

t∈S⋆
ℓ

Ad

=

d∑

i=0


Π i

d
(u, v)

∑

t∈S⋆
ℓ

Ai(t)


 .Sahant que

∑

t∈S⋆
ℓ

Ai(t) = a0
i

∑

t∈S⋆
ℓ

1 + a1
i

∑

t∈S⋆
ℓ

t

n
+ . . .+ adi

∑

t∈S⋆
ℓ

td

nd

=

d∑

j=0


aji

∑

t∈S⋆
ℓ

tj

nj


 ,nous obtenons

∑

t∈S⋆
ℓ

Π t
n
(u, v) =

d∑

i=0


Π i

d
(u, v)

d∑

j=0


aji

∑

t∈S⋆
ℓ

tj

nj




 .Nous aimerions bien ∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
= Πτℓ + εEave, nous l'espèrons εE petit devant Πτℓ .Calul de V (Π̂Sℓ(u, v)

)Pour la variane, nous avons omme auparavantV (Π̂Sℓ(u, v)
)

= A
∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−
(E(Π̂Sℓ(u, v)

))2

.Ce qu'il faut aluler 'est
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

=
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

(
d∑

i=0

Ai(t)Π i
d
(u, v)

)


d∑

j=0

Aj(t)Π j
d
(u, v)




=
∑

(i,j)∈J0,dK2

Π i
d
(u, v)Π j

d
(u, v)

∑

(x,y)∈J0,dK2

axi a
y
j


 ∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

tx1t
y
2

nx+y
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C.2. Estimation des Π i
d
point par pointReste ∑

t∈S⋆
ℓ

tj et ∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

ti1t
j
2 pour tous les i, j.Nous aimerions bien

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
= Πτℓ

2 + εVave, nous l'espèrons εV petit devant Πτℓ
2.Remarque 16 Alors que pour une dérive linéaire nous pouvions onlure à la onvergene des estimateurs (voirThéorème 6 p30 et e qui suit), ela n'est plus possible ii. En e�et, les fontions εE et εV dé�nies plus bas netendent pas vers zéro.

εE =
d∑

i=0




Π i
d
(u, v)

d∑

j=0

aji




∑

t∈S⋆
ℓ

tj

nj

|S⋆ℓ |
− τℓ

j







εV =
∑

(i,j)∈J0,dK2

Π i
d
(u, v)Π j

d
(u, v)

∑

(x,y)∈J0,dK2

axi a
y
j




2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

tx1t
y
2

nx+y

|S⋆ℓ |(|S⋆ℓ | − 1)
− τℓ

x+y


Cei explique en partie le fait que ette méthode d'estimation donne de moins bonnes vraisemblanes que la méthodepoint par point.C.2 Estimation des Π i

d
point par pointC.2.1 Stohastiité des matries Π̂ i

dPreuve (Théorème 10 p39) Montrons que ∑
v∈A

Π̂ i
d
(u, v) = 1.Reprenant le système obtenu pour la minimisation (p39), et sahant que ∑

v∈A

1uv = 1u, nous avons




d∑

i=0

∑

v∈A

Π̂ i
d
(u, v)

(
n∑

t=k

1uA0(t)Ai(t)

)
−

n∑

t=k

A0(t)1u = 0...
d∑

i=0

∑

v∈A

Π̂ i
d
(u, v)

(
n∑

t=k

1uAj(t)Ai(t))−
n∑

t=k

Aj(t)1u = 0...
d∑

i=0

∑

v∈A

Π̂ i
d
(u, v)

(
n∑

t=k

1uAd(t)Ai(t))−
n∑

t=k

Ad(t)1u = 0Nous avons ainsi


n∑

t=k

1uA0(t)A0(t) · · ·
n∑

t=k

1uA0(t)Ad(t)... ...
n∑

t=k

1uAd(t)A0(t) · · ·
n∑

t=k

1uAd(t)Ad(t)






∑

v∈A

Π̂0(u, v)...∑

v∈A

Π̂1(u, v)




=




n∑

t=k

A0(t)1u...
n∑

t=k

Ad(t)1u


.

X =




1...
1


 est la solution du système. Ainsi, nous aurons bien des matries stohastiques si tous les termes desmatries sont positifs (e qui n'est à nouveau pas forément le as (voir 1)).123
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dC.2.2 Espéranes et varianes de Π̂ i

dDe la même manière que pour le as linéaire (voir A.2.2), nous montrons la onvergene de nos estimateurs àl'aide de la delta méthode. Notre système 2.2 (page 39) devient



E( n∑

t=k

1uA0(t)A0(t)

)
· · · E( n∑

t=k

1uA0(t)Ad(t)

)... ...E( n∑

t=k

1uAd(t)A0(t)

)
· · · E( n∑

t=k

1uAd(t)Ad(t))






E(Π̂0(u, v)
)...E(Π̂1(u, v)
)


 =




E( n∑

t=k

A0(t)1uv)...E( n∑

t=k

Ad(t)1uv)

Le veteur  Π0(u, v)...

Π1(u, v)


 est a solution de e système. Ainsi nos estimateurs sont asymptotiquement sans biais.Le alul de la variane se fait de la même manière que dans le as linéaire (voir Annexe A.2.2).
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Annexe DEstimation des MdNous présentons ii les aluls omplémentaires relatifs au hapitre 2 de la Partie I. Rappelons le modèle :
Π t
n
(u, v) =

d∑

i=0

Mi(u, v)
ti

ni
.

D.1 Estimation des Mi par régression matriielleNous devons minimiser la fontion PRd suivante :
PRd(M0, . . . ,M1) =

∑

ℓ∈J1,NK

∑

u∈Ak

∑

v∈A

(
Π̂Sℓ(u, v) −

d∑

i=0

Mi(u, v)
ti

ni

)2

La reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :




∂PRd(M0, . . . ,M1)

∂M0(u, v)
= 0...

∂PRd(M0, . . . ,M1)

∂Mj(u, v)
= 0...

∂PRd(M0, . . . ,M1)

∂Md(u, v)
= 0

⇐⇒





N∑

ℓ=1

(
Π̂Sℓ(u, v) −

d∑

i=0

τℓ
iM̂i(u, v)

)
= 0...

N∑

ℓ=1

τℓ
j

(
Π̂Sℓ(u, v) −

d∑

i=0

τℓ
iM̂i(u, v)

)
= 0...

N∑

ℓ=1

τℓ
d

(
Π̂Sℓ(u, v) −

d∑

i=0

τℓ
iM̂i(u, v)

)
= 0125



Annexe D. Estimation des Md

⇐⇒





d∑

i=0

M̂i(u, v)

(
N∑

ℓ=1

τℓ
i

)
−

N∑

ℓ=1

Π̂Sℓ(u, v) = 0...
d∑

i=0

M̂i(u, v)

(
N∑

ℓ=1

τℓ
jτℓ

i

)
−

N∑

ℓ=1

τℓ
jΠ̂Sℓ(u, v) = 0...

d∑

i=0

M̂i(u, v)

(
N∑

ℓ=1

τℓ
dτℓ

i

)
−

N∑

ℓ=1

τℓ
dΠ̂Sℓ(u, v) = 0

⇐⇒





(
N∑

ℓ=1

1

)
M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
d

)
M̂d(u, v) −

N∑

ℓ=1

Π̂Sℓ(u, v) = 0...(
N∑

ℓ=1

τℓ
j

)
M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
jτℓ

d

)
M̂d(u, v) −

N∑

ℓ=1

τℓ
jΠ̂Sℓ(u, v) = 0...(

N∑

ℓ=1

τℓ
d

)
M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
dτℓ

d

)
M̂d(u, v) −

N∑

ℓ=1

τℓ
dΠ̂Sℓ(u, v) = 0Nous obtenons autant de systèmes que pour le modèle des points d'appuis. Nous avons alors àm �xé, les estimateursdes M̂i.Nous réérivons le système sous la forme matriielle suivante :




N∑

ℓ=1

1 · · ·
N∑

ℓ=1

τℓ
d... ...

N∑

ℓ=1

τℓ
d · · ·

N∑

ℓ=1

τℓ
2d







M̂0(u, v)...
M̂d(u, v)


 =




N∑

ℓ=1

Π̂Sℓ(u, v)...
N∑

ℓ=1

τℓ
dΠ̂Sℓ(u, v)


Nous notons e système MX = P ave

Mij =

N∑

ℓ=1

τℓ
i+j , Xi = M̂i(u, v) et Pi =

N∑

ℓ=1

τℓ
iΠ̂Sℓ(u, v).D.1.1 Stohastiité des matries Π̂ t

nThéorème 21 Les matries Π̂ t
n
sont stohastiques.Preuve Montrons que ∑

v∈A

M̂0(u, v) = 1 et que ∑
v∈A

M̂i(u, v) = 0 pour i 6= 0. Reprenant le système préédent, etsahant que ∑
v∈A

Π̂Sℓ(u, v) = 1, nous avons




(
N∑

ℓ=1

1

)∑

v∈A

M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
d

)∑

v∈A

M̂d(u, v) −
N∑

ℓ=1

1 = 0...(
N∑

ℓ=1

τℓ
j

)∑

v∈A

M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
jτℓ

d

)∑

v∈A

M̂d(u, v) −
N∑

ℓ=1

τℓ
j = 0...(

N∑

ℓ=1

τℓ
d

)∑

v∈A

M̂0(u, v) + . . .+

(
N∑

ℓ=1

τℓ
dτℓ

d

)∑

v∈A

M̂d(u, v) −
N∑

ℓ=1

τℓ
d = 0126



D.1. Estimation des Mi par régression matriielleNous avons 


N∑

ℓ=1

1 · · ·
N∑

ℓ=1

τℓ
d... ...

N∑

ℓ=1

τℓ
d · · ·

N∑

ℓ=1

τℓ
2d







∑

v∈A

M̂0(u, v)...∑

v∈A

M̂d(u, v)




=




N∑

ℓ=1

1...
N∑

ℓ=1

τℓ
d




X =




1
0...
0


 est la solution du système. Ainsi, nous aurons bien Π t

n
stohastiques si tous les termes de es matriessont positifs (e qui n'est à nouveau pas forément le as (voir 1)).D.1.2 Distanes : deuxième méthodeDe la même manière qu'en A.1.3 au lieu de hoisir un seul point par segment, nous hoisissons tous les pointsdu segment pour ajuster notre modèle. Nous minimisons la somme suivante :

n∑

t=k

∑

u∈Ak

∑

v∈A

(
Π̂Sℓt

(u, v) −
d∑

i=0

Mi(u, v)
ti

ni

)2De la même manière que pour un seul point, nous obtenons les estimateurs des Mi ave Π t
n
stohastique.D.1.3 Espéranes et varianes de Π̂Sℓ

pour le modèle des haînes de Markov réguléesCalul de E(Π̂Sℓ(u, v)
)Comme auparavant, il faut aluler espéranes et varianes par rapport au nouveau modèle onsidéré. Nousavons E(Π̂Sℓ(u, v)

)
= A

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
.Ce qu'il faut aluler, 'est

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
= M0(u, v)

∑

t∈S⋆
ℓ

+ . . .+Md(u, v)
∑

t∈S⋆
ℓ

td

nd

=

d∑

i=0


Mi(u, v)

∑

t∈S⋆
ℓ

ti

ni




=

d∑

i=0


Mi(u, v)


∑

t∈S⋆
ℓ

ti

ni




 .Nous aimerions bien

∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
= Πτℓ + εEave, nous l'espèrons εE petit devant Πτℓ .Calul de V (Π̂Sℓ(u, v)

)Pour la variane, nous avons omme auparavantV (Π̂Sℓ(u, v)
)

= A
∑

t∈S⋆
ℓ

Π t
n
(u, v)

|S⋆ℓ |
+ 2B

∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
−
(E(Π̂Sℓ(u, v)

))2
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Annexe D. Estimation des MdCe qu'il faut aluler 'est
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

=
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

(
d∑

i=0

Mi
ti1
ni

)


d∑

j=0

Mj
tj2
nj




=
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

∑

(i,j)∈J0,dK2

MiMj
ti1t

j
2

ni+j

=
∑

(i,j)∈J0,dK2

MiMj


 ∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

ti1t
j
2

ni+j




.

Reste ∑
t∈S⋆

ℓ

tj et ∑

(t1,t2)∈S⋆
ℓ
×S⋆

ℓ
,t1<t2

ti1t
j
2 pour tous les i, j.Nous aimerions bien

2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

Π t1
n

(u, v)Π t2
n

(u, v)

|S⋆ℓ |(|S⋆ℓ | − 1)
= Πτℓ

2 + εVave, nous l'espèrons εV petit devant Πτℓ
2.Remarque 17 Alors que pour une dérive linéaire nous pouvions onlure à la onvergene des estimateurs (voirThéorème 18 p112 et e qui suit), ela n'est plus possible ii. En e�et, les fontions εE et εV dé�nies plus bas netendent pas vers zéro.
εE =

d∑

i=0

Mi




∑

t∈S⋆
ℓ

ti

ni

|S⋆ℓ |
− τℓ

i




εV =
∑

(i,j)∈J0,dK2

MiMj




2
∑

(t1,t2)∈S⋆ℓ×S
⋆
ℓ
,t1<t2

ti1t
j
2

ni+j

|S⋆ℓ |(|S⋆ℓ | − 1)
− τℓ

i+j


Cei explique en partie le fait que ette méthode d'estimation donne de moins bonnes vraisemblanes que la méthodepoint par point.D.1.4 Espéranes et varianes des M̂iEspéranesNous avons E(X) = M−1E(P ). AinsiE(M) =




N∑

ℓ=1

E(Π̂Sℓ(u, v)
)...

N∑

ℓ=1

τℓ
dE(Π̂Sℓ(u, v)

)


Ayant déjà alulé E(Π̂Sℓ(u, v)

) (voir D.1.3), nous déduisons E(X).128



D.2. Estimation de Mi point par pointVarianesNous avons V(X) = M−1V(P )(M t)
−1. Le alul de V(P ) néessite elui des deux termes suivants :� V( N∑

ℓ=1

τℓ
iΠ̂Sℓ(u, v)

)
=

N∑

ℓ=1

τℓ
2iV (Π̂Sℓ(u, v)

)� Cov

(
N∑

ℓ=1

τℓ
iΠ̂Sℓ(u, v),

N∑

ℓ=1

τℓ
jΠ̂Sℓ(u, v)

)
=

N∑

ℓ=1

τℓ
i+jV (Π̂Sℓ(u, v)

)Nous nous servons de l'indépendane des segments pour la seonde égalité. Ayant déjà alulé V (Π̂Sℓ(u, v)
), nousdéduisons V(X).D.2 Estimation de Mi point par pointRappelons le modèle des polyn�mes :

Π t
n
(u, v) =

d∑

i=0

Mi(u, v)
ti

ni
.De la même façon que préédemment (voir 1.1.3), nous devons minimiser la fontion PPd suivante :

PPd (M0, . . . ,Md) =

n∑

t=k


 ∑

u∈Ak

1{Xt−k . . .Xt−1 = u}
[∑

v∈A

(
Π t
n
(u, v) − 1{Xt=v})2

]
 .La reherhe des zéros de la dérivée nous donne le système suivant pour haque ouple (u, v) ∈ Ak ×A :





∂PPd(M0,...,Md)
∂M0(u,v) = 0...

∂PPd(M0,...,Md)
∂Mj(u,v)

= 0...
∂PPd(M0,...,Md)

∂Md(u,v)
= 0

⇐⇒





n∑

t=k

1{Xt−k...Xt−1=u}

(
d∑

i=0

ti

ni
M̂i(u, v) − 1{Xt=v}) = 0...

n∑

t=k

1{Xt−k...Xt−1=u}
tj

nj

(
d∑

i=0

ti

ni
M̂i(u, v) − 1{Xt=v}) = 0...

n∑

t=k

1{Xt−k...Xt−1=u}
td

nd

(
d∑

i=0

ti

ni
M̂i(u, v) − 1{Xt=v}) = 0

⇐⇒





d∑

i=0

M̂i(u, v)

(
n∑

t=k

1{Xt−k ...Xt−1=u}
ti

ni

)
−

n∑

t=k

1{Xt−k...Xt−1=u,Xt=v} = 0...
d∑

i=0

M̂i(u, v)

(
n∑

t=k

1{Xt−k ...Xt−1=u}
tj

nj
ti

ni

)
−

n∑

t=k

tj

nj
1{Xt−k...Xt−1=u,Xt=v} = 0...

d∑

i=0

M̂i(u, v)

(
n∑

t=k

1{Xt−k ...Xt−1=u}
td

nd
ti

ni

)
−

n∑

t=k

td

nd
1{Xt−k...Xt−1=u,Xt=v} = 0Pour un alphabet A donné, nous obtenons ainsi (|A|)k+1 systèmes de d + 1 équations à d + 1 inonnues. Nousavons alors les estimateurs M̂i. 129



Annexe D. Estimation des MdEn notant 1u = 1{Xt−k...Xt−1=u} et 1uv = 1{Xt−k ...Xt−1=u,Xt=v}, nous réérivons le système sous la formematriielle suivante :



n∑

t=k

1u · · ·
n∑

t=k

1u td
nd... ...

n∑

t=k

1u td
nd

· · ·
n∑

t=k

1u t2d
n2d







M̂0(u, v)...
M̂d(u, v)


 =




n∑

t=k

1uv...
n∑

t=k

td

nd
1uv




(D.1)Nous notons e système MX = P ave
Mij =

n∑

t=k

1u ti+j
ni+j

, Xi = M̂i(u, v) et Pi =

n∑

t=k

ti

ni
1uv.D.2.1 Stohastiité des matries Π̂ t

nThéorème 22 Les matries Π̂ t
n
sont stohastiques.Preuve Montrons que ∑

v∈A

M̂0(u, v) = 1 et que ∑
v∈A

M̂i(u, v) = 0 pour i 6= 0. Reprenant le système préédent, etsahant que ∑
v∈A

1uv = 1u, nous avons




d∑

i=0

∑

v∈A

M̂i(u, v)

(
n∑

t=k

1u ti
ni

)
−

n∑

t=k

1u = 0...
d∑

i=0

∑

v∈A

M̂i(u, v)

(
n∑

t=k

1u tj
nj

ti

ni

)
−

n∑

t=k

tj

nj
1u = 0...

d∑

i=0

∑

v∈A

M̂i(u, v)

(
n∑

t=k

1u td
nd

ti

ni

)
−

n∑

t=k

td

nd
1u = 0Nous avons 



n∑

t=k

1u · · ·
n∑

t=k

1u td
nd... ...

n∑

t=k

1u td
nd

· · ·
n∑

t=k

1u t2d
n2d







∑

v∈A

M̂0(u, v)...∑

v∈A

M̂d(u, v)




=




n∑

t=k

1u...
n∑

t=k

td

nd
1u




X =




1
0...
0


 est la solution du système. Ainsi, nous aurons bien Π t

n
stohastiques si tous les termes de es matriessont positifs (e qui n'est à nouveau pas forément le as (voir 1)).130



D.2. Estimation de Mi point par pointD.2.2 Espéranes et varianes des M̂iDe la même manière que pour le as linéaire (voir B.3.2), nous montrons la onvergene de nos estimateurs àl'aide de la delta méthode. Notre système D.1 devient



E( n∑

t=k

1u)) · · · E( n∑

t=k

1u td
nd

)... ...E( n∑

t=k

1u td
nd

)
· · · E( n∑

t=k

1u t2d
n2d

)







E(M̂0(u, v)
)...E(M̂d(u, v)
)


 =




E( n∑

t=k

1uv)...E( n∑

t=k

td

nd
1uv)




(D.2)(D.3)Le veteur  M0(u, v)...
Md(u, v)


 est a solution de e système. Ainsi nos estimateurs sont asymptotiquement sans biais.Le alul de la variane se fait de la même manière que dans le as linéaire (voir Annexe B.3.2).
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Annexe ESplinesE.1 Estimation globaleNous présentons ii quelques as partiuliers relatifs au 3.2 de la partie I.E.1.1 Degré 1Nous détaillons ii la méthode pour un déoupage en 2 puis 3 moreaux.2 moreauxSur haun des moreaux i, nous avons une matrie de transition Πi
t
n

alulée à partir de deux matries �pointd'appuis� estimées :
Π1

t
n
(u, v) =

α− t

α
Π0(u, v) +

t

α
Πα
n
(u, v)

Π2
t
n
(u, v) =

n− t

n− α
Πα
n
(u, v) +

t− α

n− α
Π1(u, v).Comme préédemment (voir 1.1.3), nous utilisons la méthode point par point pour estimer les paramètres dumodèle. Nous minimisons la fontion f1 suivante :

f1(Π0,Πα
n
,Π1) =

n∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π t
n
(u, v) − 1v)2

)


=

α∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
α− t

α
Π0(u, v) +

t

α
Πα
n
(u, v) − 1v)2

)


+

n∑

t=α+1


∑

u∈Ak

1u(∑
v∈A

(
n− t

n− α
Πα
n
(u, v) +

t− α

n− α
Π1(u, v) − 1v)2

)
 .Expliitons les dérivées :

∂f1
∂Π0(u, v)

=

α∑

t=k

(1u2(α− t

α

)(
α− t

α
Π0(u, v) +

t

α
Πα
n
(u, v) − 1v)) ;

∂f1
∂Πα

n
(u, v)

=

α∑

t=k

(1u2( t
α

)(
α− t

α
Π0(u, v) +

t

α
Πα
n
(u, v) − 1v)) ;

+

n∑

t=α+1

(1u2( n− t

n− α

)(
n− t

n− α
Πα
n
(u, v) +

t− α

n− α
Π1(u, v) − 1v)) ;

∂f1
∂Π1(u, v)

=

n∑

t=α+1

(1u2( t− α

n− α

)(
n− t

n− α
Πα
n
(u, v) +

t− α

n− α
Π1(u, v) − 1v)) .133



Annexe E. SplinesLa minimisation nous donne le système suivant :



A1(u) B1(u) C1(u)
A2(u) B2(u) C2(u)
A3(u) B3(u) C3(u)






Π0(u, v)
Πα
n
(u, v)

Π1(u, v)


 =




D1(u, v)
D2(u, v)
D3(u, v)


ave

A1(u) =
α∑

t=k

1u2(α− t

α

)2

, B1(u) =
α∑

t=k

1u2(α− t

α

)
t

α
, C1(u) = 0, D1(u, v) =

α∑

t=k

1uv2(α− t

α

)

A2(u) =

α∑

t=k

1u2(α− t

α

)
t

α
, B2(u) =

α∑

t=k

1u2( t
α

)2

+

n∑

t=α+1

1u2( n− t

n− α

)2

C2(u) =

n∑

t=α+1

1u2( n− t

n− α

)(
t− α

n− α

)
, D2(u, v) =

α∑

t=k

1uv2( t
α

)
+

n∑

t=α+1

1u2( n− t

n− α

)
, A3(u) = 0

B3(u) =

n∑

t=α+1

1u2( n− t

n− α

)(
t− α

n− α

)
, C3(u) =

n∑

t=α+1

1u2( t− α

n− α

)2

, D3(u, v) =

n∑

t=α+1

1uv2( t− α

n− α

)
.Théorème 23 Les matries Π1

t
n

et Π2
t
n

sont stohastiques.Preuve Nous sommons sur v ∈ A les équations. Nous obtenons le système suivant :



A1(u) B1(u) C1(u)
A2(u) B2(u) C2(u)
A3(u) B3(u) C3(u)







∑

v∈A

Π0(u, v)

∑

v∈A

Πα
n
(u, v)

∑

v∈A

Π1(u, v)




=




∑

v∈A

D1(u, v)

∑

v∈A

D2(u, v)

∑

v∈A

D3(u, v)


Le veteur (1 · · · 1)t est solution. Ainsi on montre que les lignes de es matries somment toutes à 1. Par onsé-quent, la stohastiité de Π1

t
n

et Π2
t
n

est véri�ée. La même remarque que préédemment (voir A.1.2) peut s'appliquer :il est théoriquement possible d'obtenir des termes négatifs.3 moreauxSur haun des moreaux i, nous avons une matrie de transition Πi
t
n

alulée à partir de deux matries �pointd'appuis� estimées :
Π1

t
n
(u, v) =

α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v)

Π2
t
n
(u, v) =

α2 − t

α2 − α1
Πα1

n
(u, v) +

t− α1

α2 − α1
Πα2

n
(u, v)

Π3
t
n
(u, v) =

n− t

n− α2
Πα2

n
(u, v) +

t− α2

n− α2
Π1(u, v)Comme préédemment (voir 1.1.3), nous utilisons la méthode point par point pour estimer les paramètres dumodèle. Nous minimisons la fontion f1 suivante :

f1(Π0,Πα1
n
,Πα2

n
,Π1) =

n∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π t
n
(u, v) − 1v)2

)


=

α1∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v) − 1v)2

)


+

α2∑

t=α+1


∑

u∈Ak

1u(∑
v∈A

(
α2 − t

α2 − α1
Πα1

n
(u, v) +

t− α1

α2 − α1
Πα2

n
(u, v) − 1v)2

)


+

n∑

t=α2+1


∑

u∈Ak

1u(∑
v∈A

(
n− t

n− α2
Πα2

n
(u, v) +

t− α2

n− α2
Π1(u, v) − 1v)2

)
134



E.1. Estimation globaleExpliitons les dérivées :
∂f1

∂Π0(u, v)
=

α1∑

t=k

(1u2(α1 − t

α1

)(
α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v) − 1v)) ;

∂f1
∂Πα1

n
(u, v)

=

α1∑

t=k

(1u2( t

α1

)(
α1 − t

α1
Π0(u, v) +

t

α1
Πα1

n
(u, v) − 1v))

+

α2∑

t=α1+1

(1u2( α2 − t

α2 − α1

)(
α2 − t

α2 − α1
Πα1

n
(u, v) +

t− α2

n− α2
Πα2

n
(u, v) − 1v)) ;

∂f1
∂Πα2

n
(u, v)

=

α2∑

t=α1+1

(1u2( t− α1

α2 − α1

)(
α2 − t

α2 − α1
Πα1

n
(u, v) +

t− α1

α2 − α1
Πα2

n
(u, v) − 1v))

+
n∑

t=α2+1

(1u2( n− t

n− α2

)(
n− t

n− α2
Πα2

n
(u, v) +

t− α2

n− α2
Π1(u, v) − 1v)) ;

∂f1
∂Π1(u, v)

=

n∑

t=α2+1

(1u2( t− α2

n− α2

)(
n− t

n− α2
Πα2

n
(u, v) +

t− α2

n− α2
Π1(u, v) − 1v)) .La minimisation nous donne le système suivant :




A1(u) B1(u) C1(u) D1(u)
A2(u) B2(u) C2(u) D2(u)
A3(u) B3(u) C3(u) D3(u)
A4(u) B4(u) C4(u) D4(u)







Π0(u, v)
Πα1

n
(u, v)

Πα2
n

(u, v)

Π1(u, v)


 =




E1(u, v)
E2(u, v)
E3(u, v)
E4(u, v)


ave

A1(u) =

α1∑

t=k

1u2(α1 − t

α1

)2

, B1(u) =

α1∑

t=k

1u2(α1 − t

α1

)
t

α1
, C1(u) = 0, D1(u) = 0,

E1(u, v) =

α1∑

t=k

1uv2(α1 − t

α1

)
, A2(u) =

α1∑

t=k

1u2(α1 − t

α1

)
t

α1
,

B2(u) =

α1∑

t=k

1u2( t

α1

)2

+

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)2

, C2(u) =

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)(
t− α1

α2 − α1

)
,

D2(u) = 0, E2(u, v) =

α1∑

t=k

1uv2( t

α1

)
+

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)
, A3(u) = 0,

B3(u) =

α2∑

t=α1+1

1u2( α2 − t

α2 − α1

)(
t− α1

α2 − α1

)
, C3(u) =

α2∑

t=α1+1

1u2( t− α1

α2 − α1

)2

+

n∑

t=α2+1

1u2( n− t

n− α2

)2

,

D3(u) =

n∑

t=α2+1

1u2( n− t

n− α2

)(
t− α2

n− α2

)
, E3(u, v) =

α2∑

t=α1+1

1uv2( t− α1

α2 − α1

)
+

n∑

t=α2+1

1uv2( n− t

n− α2

)
,

A4(u) = 0, B4(u) = 0, C4(u) =
n∑

t=α2+1

1u2( n− t

n− α2

)(
t− α2

n− α2

)
,

D4(u) =

n∑

t=α2+1

1u2( t− α2

n− α2

)2

, E4(u, v) =

n∑

t=α2+1

1uv2( t− α2

n− α2

)
.Théorème 24 Les matries Πi

t
n

sont stohastiques pour i = 1, 2, 3.135



Annexe E. SplinesPreuve Nous sommons sur v ∈ A les équations. Nous obtenons le système suivant :



A1(u) B1(u) C1(u) D1(u)
A2(u) B2(u) C2(u) D2(u)
A3(u) B3(u) C3(u) D3(u)
A4(u) B4(u) C4(u) D4(u)







∑

v∈A

Π0(u, v)

∑

v∈A

Πα1
n

(u, v)

∑

v∈A

Πα2
n

(u, v)

∑

v∈A

Π1(u, v)




=




∑

v∈A

E1(u, v)

∑

v∈A

E2(u, v)

∑

v∈A

E3(u, v)

∑

v∈A

E4(u, v)




.

Le veteur (1 · · · 1)t est solution. Ainsi on montre que les lignes de es matries somment toutes à 1. Par onsé-quent, la stohastiité des Πi
t
n

est véri�ée pour i = 1, 2, 3. La même remarque que préédemment (voir A.1.2) peuts'appliquer : il est théoriquement possible d'obtenir des termes négatifs.E.1.2 Degré 2, 2 moreauxLa modélisation par splines polynomiales de degré 2 revient à estimer un DMM de degré 2 sur haque moreauen imposant la ontinuité aux noeuds ainsi que la ontinuité des dérivées premières. L'utilisation du modèle despoints d'appuis va rendre les aluls omplexes. Aussi, nous utilisons désormais le modèle des polyn�mes (voirAnnexe B). Rappelons que es deux modèles sont équivalents. Sur haque segment i, nous utilisons trois matriesde paramètres (voir B). pour dé�nir notre matrie de transition dérivante Πi
t
n

:
Π1

t
n
(u, v) = M1

0 (u, v) +
t

n
M1

1 (u, v) +
t2

n2
M1

2 (u, v)

Π2
t
n
(u, v) = M2

0 (u, v) +
t

n
M2

1 (u, v) +
t2

n2
M2

2 (u, v).Nous souhaitons minimiser la fontion f2 suivante sous les ontraintes de ontinuité préitées :
f2(M

i
j) =

n∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
Π t
n
(u, v) − 1v)2

)


=

α∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
M1

0 +
t

n
M1

1 +
t2

n2
M1

2 − 1v)2
)


+

n∑

t=α+1


∑

u∈Ak

1u(∑
v∈A

(
M2

0 +
t

n
M2

1 +
t2

n2
M2

2 − 1v)2
)
Notons nos deux ontraintes :� Π1

α
n
(u, v) = Π2

α
n
(u, v)� (Π1

α
n

)′
(u, v) =

(
Π2
α
n

)′
(u, v)

⇐⇒� M1
0 (u, v) + α

nM
1
1 (u, v) + α2

n2M
1
2 (u, v) = M2

0 (u, v) + α
nM

2
1 (u, v) + α2

n2M
2
2 (u, v)� M1

1 (u, v) + 2αnM
1
2 (u, v) = M2

1 (u, v) + 2αnM
2
2 (u, v)Utilisons la méthode lagrangienne pour la minimisation sous ontraintes. Ajoutons à la fontions à minimisernos ontraintes ave des oe�ients λ et γ. La fontion à minimiser devient don la fontion F2 suivante :

F2(M
i
j , λ, γ) =

α∑

t=k


∑

u∈Ak

1u(∑
v∈A

(
M1

0 +
t

n
M1

1 +
t2

n2
M1

2 − 1v)2
)


+

n∑

t=α+1


∑

u∈Ak

1u(∑
v∈A

(
M2

0 +
t

n
M2

1 +
t2

n2
M2

2 − 1v)2
)


+ λ

(
M1

0 (u, v) +
α

n
M1

1 (u, v) +
α2

n2
M1

2 (u, v) −M2
0 (u, v) − α

n
M2

1 (u, v) − α2

n2
M2

2 (u, v)

)136



E.1. Estimation globale
+ γ

(
M1

1 (u, v) + 2
α

n
M1

2 (u, v) −M2
1 (u, v) − 2

α

n
M2

2 (u, v)
)

Expliitons les dérivées :
∂F2(M

i
j , λ, γ)

∂M1
0 (u, v)

=

α∑

t=k

1u2(M1
0 (u, v) +

t

n
M1

1 (u, v) +
t2

n2
M1

2 (u, v) − 1v)+ λ;

∂F2(M
i
j , λ, γ)

∂M1
1 (u, v)

=
α∑

t=k

1u2 t
n

(
M1

0 (u, v) +
t

n
M1

1 (u, v) +
t2

n2
M1

2 (u, v) − 1v)+ λ
α

n
+ γ;

∂F2(M
i
j , λ, γ)

∂M1
2 (u, v)

=

α∑

t=k

1u2 t2
n2

(
M1

0 (u, v) +
t

n
M1

1 (u, v) +
t2

n2
M1

2 (u, v) − 1v)+ λ
α2

n2
+ 2γ

α

n
;

∂F2(M
i
j , λ, γ)

∂M2
0 (u, v)

=

n∑

t=α+1

1u2(M2
0 (u, v) +

t

n
M2

1 (u, v) +
t2

n2
M2

2 (u, v) − 1v)− λ;

∂F2(M
i
j , λ, γ)

∂M2
1 (u, v)

=

n∑

t=α+1

1u2 t
n

(
M2

0 (u, v) +
t

n
M2

1 (u, v) +
t2

n2
M2

2 (u, v) − 1v)− λ
α

n
− γ;

∂F2(M
i
j , λ, γ)

∂M2
2 (u, v)

=

n∑

t=α+1

1u2 t2
n2

(
M2

0 (u, v) +
t

n
M2

1 (u, v) +
t2

n2
M2

2 (u, v) − 1v)− λ
α2

n2
− 2γ

α

n
;

∂F2(M
i
j , λ, γ)

∂λ
= M1

0 (u, v) +
α

n
M1

1 (u, v) +
α2

n2
M1

2 (u, v) −M2
0 (u, v) − α

n
M2

1 (u, v) − α2

n2
M2

2 (u, v);

∂F2(M
i
j , λ, γ)

∂γ
= M1

1 (u, v) + 2
α

n
M1

2 (u, v) −M2
1 (u, v) − 2

α

n
M2

2 (u, v).

Nous obtenons ainsi un système de 8 équations à 8 inonnues :

M ×




M1
0

M1
1

M1
2

M2
0

M2
1

M2
2

λ
γ




=




2

α∑

t=k

1uv
2

α∑

t=k

1uv t
n

2
α∑

t=k

1uv t2
n2

2

n∑

t=α+1

1uv
2

n∑

t=α+1

1uv t
n

2
n∑

t=α+1

1uv t2
n2

0
0
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Annexe E. Splinesave
M =




2

α∑

t=k

1u 2

α∑

t=k

1u t
n

2

α∑

t=k

1u t2
n2

0 0 0 1 0

2

α∑

t=k

1u t
n

2

α∑

t=k

1u t2
n2

2

α∑

t=k

1u t3
n3

0 0 0 α
n 1

2

α∑

t=k

1u t2
n2

2

α∑

t=k

1u t3
n3

2

α∑

t=k

1u t4
n4

0 0 0 α2

n2 2αn

0 0 0 2

n∑

t=α+1

1u t2
n2

2

n∑

t=α+1

1u t3
n3

2

n∑

t=α+1

1u t4
n4

−1 0

0 0 0 2

n∑

t=α+1

1u t2
n2

2

n∑

t=α+1

1u t3
n3

2

n∑

t=α+1

1u t4
n4

−α
n −1

0 0 0 2
n∑

t=α+1

1u t2
n2

2
n∑

t=α+1

1u t3
n3

2
n∑

t=α+1

1u t4
n4

−α2

n2 −2αn

1 α
n

α2

n2 −1 −α
n −α2

n2 0 0
0 1 2αn 0 −1 −2αn 0 0


Théorème 25 Les matries Πi

t
n

sont stohastiques pour i = 1, 2.Preuve Nous sommons sur v ∈ A les équations de notre système. Nous obtenons le système suivant :
M ×




∑

v∈A

M1
0 (u, v)

∑

v∈A

M1
1 (u, v)

∑

v∈A

M1
2 (u, v)

∑

v∈A

M2
0 (u, v)

∑

v∈A

M2
1 (u, v)

∑

v∈A

M2
2 (u, v)

λ
γ




=




∑

v∈A

2

α∑

t=k

1uv
∑

v∈A

2

α∑

t=k

1uv t
n

∑

v∈A

2

α∑

t=k

1uv t2
n2

∑

v∈A

2

n∑

t=α+1

1uv
∑

v∈A

2

n∑

t=α+1

1uv t
n

∑

v∈A

2

n∑

t=α+1

1uv t2
n2

0
0


Le veteur ( 1 0 0 1 0 0 0 0 )t est solution. Ainsi on montre que les lignes de es matries sommenttoutes à 0 sauf pour M i

0, ave i = 1, 2 qui somment à 1. Ainsi la stohastiité de Π1
t
n

et Π2
t
n

est véri�ée. La mêmeremarque que préédemment (voir A.1.2) peut s'appliquer : il est théoriquement possible d'obtenir des termesnégatifs.
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Troisième partieApproximation de Poisson

139





Cette troisième partie est omposé de trois artiles érits en ollaboration ave Miguel Abadi. Les deux premiersprésentent la théorie, développée par Miguel Abadi, des temps de retour et de l'approximation de Poisson dans lesproessus de mélange. Le dernier présente une appliation que j'ai développée autour de es deux premiers artiles :la reherhe de mots exeptionnels.
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Chapitre 1Sharp error terms for return time statistisunder mixing onditionsSummaryWe desribe the statistis of repetition times of a string of symbols in a stohasti proess. We onsider a string
A of length n and prove : 1) The time elapsed until the proess starting with A repeats A, denoted by τA, has adistribution whih an be well approximated by a degenerated law at the origin and an exponential law. 2) Thenumber of onseutive repetitions of A, denoted by SA, has a distribution whih is approximately a geometri law.We provide sharp error terms for eah of these approximations. The errors we obtain are point-wise and allow toget also approximations for all the moments of τA and SA. Our results hold for proesses that verify the φ-mixingondition.Keywords : Mixing, reurrene, rare event, return time, sojourn time.1.1 IntrodutionThis paper desribes the statistis of return times of a string of symbols in a mixing stohasti proess with a�nite alphabet. Generally speaking, the study of the time elapsed until the �rst ourrene of an event with smallprobability in dependent proesses has a long history whih an be traed out in [GS97℄. The typial result is :

lim
n→∞

P (τAn > t bn | µ0) = e−t , (1.1)where τAn is the �rst time the proess hits a given measurable set An, n ∈ N and suh that the measure P (An) goto zero as n→ ∞, {bn}n∈N is a suitable re-saling sequene of positive numbers and µ0 is a given initial ondition.Reently and exhaustive analysis of these statistis was motivated for appliations in di�erent areas as entropyestimation, genome analysis, omputer siene, linguisti, among others. From the point of view of appliations, afundamental task is to know the rate of onvergene of the above limit. A detailed review of suh results appearingin the literature an be �nd in [AG01℄.It is the purpose of this paper to present the following new results : For any n-string A- A sharp upper bound for the above rate of onvergene in general φ-mixing proesses that holds when µ0 = A.- A sharp upper bound between the law of the number of onseutive visits to A and a geometri law.When µ0 is taken as A, we refer to the distribution in (1.1) as the return time. In general it an not be wellapproximated by an exponential law. This was �rstly noted in [Hir93℄, where it is proved the onvergene of thenumber of visits to a small ylinder around a point to the Poisson law for axiom A di�eomorphisms. The resultholds for almost every point. Then, it is proved that for periodi points, the asymptoti limit law of the returntime di�ers of the one-level Poisson law, namely e−t.Our �rst result onerns the rate of onvergene of limit in (1.1) when µ0 = A for any n-string A. We provethat P(τA > t/P(A) | A) onverges to a mixture of a Dira law at the origin and an exponential law. Namely, forlarge n P(τA > tP(A)
| A
)

≈ (1 − ζ)δ + ζe−ζt .143



Chapitre 1. Sharp error terms for return time statistis under mixing onditions
δ is the Dira measure at the origin. ζ is a parameter related to the self-repeating properties of the string A. Itworth noting that the parameter of the exponential law is exatly the weight of the onvex ombination. So far,the self-repeating properties of a string appears as a major fator to desribe the statistial properties of the returntime. For instane, if a string admits to overlaps itself, then it will turn out in the sequel that ζ 6= 1 and the returntime distribution approximates the above mixture of laws. However, for a word whih does not overlap itself, itwill turn out that ζ = 1 and the return time distribution approximates a purely exponential law.It worth realling at this point that when in equation (1.1) the initial ondition is the equilibrium measure ofthe proess, τA is alled the hitting time of A. In [HSV99℄ it is proved a rate of onvergene of the return time asfuntion of the distane between the hitting time and return time laws. While this result applies only for ylindersaround periodi points. Our result applies to all of them.The great enhane of our work is that, ontrarily to all the previous works whih present bounds dependingonly on the string A, our error estimate deays exponentially fast in t for all t > 0. As a byprodut we obtainexpliit expressions for all the moments of the return time. This also appears as a generalization of the famousKa's lemma (see [Ka47℄) whih states that the �rst moment of the return time to a n-string A of positive measureis equal to P(A)−1 and the result in [Cha03℄ whih presents onditions for the existene of the moments of returntimes. Further, [HSV99℄ proves that hitting and return times oinide if and only if the return time onverges tothe exponential law. We extend this result establishing that the laws of hitting and return time oinide if and onlyif the Dira measure of the return time law is absent whih is equivalent to onsider a non-self-repeating string.Our framework is the lass of φ-mixing proesses. For instane, irreduible and aperiodi �nite state Markovhains are known to be ψ-mixing (and then φ-mixing ) with exponential deay. Moreover, Gibbs states whihhave summable variations are ψ-mixing (see [Wal75℄). They have exponential deay if they have Hölder ontinuouspotential (see [Bow75℄). However, sometimes the ψ-mixing ondition is very restrited hypothesis di�ult to test.We establish our result under the more general φ-mixing ondition. Further examples of φ-mixing proesses anbe found in [LSV98℄. The error term is expliitly expressed as a funtion of the mixing rate φ. We refer the readerto [Dou95℄ for a soure of examples and de�nitions of the several kinds of mixing proesses.The base of our proof is a sharp approximation on the rate of onvergene of the hitting time to an exponentiallaw proved in [Aba04℄.The self-repeating phenomena in the distribution of the return time leads us to onsider the problem of thesojourn time. Our seond result states that the law of the number of onseutive repetitions of the string A,denoted by SA, onverges to a geometri law. NamelyP (SA = k | A) ≈ (1 − ρ)ρk . (1.2)Again here, the parameter ρ depends on the self-repeating properties of the string. Furthermore we show thatunder suitable onditions one has ρ ≈ 1− ζ. As far as we know, this is the �rst result on this subjet for dependentproesses.As in our previous result, the error bound we obtain dereases geometrially fast in k (see (1.2)). This deayon the error bound allows us to obtain an approximation for all the moments of SA for those of a geometriallydistributed random variable.Our results are applied in a forthoming paper : In [AHV05℄ the authors prove large deviations and �utuationsproperties of the repetition time funtion introdued by Wyner and Ziv in [WZ89℄ and further by Ornstein andWeiss in [OW93℄, and get entropy estimators.This paper is organized as follows. In setion 2 we establish our framework. In setion 3 we desribe the self-repeating properties needed to state the return time result. In setion 4 we establish the approximation for thereturn time law. This is Theorem 1.4.1. Finally, in setion 5 we state and prove the geometri approximation forthe onseutive repetitions of a string. This is Theorem 1.5.1.1.2 Framework and NotationsLet E be a �nite set. Put Ω = EZ. For eah x = (xm)m∈Z ∈ Ω and m ∈ Z, let Xm : Ω → E be the m-thoordinate projetion, that is Xm(x) = xm. We denote by T : Ω → Ω the one-step-left shift operator, namely
(T (x))m = xm+1.We denote by F the σ-algebra over Ω generated by strings. Moreover we denote by FI the σ-algebra generatedby strings with oordinates in I, I ⊆ Z. 144



1.3. PeriodiityFor a subset A ⊆ Ω we say that A ∈ Cn if and only if
A = {X0 = a0; . . . ;Xn−1 = an−1} ,with ai ∈ E , i = 0, . . . , n− 1.We onsider an invariant probability measure P over F . We shall assume without loss of generality that thereis no singleton of probability 0.We say that the proess (Xm)m∈Z is φ-mixing if the sequene

φ(l) = sup |PB(C) −P(C)| ,onverges to zero. The supremum is taken over B and C suh that B ∈ F{0,.,n}, n ∈ N,P(B) > 0, C ∈ F{m≥n+l+1}.For two measurables V and W , we denote as usual P (V |W ) = PW (V ) = P (V ;W ) /P(W ) the onditionalmeasure of V given W . We write P (V ;W ) = P (V ∩W ). We also write V c = Ω\V , for the omplement of V .We use the probabilisti notation : {Xm
n = xmn } = {Xn = xn, . . . , Xm = xm}. For a n-string A = {Xn−1

0 =
xn−1

0 } and 1 ≤ w ≤ n, we write A(w) = {Xn−1
n−w = xn−1

n−w} for the w-string belonging to the σ-algebra F{n−w,...,n−1}and onsisting of the last w symbols of A.The onditional mean of a r.v. X with respet to any measurable V will be denoted by EV (X) and we putE(X) when V = Ω. Wherever it is not ambiguous we will write C for di�erent positive onstants even in the samesequene of equalities/inequalities. For brevity we put (a ∨ b) = max{a, b} and (a ∧ b) = min{a, b}.1.3 PeriodiityDe�nition 1.3.1 Let A ∈ Cn. We de�ne the periodiity of A (with respet to T ) as the number τ(A) de�ned asfollows :
τ(A) = min

{
k ∈ {1, . . . , n} | A ∩ T−k(A) 6= ∅

}
.Let us take A ∈ Cn, and write n = q τ(A) + r, with q = [n/τ(A)] and 0 ≤ r < τ(A). Thus

A =
{
X
τ(A)−1
0 = X

2τ(A)−1
τ(A) = . . . = X

qτ(A)−1
(q−1)τ(A) = a

τ(A)−1
0 ; Xn−1

qτ(A) = ar−1
0

}
.So, we say that A has period τ(A) and rest r. We remark that periods an be �read bakward� (and for the purposeof setion 5 it will be more useful to do it in this way), that is

A=
{
Xr−1

0 = an−1
n−r;X

n−(q−1)τ(A)−1
n−qτ(A) = .. = X

n−τ(A)−1
n−2τ(A) = Xn−1

n−τ(A) = an−1
n−τ(A)

}

=
{
T qτ(A)A(r);T (q−1)τ(A)A(τ(A)); . . . ;T 2τ(A)A(τ(A));T τ(A)A(τ(A));A(τ(A))

}
.We reall the de�nition of A(w), 1 ≤ w ≤ n, at the end of setion 2. For instane

A = (

period︷ ︸︸ ︷
aaaabb

period︷ ︸︸ ︷
aaaabb

rest︷︸︸︷
aaa) = (

rest︷ ︸︸ ︷
aaa︸︷︷︸

T 12A(3)

period︷ ︸︸ ︷
abbaaa︸ ︷︷ ︸
T 6A(6)

period︷ ︸︸ ︷
abbaaa︸ ︷︷ ︸
A(6)

) . (1.1)In the middle of the above equality, periods are read forward while in the right hand side periods are read bakward.Consider the set of overlapping positions of A :
{
k ∈ {1, . . . , n− 1} | A ∩ T−k(A) 6= ∅

}
= {τ(A), . . . , [n/τ(A)]τ(A)} ∪R(A) ,where

R(A) =
{
k ∈ {[n/τ(A)]τ(A) + 1, . . . , n− 1} | A ∩ T−k(A) 6= ∅

}
.The set {τ(A), . . . , [n/τ(A)]τ(A)} is alled the set of prinipal periods of A whileR(A) is alled the set of seondaryperiods of A. Furthermore, put rA = #R(A). Observe that one has 0 ≤ rA < n/2. Returns before τ(A) are notpossible, thus, PA (τA < τ(A)) = 0. Still, if A does not return at time τ(A), then it an not return at times kτ(A),with 1 ≤ k ≤ [n/τ(A)], so one has PA (τ(A) < τA ≤ [n/τ(A)]τ(A)) = 0.145



Chapitre 1. Sharp error terms for return time statistis under mixing onditionsThe �rst possible return after τ(A) is
nA =

{
minR(A) R(A) 6= ∅
nA = n R(A) = ∅ .Furthermore, by de�nition of R(A) one has A⋂R(A)c = ∅. ThusPA ({[n/τ(A)]τ(A) + 1 ≤ τA ≤ n− 1} ∩ {τA 6∈ R(A)}) = 0.We �nally remark that {T−iA ∩ T−jA | i, j ∈ R(A)} = ∅. Otherwise it would ontradit the fat that the �rstreturn to A is τ(A) sine for i, j ∈ R(A) one has |i− j| < τ(A). We onlude thatPA (T−iA ∩ T−jA | i, j ∈ R(A)

)
= 0. (1.2)1.4 Return TimesGiven A ∈ Cn, we de�ne the hitting time τA : Ω → N ∪ {∞} as the following random variable : For any x ∈ Ω

τA(x) = inf{k ≥ 1 : T k(x) ∈ A} .The return time is the hitting time restrited to the set A, namely τA|A. We remark the di�erene between τAand τ(A) : while τA(x) is the �rst time A appears in x, τ(A) is the �rst overlapping position of A.For A ∈ Cn de�ne
ζA

def
= PA(τA 6= τ(A)) = PA(τA > τ(A)) .The equality follows by the omment at the end of the previous setion.It would be useful for the reader to note now that aording to the omments of the previous setion, one has

τA|A ∈ {τ(A)} ∪R(A) ∪ {k ∈ N | k ≥ n} . (1.1)Theorem 1.4.1 Let (Xm)m∈Z be a φ-mixing proess. Then, there exist a stritly positive onstant C1 suh thatfor any A ∈ Cn, the following inequality holds for all t :
∣∣∣PA (τA > t) − 1{t<τ(A)} − 1{t≥τ(A)}ζAe

−ζAP(A)(t−τ(A))
∣∣∣ ≤ C1ǫ(A)f(A, t), (1.2)where f(A, t) = P(A)te−(ζA−ǫ(A))P(A)t and

ǫ(A)
def
= inf

0≤w≤nA

[
(rA + n)P(A(w)) + φ (nA − w)

]
. (1.3)We postpone an example showing the sharpness of ǫ(A) after Lemma 1.4.2.Remark 1.4.1 A(nA) is the part of the string A whih does not overlap itself in A∩ T−nAA. Note that nA is theposition of the �rst possible return after τ(A). Reall that rA = #R(A) and nA = n if R(A) = ∅. Thus A(w) with

1 ≤ w ≤ nA is the part of the string A(nA) after taking out its �rst nA − w letters (this will be to reate a gap oflength nA − w to use the mixing property).Remark 1.4.2 When R(A) = ∅, namely, A does not overlaps itself, the error of Theorem 1.4.1 redues to ǫ(A) =
inf0≤w≤n

[
nP(A(w)) + φ (n− w)

]
.Remark 1.4.3 In the error term of the theorem, ǫ(A) provides a bound whih shows the onvergene uniform in

t of the return time law to that mixture of laws as the length of the string growths. The fator P(A)t provides anextra bound for values of t smaller than 1/P(A). The fator e−(ζA−ǫ(A)))P(A)t provides an extra bound for valuesof t larger than 1/P(A).Remark 1.4.4 On one hand P(A) ≤ Ce−cn (see [Aba01a℄). On the other hand, by onstrution nA > n/2.Further φ(n) → 0 as n → ∞. Taking for instane w = n/4 in (1.3) we warrant the smallness of ǫ(A) for largeenough n. 146



1.4. Return TimesCorollary 1.4.1 Let the proess (Xm)m∈Z be φ-mixing. Let β > 0. Then, for any A ∈ Cn, the β-moment of there-saled time P(A)τA onverges, as n→ ∞, to Γ(β + 1)/ζβ−1
A . Moreover

∣∣∣∣∣P(A)βEA(τβA) − Γ(β + 1)

ζβ−1
A

∣∣∣∣∣ ≤ ǫ∗(A)
Cβ e2ǫ(A)(β+1)/ζA

ζ2
A

Γ(β + 1)

ζβ−1
A

, (1.4)where ǫ∗(A) = (ǫ(A) ∨ (nP(A))β), C > 0 is a onstant and Γ is the analyti gamma funtion.Remark 1.4.5 In partiular, the orollary establishes that all the moments of the return time are �nite.Remark 1.4.6 In the speial ase when β = 1, the above orollary establishes a weak version of Ka's Lemma(see [Ka47℄).Remark 1.4.7 For eah β �xed and n large enough one has β e2ǫ(A)(β+1)/ζ2
A is lose to β/ζ2

A. Thus in virtue ofinequality (1.4), the orollary reads not just as a di�erene result but also as a ratio result.The next orollary extends Theorem 2.1 in [HSV99℄.Corollary 1.4.2 Let the proess (Xm)m∈Z be φ-mixing. There exists a onstant C > 0 suh that, for eah A ∈ Cn,the following onditions are equivalent :(a) ∣∣PA (τA > t) − e−P(A)t
∣∣ ≤ C ǫ(A) f(A, t) ,(b) |PA (τA > t) −P (τA > t)| ≤ C ǫ(A) f(A, t) ,() ∣∣P (τA > t) − e−P(A)t
∣∣ ≤ C ǫ(A) f(A, t) ,(d) |ζA − 1| ≤ C ǫ(A) .Moreover, if {An}n∈N is a sequene of strings suh that P(An) → 0 as n→ ∞, then the following onditions areequivalent :(ã) the return time law of An onverges to a parameter one exponential law,(b̃) the return time law and the hitting time law of An onverge to the same law,(c̃) the hitting time law of An onverges to a parameter one exponential law,(d̃) The sequene (ζAn)n∈N onverges to one.1.4.1 Preparatory resultsHere we ollet a number of results that will be useful for the proof of Theorem 1.4.1. The next lemma is auseful way to use the φ-mixing property.Lemma 1.4.1 Let (Xm)m∈Z be a φ-mixing proess. Suppose that A ⊇ B ∈ F{0,...,b}, C ∈ F{b+g,∞} with b, g ∈ N.The following inequality holds : PA (B;C) ≤ PA(B) (P(C) + φ(g)) .Proof Sine B ⊆ A, obviously we have P (A ∩B ∩ C) = P (B ∩C). By the φ-mixing property P (B;C) ≤P(B) (P(C) + φ(g)) . Dividing the above inequality by P(A) the lemma follows. 2The following lemma says that returns over R(A) have small probability.Lemma 1.4.2 Let (Xm)m∈Z be a φ-mixing proess. For all A ∈ Cn, the following inequality holds :PA (τA ∈ R(A)) ≤ ǫ(A) . (1.5)Proof For any w suh that 1 ≤ w ≤ nAPA (τA ∈ R(A)) = PA ⋃

j∈R(A)

T−jA




≤ PA ⋃

j∈R(A)

T−jA(w)




≤ rAP(A(w)
)

+ φ(nA − w) . (1.6)The equality follows by (1.2). Sine {T−jA} ⊂ {T−jA(w)}, �rst inequality follows. Seond one follows by the abovelemma with B = A and C = ∪j∈R(A)T
−jA(w). This ends the proof sine w is arbitrary. 2147



Chapitre 1. Sharp error terms for return time statistis under mixing onditionsExample 1.4.1 Consider a proess (Xm)m∈Z de�ned on the alphabet E = {a, b}. Consider the string introduedin (1.1) :
A = {(X0...X14) = (aaaabbaaaabbaaa)} .Then, n = 15, τ(A) = 6, R(A) = {13, 14}, rA = 2 and nA = 13. Thus
A(13) = ((X2...X14) = (aabbaaaabbaaa)) .The φ-mixing property fatorizes the probabilityPA 14⋃

j=13

T−jA


 = PA 14⋃

j=13

T−jA(13)


 ≤ PA 14⋃

j=13

T−jA(w)


 .In suh ase, a gap at t = 15 of length w with 0 ≤ w ≤ 13 is the best we an do to apply the φ-mixing property.The next lemma will be used to get the non-uniform fator f(A, t) in the error term of Theorem 1.4.1.Lemma 1.4.3 Let (Xm)m∈Z be a φ-mixing proess. Let B ∈ F{kf,∞}, with k ∈ N and f > n. Then, for all

n < g < f , the following inequality holds :PA (τA > kf ; B) ≤ [P (τA > f − g) + φ(g)]
k−1

[P (B) + φ(g)] .Proof First introdue a gap of length g, then use Lemma 1.4.1 to get the inequalitiesPA (τA > kf ; B) ≤ PA (τA > kf − g ; B)

≤ PA (τA > kf − g) [P (B) + φ(g)] . (1.7)Apply the above proedure to {τA > (k − 1)f} and B =
{
τA ◦ T (k−1)f > f − g

} to bound PA (τA > kf − g) byPA (τA > (k − 1)f − g) [P (τA > f − g) + φ(g)] .Iterate this proedure to bound PA (τA > kf − g) byPA (τA > f − g) [P (τA > f − g) + φ(g)]k−1 ≤ [P (τA > f − g) + φ(g)]k−1 .This ends the proof of the Lemma. 2The next proposition establishes a relationship between hitting and return times with an error uniform in t. Inpartiular, (b) says that they oinide if and only if ζA = 1, namely, the string A is non-self-repeating.Proposition 1.4.1 Let (Xm)m∈Z be a φ-mixing proesses. Let A ∈ Cn. Then the following holds :(a) For all M,M ′ ≥ g ≥ n,
|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′)|

≤ PA (τA > M − g) 2 [gP(A) + φ(g)] ,and similarly
|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′ − g)|

≤ PA (τA > M − g) [gP(A) + 2φ(g)] .(b) For all t ≥ τ(A) ∈ N,
|PA (τA > t) − ζAP (τA > t)| ≤ 2ǫ(A) . (1.8)Proof To simplify notation, for t ∈ Z we write τ [t]

A to mean τA◦T t. We introdue a gap of length g after oordinate
M to onstrut the following triangular inequality

|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′)|
≤

∣∣∣PA (τA > M +M ′) −PA (τA > M ; τ
[M+g]
A > M ′ − g

)∣∣∣ (1.9)
+

∣∣∣PA (τA > M ; τ
[M+g]
A > M ′ − g

)
−PA (τA > M)P (τA > M ′ − g)

∣∣∣ (1.10)
+ PA (τA > M) |P (τA > M ′ − g) −P (τA > M ′)| . (1.11)148



1.4. Return TimesTerm (1.9) is bounded as (1.7) byPA (τA > M ; τ
[M ]
A ≤ g

)
≤ PA (τA > M − g) [gP(A) + φ(g)] .Term (1.10) is bounded using the φ-mixing property by PA (τA > M)φ(g). The modulus in (1.11) is boundedusing stationarity by P (τA ≤ g) ≤ gP(A). This ends the proof of both inequalities of item (a).Item (b) for t ≥ 2n is proved applying item (a) with M = n and M ′ = t − n. Then, by stationarityP (τA > t− n) −P (τA > t) ≤ nP(A). Further, PA (τA > τ(A)) −PA (τA > n) ≤ ǫ(A) by Lemma 1.4.2.Consider now τ(A) ≤ t < 2n. Take any 1 ≤ w ≤ nA.

ζA −PA (τA > t) = PA (τ(A) < τA ≤ t)

= PA (τA ∈ R(A) ∪ (n ≤ τA < 2n))

≤ (rA + n)P(A(w)
)

+ φ(nA − w) .First and seond equalities follow by the onsiderations of setion 3. The inequality follows similarly to (1.6). 2The following two propositions are the key of the proof of Theorem 1.4.1.Proposition 1.4.2 Let (Xm)m∈Z be a φ-mixing proess. Let n < g < f . Then the following inequality holds :
∣∣∣PA (τA > kf) −PA (τA > f)P (τA > f − g)

k−1
∣∣∣

≤ 2 [gP(A) + φ(g)] (k − 1) (P (τA > f − g) + φ(g))
k−2

.Proof The left hand side of the above inequality is bounded by
k∑

j=2

|PA (τA > jf) −PA (τA > (j − 1)f)P (τA > f − g)|P (τA > f − g)
k−j

.The modulus in the above sum is bounded by
2 [gP(A) + φ(g)]PA (τA > (j − 1)f − g) ,due to Proposition 1.4.1 (a). The right-most fator is bounded using Lemma 1.4.3 by [P (τA > f − g) + φ(g)]

j−2
.The onlusion follows. 2Let us de�ne

δ(A) = inf
n≤y≤1/P(A)

(yP(A) + φ(y)) .In the proof of Theorem 1.4.1 we will make use of the following version of Proposition 1.4.2 proved in [Aba04℄ forhitting times instead of return times as was done in Proposition 1.4.2. We quote it here for easy referene.Proposition 1.4.3 (Abadi, 2004) Let (Xm)m∈Z be a φ-mixing proess. There exists a �nite onstant C > 0,suh that for any f ∈ (4n, 1/(2P(A))] suh that
φ(f/4) ≤ P(τA ≤ f/4 ; τ

[f/4]
A > f/2

)
,there exists a ∆ = ∆(f) > 0, with n < ∆ ≤ f/4, suh that for all positive integers k, the following inequalitieshold : ∣∣∣P (τA > kf) −P (τA > f − 2∆)k

∣∣∣ ≤ Cδ(A)kP (τA > f − 2∆)k ,and ∣∣∣P (τA > kf) −P (τA > f)
k
∣∣∣ ≤ Cδ(A)kP (τA > f − 2∆)

k
.149



Chapitre 1. Sharp error terms for return time statistis under mixing onditions1.4.2 Proofs of Theorem 1.4.1 and orollariesProof of Theorem 1.4.1 We divide the proof aording the di�erent values of t : (i) t < n, (ii) n ≤ t ≤ 1/(2P(A))and (ii) t > 1/(2P(A)). (Fator 2 is rather tehnial.)Consider �rst t < n. If t ≤ τ(A), (1.1) says that the left hand side of (1.2) is zero. If τ(A) < t ≤ [n/τ(A)]τ(A),(1.1) also implies that the left hand side of equation (1.2) is ζA − ζAe
−ζAP(A)(t−τ(A)) ≤ P(A)n. If [n/τ(A)]τ(A) <

t < n it follows by (1.1) and Lemma 1.4.2 that the left hand side of (1.2) is bounded by ǫ(A).Consider now n ≤ t ≤ 1/(2P(A)). First writePA (τA > t) =
PA (τA > t)P (τA > t)

P (τA > t) = ρt+1P (τA > t) ,and P (τA > t) =

t∏

i=τ(A)+1

P (τA > i|τA > i− 1)

=

t∏

i=τ(A)+1

(1 −P (T−iA|τA > i− 1
)
)

=

t∏

i=τ(A)+1

(1 − ρiP(A)) ,where
ρi

def
=
PA (τA > i− 1)P (τA > i− 1)

.Further ∣∣∣1 − ρiP(A) − e−ζAP(A)
∣∣∣ ≤ |ρi − ζA|P(A) +

∣∣∣1 − ζAP(A) − e−ζAP(A)
∣∣∣ . (1.12)Firstly, by Proposition 1.4.1 (b) and the fat that P (τA > i) ≥ 1/2 sine i ≤ 1/(2P(A)) we have

|ρi − ζA| ≤
2ǫ(A)P (τA > i)

≤ 4ǫ(A) ,for all i = τ(A)+1, . . . , 1/(2P(A)). Seondly, note that |1−x− e−x| ≤ x2/2 for x > 0 small enough. Apply it with
x = ζAP(A) to bound the most right term of (1.12) by (ζAP(A))2/2. Further, sine |∏ ai−

∏
bi| ≤ (#i)max |ai−bi|for 0 ≤ ai, bi ≤ 1, we onlude that |P (τA > t) − e−ζAP(A)t| and therefore the left hand side of (1.2) are bothbounded by

(t− τ(A))

(
4ǫ(A)P(A) +

P(A)2

2

)
≤ Cǫ(A)P(A)t e−ζAP(A)t , (1.13)for all τA ≤ t ≤ 1/(2P(A)). The inequality follows sine e−ζAP(A)t ≥ e−1/2.Finally, onsider t > 1/(2P(A)). The proof has two steps. First we prove for t of the form t = (k+ p/q) f with

f = 1/(2P(A)), k ∈ N, p a positive integer and 1 ≤ p ≤ q with q := 1/(2δ(A)). The basi tools are the Mean ValueTheorem (MVT) and the φ-mixing property. Then we prove for the remaining t's. Basially we approximate suha t by one of the form (k + p/q) f .Proof : t's of the form t =
(
k + p

q

)
f .Let t = (k + (p/q)) f , with k, p, q and f as was just told. For brevity put r = (p/q) f . Let ∆ be the one givenby Proposition 1.4.3. Then

∣∣∣PA (τA > t) − ζAe
−ζAP(A)t

∣∣∣

=
∣∣∣PA (τA > kf + r) − ζAe

−(ζA/2)t/f
∣∣∣

≤ |PA (τA > kf + r) −PA (τA > kf)P (τA > r)|150



1.4. Return Times
+

∣∣∣PA (τA > kf) −PA (τA > f)P (τA > f − ∆)
k−1
∣∣∣ P (τA > r)

+
∣∣∣P (τA > f − ∆)

k−1 −P (τA > f − 2∆)
k−1
∣∣∣PA (τA > f)P (τA > r)

+ |PA (τA > f) − ζAP (τA > f − 2∆)|P (τA > f − 2∆)
k−1P (τA > r)

+
∣∣∣P (τA > r) −P (τA > f − 2∆)r/f

∣∣∣ ζAP (τA > f − 2∆)k

+
∣∣∣P (τA > f − 2∆)

t/f − e−(ζA/2)t/f
∣∣∣ ζA .The �rst term on the right hand side of the above inequality is bounded using �rst Proposition 1.4.1 (a) with

M = kf , M ′ = r and g = ∆ and then Lemma 1.4.3 with B = {τA > f − g} by
2 (∆P(A) + φ(∆)) (P (τA > f − ∆) + φ(∆))

k−1
.The modulus in the seond one is bounded using Proposition 1.4.2 by

2 (∆P(A) + φ(∆)) (k − 1) (P (τA > f − ∆) + φ(∆))k−2 .The modulus in the third one is bounded using the MVT by
∆P(A)(k − 1)P (τA > f − 2∆)k−2 .The modulus in the fourth one is bounded using Proposition 1.4.1 (b) by 2ǫ(A). The modulus in the �fth one isbounded by
Cδ(A)P (τA > f − 2∆)[k+(p/q)]/2 ,as shown in the proof of Theorem 1 of [Aba04℄ (see p. 254). The modulus in the sixth one is bounded using theMVT and (1.13) with t = f − 2∆ by

ǫ(A)
t

f

(P (τA > f − 2∆) ∨ e−(ζA/2)
)(t/f)−1

≤ Cǫ(A)P(A)te−(ζA−ǫ(A))P(A)t .Proof : A general t.Now, let t be any positive real. We write t = kf + r, with k a positive integer and r suh that 0 ≤ r < f . Wean hoose a t̄ suh that t̄ > t and t̄ = (k + (p/q)) f with p, q as before. Then
∣∣∣PA (τA > t) − ζAe

−ζAP(A)t
∣∣∣

≤ |PA (τA > t) −PA (τA > t̄ )|
+

∣∣∣PA (τA > t̄) − ζAP (τA > f − 2∆)
[k+(p/q)]/2

∣∣∣

+ ζA

∣∣∣P (τA > f − 2∆)
[k+(p/q)]/2 − e−ζAP(A)t̄

∣∣∣

+ ζA

∣∣∣e−ζAP(A)t̄ − e−ζAP(A)t
∣∣∣ .The �rst term on the right hand side of the above inequality is bounded applying Lemma 1.4.3

|PA (τA > t) −PA (τA > t̄ )|
= PA (τA > t ; τ

[t̄]
A ≤ t̄− t

)

≤ PA (τA > (k − 1)f ; τ
[t̄]
A ≤ ∆

)

≤ (P (τA > f − ∆) + φ(∆))
k−2

(∆P(A) + φ(∆)) .For the third term, �rst note that e−ζAP(A)t̄ = e−ζA[k+(p/q)]/2. Yet, by stationarity and (1.13)
∣∣P (τA > f − 2∆) − e−ζA

∣∣ ≤ Cǫ(A) .Therefore, the MVT implies that the third term is bounded by
Cǫ(A) P(A)t̄ (P (τA > f − 2∆) ∨ e−ζA)P(A)t̄−1

≤ Cǫ(A) P(A)t e−(ζA−ǫ(A))P(A)t .151



Chapitre 1. Sharp error terms for return time statistis under mixing onditionsThe upper bound for the fourth term is obtained similarly by the MVT and the fat that |t− t̄| ≤ ∆. Finally, theseond term is bounded as in the �rst part of the proof. To end the proof we notie thatP (τA > f − ∆) ≤ P (τA > f − ∆) + φ(∆) = P (τA > f − 2∆) .The equality follows sine φ(∆) = P(τA ≤ ∆; τ
[∆]
A > f − 2∆

) (see [Aba04℄ p. 250.) ThereforeP (τA > f − 2∆)k−2 ≤ Ce−(ζA−ǫ(A))P(A)t .This ends the proof of the theorem. 2Proof of Corollary 1.4.1 Rewrite (1.2) as
∣∣∣PA(P(A)τA > t) − 1{t<P(A)τ(A)} − 1{t≥P(A)τ(A)}ζAe

−ζA(t−P(A)τ(A))
∣∣∣

≤ C1ǫ(A)f(A, t/P(A)) . (1.14)Let Y = Y1 + Y2 where P(Y1 > t) = 1{t<P(A)τ(A)} ,and P(Y2 > t) = 1{t≥P(A)τ(A)}ζAe
−ζA(t−P(A)τ(A)) .Integrating (1.14) we get

∣∣E ((P(A)τA)β
)
−E (Y β)∣∣

=

∣∣∣∣∣

∫ ∞P(A)

βtβ−1 (P (P(A)τA > t) −P (Y > t))

∣∣∣∣∣

≤
∫ ∞P(A)

βtβ−1 |P (P(A)τA > t) −P (Y > t)|

≤ C1ǫ(A)

∫ ∞P(A)

βtβ−1f(A, t/P(A))dt .Now we proside to ompute E (Y β) =
∫∞P(A) βt

β−1P(Y > t).Sine P(Y1 > t) and P(Y2 > t) have disjoint support, one has E(Y β) = E(Y β1 ) + E(Y β2 ). On one handE(Y β1 ) = (P(A)τ(A))β . On the other handE(Y β2 ) =

∫ ∞P(A)τA

βtβ−1ζAe
−ζA(t−P(A)τA)dt

= ζA eζAP(A)τA

(∫ ∞

0

−
∫ P(A)τA

0

)
βtβ−1e−ζAtdt .Yet, sine ζAP(A)τA ≤ P(A)n and P(A) deays exponentially fast on n we have eζAP(A)τA−1 ≤ CP(A)n. Further,the �rst integral is Γ(β + 1)/ζβA. The seond one is bounded by (P(A)τA)β . We onlude that

∣∣∣E (Y β)−E(Y β2 )∣∣∣ ≤ CnP(A) + 2(nP(A))β) ≤ C(nP(A))(β∧1) .Similar omputations give
∫ ∞P(A)

βtβ−1f (A, t/P(A)) dt ≤ β

β + 1

Γ(β + 2)

(ζA − ǫ(A))β+1

≤ βe2ǫ(A)(β+1)/ζA

ζ2
A

Γ(β + 1)

ζβ−1
A

.In the last inequality we used x ≤ 2(1 − e−x) for small enough x > 0. This ends the proof of the orollary. 2Proof of Corollary 1.4.2. (a) ⇔ (d). It follows diretly from Theorem 1.4.1.
(b) ⇒ (a), (c). It follows by Theorem 1.4.1 and Theorem 1 in [Aba04℄
(a) ⇒ (b) and (c) ⇒ (b). They follow by Theorem 1.4.1, Theorem 1 in [Aba04℄ and (1.13). The orollary isproved. 2 152



1.5. Sojourn Time1.5 Sojourn TimeIn this setion we onsider the number of onseutive visits to a �xed string A and prove that the distributionlaw of this number an be well approximated by a geometri law.De�nition 1.5.1 Let A ∈ Cn. We de�ne the sojourn time on the set A as the r.v. SA : Ω → N ∪ {∞}

SA(x) = sup
{
k ∈ N | x ∈ A ∩ T−jτ(A)A ; ∀j = 1, . . . , k

}
,and SA(x) = 0 if the supremum is taken over the empty set.Before to state our main result we have to introdue the following de�nition about ertain ontinuity propertyof the probability P onditioned to i ourrenes of the string A.De�nition 1.5.2 Given A ∈ Cn, we de�ne the sequene of probabilities (pi(A))i∈N as follows :

pi(A)
def
= PA ∣∣ i⋂

j=1

T jτ(A)A


 .If the limit limn→∞ pi(A) exists then we denote it by ρ(A).Remark 1.5.1 By stationarity p1(A) = 1 − ζA.In the following examples, the sequene (pi(A))i∈N not just onverges but even is onstant.Example 1.5.1 For a i.i.d. Bernoulli proess with parameter 0 < θ = P(Xi = 1) = 1 −P(Xi = 0), and for the

n-string A = {Xn−1
0 = 1}, we have that pi(A) = 1 − ζA = θ for all i ∈ N.Example 1.5.2 Let (Xm)m∈Z be a irreduible and aperiodi �nite state Markov hain. For A = {Xn−1

0 =

an−1
0 } ∈ Cn, the sequene (pi(A))i∈N is onstant. More preisely, by the Markovian property and for all i ∈ N

pi(A) = P(Xn−1
n−τ(A) = an−1

n−τ(A)|Xτ(A)−1 = aτ(A)−1

)

=

n−1∏

j=τ(A)

P (Xj = aj |Xj−1 = aj−1) .In the following theorem we assume that (pi(A))i∈N onverges with veloity di = di(A). Namely, there is a realnumber ρ(A) ∈ (0, 1) suh that
|pi(A) − ρ(A)| ≤ di for all i ∈ N, (1.1)where di is a sequene dereasing to zero.Theorem 1.5.1 Let (Xm)m∈Z be a stationary proess. Let A ∈ Cn. Assume that (1.1) holds. Then, there is aonstant c ∈ [0, 1), suh that the following inequalities hold for all k ∈ N :

∣∣PA (SA = k) − (1 − ρ(A)) ρ(A)k
∣∣ ≤ ck

k+1∑

i=1

di ≤ ck(k + 1)d1 .We dedue immediately that the β-moments of SA an be approximated by E(Y β) where Y is a geometrirandom variable with parameter ρ(A).Corollary 1.5.1 Let Y be a r.v. with geometri distribution with parameter ρ(A). Let β a positive integer. Then
∣∣∣EA (SβA)−E(Y β)

∣∣∣ ≤ Cβd1 ,where Cβ is a onstant that just depends on β.In the proof of Theorem 1.5.1 we will use the following lemma.153



Chapitre 1. Sharp error terms for return time statistis under mixing onditionsLemma 1.5.1 Let (li)i∈N be a sequene of real numbers suh that 0 < li < 1, for all i ∈ N. Let 0 ≤ l < 1 be suhthat |li − l| ≤ di for all i ∈ N with di → 0. Then, there is a onstant c ∈ [0, 1), suh that the following inequalitieshold for all k ∈ N : ∣∣∣∣∣
k∏

i=1

li − lk

∣∣∣∣∣ ≤ ck−1
k∑

i=1

di ≤ k ck−1d1 .Proof
∣∣∣∣∣
k∏

i=1

li − lk

∣∣∣∣∣ =

∣∣∣∣∣
k∏

i=1

li −
k−1∏

i=1

lil+
k−1∏

i=1

lil −
k−2∏

i=1

lil
2 +

k−2∏

i=1

lil
2 − . . .− lk

∣∣∣∣∣

≤
k∑

i=1



k−i∏

j=1

lj


 |lk−i+1 − l| li−1 ≤ ck−1

k∑

i=1

di

≤ k ck−1d1 ,where c = max (l0, l). 2Proof of Theorem 1.5.1 For k = 0, we just note that PA (SA = 0) = 1−p1(A) and |1−p1(A)−(1−ρ(A))| ≤ d1.Suppose k ≥ 1. ThereforePA (SA = k)

= PA k⋂

j=0

T−jτ(A)A ; T−(k+1)τ(A)Ac




= PT−(k+1)τ(A)Ac|
k⋂

j=0

T−jτ(A)A




k∏

i=1

PT−iτ(A)A|
i−1⋂

j=0

T−jτ(A)A




= (1 − pk+1(A))

k∏

i=1

pi(A) .Third equality follows by stationarity. Lemma 1.5.1 ends the proof of the theorem. 2Proof of Corollary 1.5.1 We use the inequality
∣∣E (Xβ

)
−E (Y β)∣∣ ≤∑

k≥0

kβ |P (X = k) −P (Y = k)| ,whih holds for any pair of positive r.v. X,Y . We apply the above inequality with X = SA and Y geometriallydistributed with parameter ρ(A).The exponential deay of the error term in Theorem 1.5.1 ends the proof of the orollary. 2AknowledgmentsMA thanks Capes for support during part of this work. Ministere de la Reherhe et Ministere de l'Eduationand FAPESP The authors thank P. Ferrari and A. Galves for useful disussions.
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Chapitre 2Sharp error terms for point-wise Poissonapproximations under mixing onditions :A new ApproahSummaryWe desribe the statistis of the number of ourrenes of a string of symbols in a stohasti proess : Chosena string A of length n, we prove that the number of visits to A up to time t, denoted by Nt, has approximately aPoisson distribution. We provide a sharp error for this approximation. Contrarily to previous works who presentuniform error terms based on the total variation distane, our error is point-wise. As a byprodut we obtain thatall the moments of Nt are �nite. Moreover, we obtain expliit approximations for all of them. Our result holdsfor proesses that verify the φ-mixing ondition. The error term is expliitly expressed as funtion of the ratefuntion φ and then easily omputable. We brie�y extend our result to the weaker α-mixing ase.Keywords : Mixing, reurrene, rare event, number of visits, Poisson distribution.2.1 IntrodutionThis paper desribes the statistis of ourrene times of a string of symbols in a mixing stohasti proess witha �nite alphabet. For n ∈ N, we onsider a �xed string of n symbols. We prove an upper bound for the di�erenebetween the law of the number of ourrenes of the string in a long sequene and a Poisson law. Our result standsfor φ-mixing and strong or α-mixing proesses (see de�nitions below), eah one with its orresponding error.The �rst result about the number of visits to a �xed set is obviously the onvergene of the binomial distributionto the Poisson distribution. Reently, motivated by the statistial analysis of data soures oming from di�erentareas suh as physis, biology, omputer siene, linguistis among other there was a major interest to generalizethis onvergene in various sense :(a) dependent proess ;(b) expliit rate of onvergene ;() di�erent kind of observables.The pioneer paper onsidering (a) is that of Doeblin ([Doe40℄), who studied the Poisson approximation forthe Gauss transformation. There is abundant literature on this subjet in the dynamial systems ontext. See forinstane Galves and Shmitt ([GS97℄) and the referenes there in.Probably the most used tool to attak (b) is the Chen-Stein method introdued by Chen ([Che75℄). Thereis also abundant literature on this subjet (see e.g. [AGG89℄, [AGG90℄, [BHJ92℄.) The prinipal feature of thismethod is that it provides only uniform bounds for the rate of onvergene based on the total variation distane.As far as we know, this method was only implemented in proesses that verify the Markov property. Whether it isuseful in other ontext is an open question for us. We are aware of only one work whih provides point-wise rateof onvergene. Haydn and Vaienti ([HV04℄) prove a rate of onvergene using the method of fatorial moments.The result holds for (ψ − f)-mixing proesses. The bound dereases fatorially fast on k but ontrary to our, itholds only for values of k that do not exeed the inverse of some (positive) power of the measure of the n-string.Our result tends to give bring some light over (a), (b), and ().With respet to (b), we prove an upper bound for the rate of onvergene of the number of ourrenes of a155



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new Approah�xed string to the Poisson law, namely,
limP(A)→0

P (Nt/P(A) = k
)

=
e−ttk

k!
,where Nt is the number of visits of the proess to the string A up to time t.The striking point of our work tends to be the following. The error bound we obtain dereases fatorially fast asa funtion of k for all values of k. This ontrol on the tail of distribution of Nt allows us to obtain an approximationfor all the moments of Nt by those of a Poisson random variable whih are �nite.Our approah relies on a sharp result proved by Abadi ([Aba01a℄) that states that for any string that does notoverlap itself, P(Nt/P(A) = 0) ≈ e−t .A ruial point is that, if A is any string, Nt/P(A) ould not be well approximated by a Poisson law. An exampleof this fat is shown in Hirata ([Hir93℄), where it is proved that for periodi points, the asymptoti limit lawof {Nt/P(A) = 1

} (as funtion of t) di�ers of the one-level Poisson law. When this happens, Abadi and Vergne([VA08℄, Theorem 2) show that the law of τA is di�erent from the exponential. Moreover, Theorem 24 in the samepaper shows that A ours in lumps with geometri size, whih says that Nt is not Poisson distributed.Our result is established with its own error term. This error is expliitly expressed as funtion of the mixingrate. As we said, it turns out that the error term depends on the overlapping properties of A. We state some basifats about overlapping useful to prove our theorem. More on that topi an be �nd in [VA08℄.With respet to (a), we establish our result under the mixing onditions. Mixing is a large family of proesses.For instane, irreduible and aperiodi �nite state Markov hain are known to be ψ-mixing (and then φ-mixing )with exponential deay. Moreover, Gibbs states whih have summable variations are ψ-mixing (see [Wal75℄). Theyhave exponential deay if they have Hölder ontinuous potential (see [Bow75℄). However, the ψ-mixing onditionis sometimes a very ondition, di�ult to test. We establish our result under the more general φ-mixing ondition.Further examples of φ-mixing proesses an be found in [LSV98℄. The error term is expliitly expressed as afuntion of the mixing rate φ. We refer the reader to [Dou95℄ and [Bra05℄ for a soure of examples and de�nitionsof the several kinds of mixing proesses. Those inlude φ-mixing and α-mixing with funtions φ and α dereasingat any rate.Even when the result is weaker, we �nd interesting to present also the α-mixing ase. In this ase we need toimpose an extra ondition in order for the theorem to hold : the string needs to be non-overlapping (up to somefration of its own length). We remark that α-mixing is a quite general ondition : they ould have even zeroentropy and strings deaying only polynomially fast.With respet to (), sine any observable an be onstruted as a union of strings, we fous our work on them.Our result is applied in a forthoming paper : In [VA08℄ the authors applied the Poisson approximation todevelop a method for testing hypothesis to detet strings of high or low frequeny in DNA and protein sequenes.This method an not work with approximation in total variation distane or any other uniform distributionsdistane.This paper is organized as follows. In setion 2 we establish our framework. In setion 3 we ollet somede�nitions and properties of overlapping of strings. In setion 4 we state and prove the onvergene of the numberof ourrenes to a Poisson law. This is Theorem 2.4.1. The statement are for φ-mixing proesses. Sine the proofof the α-mixing ase is similar and easily obtained from that one, we brie�y treat this ase setion 5. This isTheorem 2.5.1.2.2 Framework and NotationsLet C be a �nite set. Put Ω = CZ. For eah x = (xm)m∈Z ∈ Ω and m ∈ Z, let Xm : Ω → C be the m-thoordinate projetion, that is Xm(x) = xm. We denote by T : Ω → Ω the one-step-left shift operator, namely
(T (x))m = xm+1.We denote by F the σ-algebra over Ω generated by strings. Moreover we denote by FI the σ-algebra generatedby strings with oordinates in I, I ⊆ Z.For a subset A ⊆ Ω we say that A ∈ Cn if and only if

A = {X0 = a0; . . . ;Xn−1 = an−1} ,with ai ∈ C, i = 0, . . . , n− 1.We onsider an invariant probability measure P over F . We shall assume without loss of generality that thereis no singleton of probability 0. 156



2.3. OverlappingWe say that the proess (Xm)m∈Z is φ-mixing if the sequene
φ(l) = sup |P (C | B) −P(C)| ,onverges to zero. The supremum is taken over B and C suh that B ∈ F{0,.,n}, n ∈ N,P(B) > 0, C ∈ F{m≥n+l+1}.Similarly, we say that the proess (Xm)m∈Z is α-mixing if the sequene

α(l) = sup |P (B ∩ C) −P(B)P(C)| ,onverges to zero. The supremum is taken over B and C suh that B ∈ F{0,.,n}, n ∈ N, C ∈ F{m≥n+l+1}.For two measurables V and W , we denote as usual PW (V ) = P (V |W ) = P (V ;W ) /P(W ) the onditionalmeasure of V given W . We write P (V ;W ) = P (V ∩W ). We also write V c = Ω\V , for the omplement of V .We use the probabilisti notation : {Xm
n = xmn } = {Xn = xn, . . . , Xm = xm}. For a n-string A = {Xn−1

0 =
xn−1

0 } and 1 ≤ w ≤ n, we de�ne the w-string
A(w) = {Xn−1

n−w = xn−1
n−w} .It belongs to the σ-algebra F{n−w,...,n−1} and onsisting of the last w symbols of A.The mean of a r.v. X is denoted by E(X). Wherever it is not ambiguous we will write C and c for di�erentpositive onstants even in the same sequene of equalities/inequalities. For brevity we put (a∨ b) = max{a, b} and

(a ∧ b) = min{a, b}.2.3 OverlappingIn this setion we desribe some basi fats about overlapping of a string that are needed to establish our mainresult.De�nition 2.3.1 Let A ∈ Cn. We de�ne the periodiity of A (with respet to T ) as the number τ(A) de�ned asfollows :
τ(A) = min

{
k ∈ {1, . . . , n} | A ∩ T−k(A) 6= ∅

}
.Let us write n = q p+ r, with τ(A) = p, q = [n/p] and 0 ≤ r < p. Thus

A =
{
Xp−1

0 = X2p−1
p = . . . = Xqp−1

(q−1)p = ap−1
0 ; Xn−1

qp = ar−1
0

}
.For instane

A = (

period︷ ︸︸ ︷
aaaabb

period︷ ︸︸ ︷
aaaabb

rest︷︸︸︷
aaa) .Thus, onsider the set of overlapping positions of A :

O(A) =
{
k ∈ {1, . . . , n− 1} | A ∩ T−k(A) 6= ∅

}
.Split O(A) in a disjoint union of {τ(A), . . . , [n/τ(A)]τ(A)} and R(A) where

R(A) =
{
k ∈ {[n/τ(A)]τ(A) + 1, . . . , n− 1} | A ∩ T−k(A) 6= ∅

}
.Put rA = #R(A). The ardinal of O(A) is then σ(A) = [n/τ(A)] + rA ≤ n.2.4 Poisson Approximation2.4.1 Main ResultFor 1 ≤ t′ < t integers, let

N t
t′ =

t∑

i=t′

1T−iA .So that, N t
t′ ounts the number of ourrenes of A between t′ and t. For the sake of simpliity we write Nt = N t

1.With some abuse of notation we also put (−1)! = 1. 157



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new ApproahTheorem 2.4.1 Let (Xm)m∈Z be a φ-mixing proess. There exists a onstant C > 0, suh that for all A ∈ Cn,and all non negative integer k, the following inequality holds :
∣∣∣∣P (Nt/P(A) = k

)
− e−ttk

k!

∣∣∣∣ ≤ Ce(A)g(A, k) ,with e(A) = e1(A) + e2(A),
e1(A)

def
= inf

1≤w≤τ(A)

[
(σ(A) + n)P(A(w)) + φ ((τ(A)) − w)

]
,

e2(A)
def
= φ(n) + inf

n≤ℓ≤1/P(A)

[
ℓP(A) +

φ (ℓ)P(A)

]
,and

g(A, k)
def
=





(2λ)k−1

(k−1)! k 6∈
{

λ
e(A) , . . . ,

tP(A)

}

(2λ)k−1

(
λ

e(A)

)
!
(

1
e(A)

)k− 1
e(A)

−1
k ∈

{
λ

e(A) , . . . ,
tP(A)

} ,where λ def
= t

[
1 + φ(ℓA)P(A)

] and ℓA is the ℓ that de�nes e2(A).We state several remarks to better understand the error term of the theorem below the next orollaries.In the next orollary we show how the point-wise error term given in Theorem 2.4.1 allows us to estimate themoments of Nt/P(A) by those of a r.v. with Poisson distribution.Corollary 2.4.1 Let (Xm)m∈Z be a φ-mixing proess with summable sequene φ. Let β > 0. Let Z be a r.v. withPoisson distribution of parameter t > 0. Then
∣∣∣E(Nβ

t/P(A)

)
−E(Zβ)

∣∣∣ ≤ Ct,β e(A) ,where Ct,β is a onstant that just depends on t and β.Corollary 2.4.2 Let (Xm)m∈Z be a φ-mixing proess with summable sequene φ. Let Z be a r.v. with Poissondistribution of parameter t > 0. Then
sup
K⊆N ∣∣P(Nt/P(A) ∈ K) −P(Z ∈ K)

∣∣ ≤ Ct e(A) ,where Ct is a onstant that just depends on t.Remark 2.4.1 Clearly e(A) is the uniform error term and g(A, k) is the error fator that provides the ontrol onthe tail of distribution.Remark 2.4.2 e1(A) is the error that arises from the short orrelations of the proess while e2(A) is the errorthat arises from long ones.Remark 2.4.3 P(An) ≤ Ce−cn (see [Aba01a℄). φ(n) goes to zero by hypothesis. Therefore e1(A) is small if τ(A)is large enough to hose a w between 1 and τ(A) suh that Ce−cw and φ(τ(A) − w) are small.Remark 2.4.4 Take a sequene of n-strings An with n diverging. e1(A) → 0 if τ(An) also diverges with n fasterthan lnn (sine P(An) deays exponentially fast).Remark 2.4.5 e2(A) → 0 as n→ ∞ if the sequene φ(ℓ) is summable.Remark 2.4.6 Collet et al. ([CGS99℄) proved that for exponentially ψ-mixing proesses there exist positiveonstants C and c suh that P(A ∈ Cn ; τ(A) ≤ n/3) ≤ Ce−cn .Abadi ([Aba01a℄) extended the above inequality to φ-mixing proesses when n/3 is replaed with some s ∈ (0, 1).Abadi and Vaienti ([AV06℄) proved the above inequality for ψ-mixing proesses for any value of s (with c = c(s).)This shows that Theorem 2.4.1 holds for typial (in the sense of τ(A)) strings. Taking limit on the length of thestrings along in�nite sequenes, we get that the Poisson limit law holds almost everywhere.158



2.4. Poisson ApproximationRemark 2.4.7 When τ(A) is not large enough, the return time is better approximated by a mixture of a Dirameasure at the origin and an exponential law as shown by Abadi and Vergne ([VA08℄, Theorem 2). Therefore, thenumbers of ourrenes of the string an not be Poisson distributed.Remark 2.4.8 When e2(A) is small, so is φ(ℓ)/P(A). Therefore λ is just the parameter of the Poisson law witha small orretion fator 1 + φ(ℓ)/P(A). Thus λ/e(A) is a large number (smaller or equal to t/P(A).)For k ≤ λ/e(A) or k ≥ t/P(A) we get that g(A, k) deays fatorially fast. For k in the strip λ/e(A) to t/P(A)we do not get k! but something that we ould all "trunated fatorial" : just get (1/e(A))! times k − (1/e(A))fators 1/e(A).2.4.2 ExamplesExample 2.4.1 Suppose that (Xm)m∈Z are i.i.d. r.v. Then the proess is φ-mixing with sequene φ(l) = 0for all l ∈ N. Then ℓA = n and e2(A) = nP(A). Further, take w = τA. Thus e1(A) ≤ 2nP(A(τA)). Thus
e(A) ≤ 3nP(A(τA)). Here P(A(τA)) is the probability of the part of the string A that does not overlap A. Inpartiular, if A does not overlap itself, then e(A) ≤ 3nP(A).Example 2.4.2 Suppose that (Xm)m∈Z is an irreduible and aperiodi �nite state Markov hain. Then a lassialtheorem of Markov hains said that the proess is φ-mixing and there are positive onstants C and M suh that

φ(l) ≤ Ce−Ml for all l ∈ N .We reall that the measure of n-ylinders deays exponentially fast on n. Thus, take for instane ℓA = K1n with
K1 a positive onstant large enough to make φ(K1n)/P(A) small. Assume that τ(A) = K2n. Take w = τ(A)/2.Thus e1(A) and e2(A) deay exponentially fast on n. In partiular, if A does not overlap itself, (as is typially thease, see Remark 2.4.6) then σ(A) = 0. Thus

e1(A) = inf
1≤w≤n

{nP(A(w)) + φ(n− w)} ,and
e2(A) = K1nP(A) +

φ(K1n)P(A)
+ φ(n) .Example 2.4.3 Suppose that (Xm)m∈Z is φ-mixing with polynomial sequene φ suh that φ(l) = l−κ for some

κ > 1. Then l = P(A)−2/(κ+1). Thus, the �rst term in e2(A) is P(A)(κ−1)/(κ+1) whih deays exponentially faston n. So, e2(A) is of order n−κ. Assume A does not overlap itself, namely τ(A) = n. Take w = K1n. Thus the�rst term of e1(A) is exponential and e1(A) is of order (K2n)−κ given by the seond term.2.4.3 Preparatory ResultsThe next lemma says that the ourrene of two opies of A very lose have small probability.Lemma 2.4.1 Let (Xm)m∈Z be a φ-mixing proess. Then, for all A ∈ Cn the following inequalities hold :� PA2n−1⋃

j=1

T−jA


 ≤ e1(A) ,� for all ℓ ≥ 2n PA ℓ⋃

j=2n

T−jA


 ≤ ℓP(A) + φ(n) .Proof By the overlapping properties of A one has

A ∩
2n−1⋃

j=1

T−jA = A ∩


 ⋃

j∈O(A)

2n−1⋃

j=n

T−jA


 .159



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new ApproahNow sine T−jA ⊆ T−jA(w) for any 1 ≤ w ≤ τ(A), the �rst part of the lemma follows using the φ-mixing propertywith B = A and
C =

⋃

j∈O(A)

2n−1⋃

j=n

T−jA(w) .Namely PA2n−1⋃

j=1

T−jA


 ≤ P ⋃

j∈O(A)

2n−1⋃

j=n

T−jA(w)


+ φ(τ(A) − w) .The �rst statement of the lemma follows sine the ardinal of the union is σ(A) + n. The ardinal of the union inthe seond statement of the lemma is ℓ−n+1. The seond part of the lemma follows using the φ-mixing propertyas in the previous ase. 2De�nition 2.4.1 Given A ∈ Cn, and j ∈ N, we de�ne the j-ourrene time of A as the r.v. τ (j)

A : Ω → N∪{∞},de�ned as follows : For any x ∈ Ω, de�ne τ (1)
A (x) = inf{k ≥ 1 : T k(x) ∈ A} and for j ≥ 2

τ
(j)
A (x) = inf{k > τ

(j−1)
A (x) : T k(x) ∈ A} .The next proposition says that the measure of all the on�gurations where there are no two ourrenes of Avery lose, is lose to the produt measure.Proposition 2.4.1 Let (Xm)m∈Z be a φ-mixing proess. Then, for all A ∈ Cn, all 0 ≤ t1 < t2 < . . . < tk ≤ t,and all k ∈ N for whih

min
2≤j≤k

{tj − tj−1} > 2(ℓA + n) ,(ℓA de�ned in Theorem 2.4.1) the following inequality holds :
∣∣∣∣∣∣
P k⋂

j=1

τ
(j)
A = tj ; τ

(k+1)
A > t


−P(A)k

k+1∏

j=1

P (tj − tj−1 − 2(ℓA + n))

∣∣∣∣∣∣

≤ 5k (P(A) + φ(ℓA))k e(A) .Proof We prove the proposition by indution on k. For shorthand notation put ℓA = 2(ℓA + n), ∆1 = t1,
∆k+1 = t− tk, ∆i = ti − ti−1 and Pi = P (τA > ∆i − ℓA

) ; i = 1, . . . , k + 1.For k = 1, the triangle inequality gives
∣∣∣∣∣∣
P(τA = t1 ; τ

(2)
A > t

)
−P(A)

2∏

j=1

Pj

∣∣∣∣∣∣
(2.1)

≤
∣∣∣P(τA = t1 ; τ

(2)
A > t

)
−P (τA = t1 ; N t

t1+ℓA+n = 0
)∣∣∣ (2.2)

+
∣∣P (τA = t1 ; N t

t1+ℓA+n = 0
)
−P (τA = t1)P2

∣∣ (2.3)
+

∣∣P (A ; τA > t1 − 1) −P (A ; N t1−1
n+ℓA

= 0
)∣∣ P2 (2.4)

+

∣∣∣∣∣∣
P (A ; N t1−1

n+ℓA
= 0
)
P2 −P(A)

2∏

j=1

Pj

∣∣∣∣∣∣
. (2.5)In (2.4) we used that by stationarity P (τA = t) = P (A; τA > t− 1). Term (2.2) is equal toP(τA = t1;

t1+ℓA+n−1⋃

i=t1+1

T−iA;N t
t1+ℓA+n = 0

)

≤ P(T−t1A;

t1+ℓA+n−1⋃

i=t1+1

T−iA

)

= P(A;

ℓA+n−1⋃

i=1

T−iA

)
. (2.6)160



2.4. Poisson ApproximationWe divide the above union in those sets with 1 ≤ i < 2n, and 2n ≤ i ≤ ℓA + n. Lemma 2.4.1 impliesP(A;

2n−1⋃

i=1

T−iA

)
≤ P(A)e1(A) .and, P(A;

ℓA+n⋃

i=2n+1

T−iA

)
≤ P(A) (ℓAP(A) + φ(n)) .Term (2.3) is bounded using the mixing property by φ(ℓA)P(A). Analogous omputations are used to boundterms (2.4) and (2.5). This shows that (2.1) is bounded by 2e(A)P(A).Now let us suppose that the proposition holds for k − 1 and let us prove it for k. We use a triangle inequalitywhere the terms involved are de�ned below. We brie�y omment the idea behind eah term. For brevity denotefor eah non negative i, Si =

{
τ

(i)
A = ti

}. Thus we have
∣∣∣∣∣∣
P k⋂

j=1

Sj ; τ
(k+1)
A > t


−P(A)k

k+1∏

j=1

Pj

∣∣∣∣∣∣
≤ I + II + III + IV + V .In I we open a gap of length ℓA + n at the left of the k-th ourrene of A, namely, between oordinates

tk − (ℓA + n) and tk − 1.
I

def
=

∣∣∣∣∣∣
P k⋂

j=1

Sj ; τ (k+1)
A > t


−Pk−1⋂

j=1

Sj ;N tk−(ℓA+n)
tk−1+1 = 0;T−tkA;N t

tk+1 = 0



∣∣∣∣∣∣

= Pk−1⋂

j=1

Sj ;N tk−(ℓA+n)
tk−1+1 = 0;

tk−1⋃

i=tk−(ℓA+n)+1

T−iA;T−tkA;N t
tk+1 = 0


 (2.7)

≤ Pk−1⋂

j=1

T−tjA ;

tk−1⋃

i=tk−(ℓA+n)+1

T−iA ; T−tkA


 .As with (2.6) we split the above union in sets with tk−(ℓA+n)+1 ≤ i ≤ tk−2n, tk−2n+1 ≤ i ≤ tk−1. We reallthat by hypothesis ∆i > ℓA for all i = 1, . . . , k. As in Lemma 2.4.1 we have for tk − (ℓA + n) + 1 ≤ i ≤ tk − 2nPk−1⋂

j=1

T−tjA;

tk−2n⋃

i=tk−(ℓA+n)+1

T−iA;T−tkA




≤ Pk−1⋂

j=1

T−tjA;

tk−2n⋃

i=tk−(ℓA+n)+1

T−iA


 (P(A) + φ(n)) .By the φ-mixing property over the left most fator in the right hand side of the above inequality, we get that itis bounded by Pk−1⋂

j=1

T−tjA


 (ℓAP(A) + φ(ℓA)) .Iterating this proedure we get Pk−1⋂

j=1

T−tjA


 ≤ (P(A) + φ(ℓA))

k−1
.Similarly, for tk − 2n+ 1 ≤ i ≤ tk − 1Pk−1⋂

j=1

T−tjA;

tk−1⋃

i=tk−2n+1

T−iA;T−tkA


 ≤ (P(A) + φ(ℓA))

k
e1(A) .161



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new ApproahIn II we apply the φ-mixing property to fatorize the probability in the right hand side of the modulus in I.Then we iterated the φ-mixing property to obtain the last inequality.
II

def
=

∣∣∣∣∣∣
P(

k−1⋂

j=1

Sj ;N tk−(ℓA+n)
tk−1+1 = 0);

(
T−tkA;N t

tk+1 = 0
)

−

− P k−1⋂

j=1

Sj ; N
tk−(ℓA+n)
tk−1+1 = 0


 P (A ; N t−tk

1 = 0
)
∣∣∣∣∣∣

≤ Pk−1⋂

j=1

Sj ; N
tk−(ℓA+n)
tk−1+1 = 0


φ(ℓA)

≤ Pk−1⋂

j=1

T−tjA


φ(ℓA)

≤ (P(A) + φ(ℓA))
k φ(ℓA)P(A)

.In III we ��ll-up� the gap we opened in I
III

def
=

∣∣∣∣∣∣
Pk−1⋂

j=1

Sj ;N tk−(ℓA+n)
tk−1+1 = 0


−Pk−1⋂

j=1

Sj ;N tk−1
tk−1+1 = 0



∣∣∣∣∣∣
×

×P (A;N t−tk
1 = 0

)

≤ Pk−1⋂

j=1

Sj ; N
tk−(ℓA+n)
tk−1+1 = 0 ;

tk−1⋃

tk−(ℓA+n)+1

T−iA


P(A)

≤ Pk−1⋂

j=1

T−tjA;

tk−1⋃

i=tk−(ℓA+n)+1

T−iA


P(A)

≤ (P(A) + φ(ℓA))k 2ℓAP(A) .In IV we use the indutive hypothesis
IV

def
=

∣∣∣∣∣∣
Pk−1⋂

j=1

Sj ;N tk−1
tk−1+1 = 0


−P(A)k−1

k∏

j=1

Pj

∣∣∣∣∣∣
P (A;N t−tk

1 = 0
)

≤ C(k − 1) (P(A) + φ(ℓA))
k−1

e(A)P(A) .In V we use that the proposition is already proved for k = 1 to get
V

def
= P(A)k−1

k∏

j=1

Pj
∣∣P (A ; N t−tk

1 = 0
)
−P(A)Pk+1

∣∣

≤ P(A)k 2e(A) .Summing the bounds above we end the proof of the proposition. 22.4.4 Proof of Theorem 2.4.1 and Corollary 2.4.1.Proof of Theorem 2.4.1. Take t ∈ N. Let us write for the sake of simpliity N = Nt. For k = 0 note thatP (N = 0) = P(τ (1)
A > t

). By Theorem 1 in Abadi ([Aba04℄) one has
|P(τ (1)

A > t
)
e−ξAP(A)t| ≤ e(A)(P(A)t ∨ 1)e−ξAP(A)t , (2.8)162



2.4. Poisson Approximationwith a ertain ξA > 0. Moreover, it follows in the proof of Theorem 2 in Abadi and Vergne ([AV08℄) that |ξA−ζA| ≤
e1(A) where ζA = PA(ζA > τ(A)). Finally |ζA − 1| = PA(ζA = τ(A)) ≤ e1(A) by Lemma 2.4.1. This onludesthe proof for k = 0.For k > t we have that P (N = k) = 0. Then

∣∣∣∣P (N = k) − e−tP(A)(tP(A))k

k!

∣∣∣∣ =
e−tP(A)(tP(A))k

k!

≤ (tP(A))k−1

(k − 1)!
P(A) .To onlude just note that P(A) ≤ e(A).Let us onsider now k with 1 ≤ k ≤ t. The idea of the proof is the following : Consider a realization x = (xm)m∈Zof the proess (Xm)m∈Z suh that the sequene (x1, . . . , xt) ontains exatly k ourrenes of A. These ourrenesan appear in lusters or isolated one from eah other. We prove that realizations with isolated A's give theapproximation to the Poisson law and realizations with lustered A's have small measure. We now formalize thisidea. Given 1 ≤ t1 < . . . < tk ≤ t, let us de�ne the following measurable set :

T (t1, . . . , tk) =
k⋂

j=1

{
τ

(j)
A = tj

} ⋂ {
τ

(k+1)
A > t

}
.As in Proposition 2.4.1 we put ∆j = tj − tj−1, for j = 2, . . . , k. Put also ∆1 = t1 and ∆k+1 = t − tk. De�ne theminimum distane between two onseutive ourrenes of A by

I(T (t1, . . . , tk)) = min {∆j | 2 ≤ j ≤ k} .As before put ℓ̄A = 2(ℓA + n). Let us divide {N = k} in two sets
Bk =

⋃

I(T (t1,...,tk))<ℓA

T (t1, . . . , tk) and Gk =
⋃

I(T (t1,...,tk))≥ℓA

T (t1, . . . , tk) .Sine {N = k} = Bk ∪Gk, disjoint union, we have
∣∣∣∣P (N = k) − e−tP(A)tkP(A)k

k!

∣∣∣∣

≤ P (Bk) +

∣∣∣∣P (Gk) −
e−tP(A)tkP(A)k

k!

∣∣∣∣ . (2.9)We will prove that both quantities in the right hand side of (2.9) are small.Proof : on�gurations with lusters have small measure.We will prove an upper bound for P (Bk). Let us start omputing how many lusters there are in a given
T (t1, . . . , tk) with

C(T (t1, . . . , tk)) =
k∑

j=2

1{∆j>ℓA} + 1 .Suppose that C(T (t1, . . . , tk)) = 1 and �x the position t1. Eah ourrene inside the unique luster (with theexeption of the most left one whih is �xed at t1) an appear at distane d of the previous one, with d ∈ O(A)or n ≤ d ≤ ℓA. Firstly note that
T (t1, t2, . . . , tk) ⊆

k⋂

j=1

T−tjA .Then
⋃

i=2,...,k

ti=ti−1,...,ti−1+ℓA

T (t1, t2, . . . , tk) ⊆
⋃

i=2,...,k

ti=ti−1,...,ti−1+ℓA

k⋂

j=1

T−tjA .163



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new ApproahTherefore, the iterative argument of the φ-mixing property used to bound (2.7) leads to the boundP ⋃

i=2,...,k

ti=ti−1,...,ti−1+ℓA

k⋂

j=1

T−tjA


 (2.10)

≤ P(A)
(
e1(A) + ℓAP(A) + φ(n)

)k−1

≤ P(A)e(A)k−1 .Suppose now that C(T (t1, . . . , tk)) = i. Assume also that the most left ourrene of these i lusters ours at
1 ≤ t(1) < . . . < t(i) ≤ t �xed. By the same argument used in (2.10), we have the inequalitiesP ⋃

{t1,...,tk}\{t(1),...,t(i)}

T (t1, . . . , tk)




≤ P(A) (P(A) + φ(ℓA))i−1 e(A)k−i

≤ (P(A) + φ(ℓA))
i
e(A)k−i . (2.11)In order to obtain an upper bound for P (Bk) we must sum the above bound over all T (t1, . . . , tk) suh that

C(T (t1, . . . , tk)) = i with i that runs from 1 to k − 1.Fixed C(T (t1, . . . , tk)) = i, the loations of the most left ourrenes of A of eah one of the i lusters an behosen at most in (ti) many ways.The ardinality of eah one of the i lusters an be arranged in (k−1
i−1

) many ways. (This orresponds to breakthe interval (1/2, k + 1/2) in i intervals at points hosen from {1 + 1/2, . . . , k − 1/2}.)Colleting these information and (2.11) we have that P (Bk) is bounded by
k−1∑

i=1

(
t

i

)(
k − 1

i− 1

)
(P(A) + φ(ℓA))

i
e(A)k−i ≤ e(A)k max

1≤i≤k−1

{
γi

i!

} k−1∑

i=1

(
k − 1

i− 1

)
,where γ = tP(A) [1 + φ(ℓA)/P(A)] /e(A). The maximum in the above expression is reahed at (k − 1 ∧ γ). Themost right sum is bounded by 2k−1. Therefore we haveP (Bk) ≤ e(A).





(2γe(A))k−1

(k−1)! k − 1 < γ

2k−1(γe(A))γ

γ!
(

1
e(A)

)k−γ−1 k ≥ γ
.This ends the proof of the bound for P (Bk).Proof : A's isolated provide the Poisson limit law.We an bound the most right term on the right-hand side of (2.9) by the following triangular inequality :

∑

T (t1,...,tk)∈Gk

∣∣∣∣∣∣
P k⋂

j=1

τ
(j)
A = tj ; τ

(k+1)
A > t


−P(A)k

k+1∏

j=1

Pj

∣∣∣∣∣∣
(2.12)

+ P(A)k
∑

T (t1,...,tk)∈Gk

∣∣∣∣∣∣

k+1∏

j=1

Pj −
k+1∏

j=1

e−(∆j−ℓA)P(A)

∣∣∣∣∣∣
(2.13)

+ P(A)k#Gk

∣∣∣e−(t−(k+1)ℓA)P(A) − e−tP(A)
∣∣∣ (2.14)

+

∣∣∣∣
#Gk k!

tk
− 1

∣∣∣∣
e−tP(A)tkP(A)k

k!
. (2.15)By a simple ombinatorial argument we get the bounds

(t− k(n+ ℓA))k

k!
≤
(
t− k(n+ ℓA − 1) − 1

k

)
≤ #Gk ≤

(
t

k

)
≤ tk/k! . (2.16)164



2.5. α-mixing proessesMoreover, the leading term in (2.12) is bounded using Proposition 2.4.1. Thus (2.12) is bounded by
5

tk

(k − 1)!
(P(A) + φ(ℓA))k e(A) .The di�erene between the leading fators in (2.13) is bounded as follows : again by (2.8)

|Pj − e−ξAP(A)(∆j−ℓA)| ≤ Ce1(A) .As stated at the beginning of the proof one has |ξA − 1| ≤ e1(A). Therefore (2.13) is bounded by
tk

k!
P(A)k(k + 1) max

1≤j≤k+1

∣∣∣Pj − e−(∆j−ℓ̄A)P(A)
∣∣∣ ≤ k + 1

k

(tP(A))k

(k − 1)!
Ce1(A) .(2.14) is bounded using the Mean Value Theorem by

tkP(A)k

k!
(k + 1)ℓAP(A) ≤ k + 1

k

(tP(A))k

(k − 1)!
4ℓAP(A) .The left hand side of (2.16) and the Mean Value Theorem provide a bound for the di�erene below

∣∣∣∣
#Gk k!

tk
− 1

∣∣∣∣ ≤
∣∣∣∣
(t− k(n+ ℓA))k

tk
− 1

∣∣∣∣ ≤
k k(n+ ℓA)

t
≤ k .So, (2.15) is bounded by

(tP(A))k

(k − 1)!
4ℓAP(A) .Summing the bounds obtained for (2.12), (2.13), (2.14) and (2.15) we get the desired bound for the di�erenein the right hand term of inequality (2.9). The exhange of variables t̃ = tP(A) ends the proof of the theorem. 2Proof of Corollary 2.4.1. By de�nition

∣∣∣E(Nβ
t/P(A)

)
−E(Zβ)

∣∣∣ =

∣∣∣∣∣∣
∑

k≥0

kβP (Nt/P(A) = k
)
−
∑

k≥0

kβ
e−ttk

k!

∣∣∣∣∣∣

≤
∑

k≥0

kβ
∣∣∣∣P (Nt/P(A) = k

)
− e−t tk

k!

∣∣∣∣ .Sine for φ summable
∞∑

k=0

kβ g(A, k) ≤ Ct,β <∞ ,the orollary follows. 2Proof of Corollary 2.4.2. This follows by the above orollary with β = 1. 22.5 α-mixing proessesTheorem 2.5.1 Let (Xm)m∈Z be α-mixing proess. Let C1 be a positive onstant, C1 ∈ (0, 1). For all A ∈ Cnsuh that τ(A) ≥ C1n, the following inequality holds :
∣∣∣∣P (Nt/P(A) = k

)
− e−ttk

k!

∣∣∣∣ ≤ C2eα(A, k)gα(A, k),with
eα(A, k)

def
= inf

1≤w≤nA

{
(1 + C1)nP(A(w)) +

α (nA − w)P(A)k

}
+ n

√P(A) ,165



Chapitre 2. Sharp error terms for point-wise Poisson approximations under mixing onditions : A new Approahand
gα(A, k)

def
=





2k−1

(k−1)! k 6∈
{

t
eα(A,1) , . . . ,

2t
nP(A)

}

2k−1

(
1

eα(A,1)

)
!
(

1
eα(A,1)

)k− 1
eα(A,1)

−1
k ∈

{
t

eα(A,1) , . . . ,
2t

nP(A)

} .Furthermore, assume that for a �xed k ∈ N, eα(An, k) → 0 as n → ∞. Then, Nt/P(An) onverges in distributionto a Poisson law for Nt/P(An) = j, for all 0 ≤ j ≤ k.Remark 2.5.1 The ondition α(nA−w)/P(An)
k → 0 as n→ ∞ for all k means that we need a faster onvergeneof the sequene α to get onvergene for larger k. However, we usually are interested in the onvergene for not toolarge values of k, say k ≤ C, for a ertain positive onstant C. In that ase, we need a limited rate of onvergeneof the sequene α.Proof The proof follows the steps of the proof of Theorem 2.4.1. We only indiate brie�y the modi�ations neededto prove the α-mixing ase.In this ase we only onsider error of the type e1(A), namely we are going to take a gap of order n and e2(A)will be zero. We now show an inequality analogous to that of Lemma 2.4.1. Firstly, for any positive integer ∆ the

α-mixing property gives the upper boundP(A;T−∆A) ≤
{ P(A)P(A(w)) + α(∆ − w) for ∆ < 2n; 1 ≤ w ≤ (n ∧ ∆)P(A)2 + α(∆ − n) for ∆ ≥ 2n

. (2.1)Now, sine τ(A) ≥ C1n, one has
A ∩

2n−1⋃

i=1

T−iA = A ∩
2n−1⋃

i=C1n

T−iA .Applying the above inequality one hasPA(2n−1⋃

i=1

T−iA

)
≤ (1 + C1)nP(A(w)) +

α(C1n− w)P(A)
.Now take a realization with k ourrenes of A at t1, . . . , tk. Call ∆i = ti − ti−1. Choose wi as w in (2.1) for

i = 2, . . . , k. Put wmin = min{wi | 2 ≤ i ≤ k}. Iterating the above proedure of the α-mixing property one hasP( k⋂

i=1

T−tiA

)
≤ P(A)

k∏

i=2

P(A(wi)) +

k−1∑

j=0

α(∆j − wj)

j∏

i=0

P(A(wi))

≤ P(A)P(A(wmin))k−1 + α(nA − wmin)

k−1∑

j=0

P(A(wmin))j

≤ P(A)P(A(wmin))k−1 + Cα(nA − wmin) .This bound an be used to prove a similar result to Proposition 2.4.1 in the α-mixing ontext.Theorem 1 in [Aba04℄ used in the proof of Theorem 2.4.1 an be replaed by Theorem 17 in the same paperwhih establishes that
sup
t≥0

|P(τA > t) − e−λ(A)P(A)t| ≤ n
√P(A) ,with a ertain parameter λ(A). It is easy to follow the proof of Lemma 19 in the same paper to show that

|λ(A) − ζA| ≤ eα1 (A) (reall that ζA = PA(ζA > τ(A))). The ondition τ(A) ≥ C1n implies that |ζA − 1| ≤ eα1 (A).The rest of the proof follows as in the φ-mixing ase. 2AknowledgmentsMA is partially supported by CNPq grant grant 308250/2006-0. The authors are bene�iaries of Capes, Brasil- Cofeub, Frane grant. MA thanks Ministere de la Reherhe et Ministere de l'Eduation for support during partof this work. The authors thank P. Ferrari, A. Galves, B. Prum and P. Shields for useful disussions.166



Chapitre 3Poisson approximation for searh of rarewords in DNA sequenesSummaryUsing reent results on the ourrene times of a string of symbols in a stohasti proess with mixing properties,we present a new method for the searh of rare words in biologial sequenes modelled by a Markov hain. Weobtain a bound on the error between the distribution of the number of ourrenes of a word in a sequene andits Poisson approximation. A global bound is already given by a Chen-Stein method. Our approah, the ψ-mixingmethod, gives loal bounds. Sine we only need the error in the tails of distribution, the global uniform bound ofChen-Stein is too large and it is a better way to onsider loal bounds. It is the �rst time that loal bounds aredevised for Poisson approximation. We searh for two thresholds on the number of ourrenes from whih we anregard a studied word as an over-represented or an under-represented one. A biologial role is suggested for theseover- or under-represented words. Our method gives suh thresholds for a panel of words muh broader than theChen-Stein method whih annot give any result in a great number of ases where our method works. Comparingthe methods, we observe a better auray for the ψ-mixing method for the bound of the tails of distribution. Ourmethod an obviously be used in domains other than biology. We also present the software PANOW9 dediated tothe omputation of the error term and the thresholds for a studied word. Keywords : Poisson approximation,Chen-Stein method, mixing proesses, Markov hains, rare words, DNA sequenes.3.1 IntrodutionModelling DNA sequenes with stohasti models and developing statistial methods to analyse the enormousset of data that results from the multiple projets of DNA sequening are hallenging questions for statistiiansand biologists. Many DNA sequene analysis are based on the distribution of the ourrenes of patterns havingsome speial biologial funtion. The most popular model in this domain is the Markov hain model that gives adesription of the loal behaviour of the sequene (see [Alm83, Bla85, PAI87, GKP92℄). An important problem is todetermine the statistial signi�ane of a word frequeny in a DNA sequene. [NDV02℄ disuss about this relevaneof �nding over- or under-represented words. The naive idea is the following : a word may have a signi�ant lowfrequeny in a DNA sequene beause it disrupts repliation or gene expression, whereas a signi�antly frequentword may have a fundamental ativity with regard to genome stability. Well-known examples of words withexeptional frequenies in DNA sequenes are biologial palindromes orresponding to restrition sites avoided forinstane in E. oli ([KBM92℄), the Cross-over Hotspot Instigator sites in several bateria ([SKS+81, EKBSG99℄),and uptake sequenes ([SGS99℄) or polyadenylation signals ([vHdOPO00℄).The exat distribution of the number of a word ourrenes under the Markovian model is known and somesoftwares are available ([RD99, R�00℄) but, beause of numerial omplexity, they are often used to omputeexpetation and variane of a given ount (and thus use, in fat, Gaussian approximations for the distribution).In fat these methods are not e�ient for long sequenes or if the Markov model order is larger than 2 or 3.For suh ases, several approximations are possible : Gaussian approximations ([PRdT95℄), Binomial or Poissonapproximations ([vHACV98, God91℄), ompound Poisson approximations ([RS98℄), or large deviations approah([Nue04℄). In this paper we only fous on the Poisson approximation. For the �rst time, we give a loal bound for thePoisson approximation. We approximate P(N(A) = k) by exp(−tP(A))[tP(A)]k(k!)−1 where P(N(A) = k) is the9available at http ://stat.genopole.nrs.fr/sg/software/panow/167



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesstationary probability under the Markov model that the number of ourrenesN(A) of word A is equal to k, P(A)is the probability that word A ours at a given position, and t is the length of the sequene. Intuitively, a binomialdistribution ould be used to approximate the distribution of ourrenes of a partiular word. Length t of thesequene is large, P(A) is small if A is large. Thus, we use the more numerially onvenient Poisson approximation.Our aim is to bound the error between the distribution of the number of ourrenes of word A and its Poissonapproximation. In [RS98℄, the authors prove an upper bound for a ompound Poisson approximation. They usea Chen-Stein method, whih is the usual method in this purpose. This method has been developed by Chen onPoisson approximations ([Che75℄) after a work of Stein on normal approximations ([Ste72℄). Its priniple is tobound the di�erene between the two distributions in total variation distane for all subsets of the de�nitiondomain. Sine we are interested in under- or over-represented words, we are only interested in this di�erenefor the tails of the distributions. Then, the uniform bound given by the Chen-Stein method is too large for ourpurpose. We present here a new method, based on the property of mixing proesses. Our method has the usefulpartiularity to give a bound on the error at eah point of the distribution. More preisely, it o�ers an error term
ǫ, for the number of ourrenes k, of word A :

∣∣∣∣∣P(N(A) = k) − e−tP(A)(tP(A))
k

k!

∣∣∣∣∣ ≤ ǫ(A, k).Moreover, ǫ(A, k) deays fatorially fast with respet to k.[Aba01a, Aba04℄ presents lower and upper bounds for the exponential approximation of the �rst ourrenetime of a rare event, also alled hitting time, in a stationary stohasti proess on a �nite alphabet with α- or φ-mixing property. (Abadi and Vergne, in preparation) desribe the statistis of return times of a string of symbolsin suh a proess. In (Abadi and Vergne, in preparation), the authors prove a Poisson approximation for thedistribution of ourrene times of a string of symbols in a φ-mixing proess. The �rst part of our present work isto determine some onstants not expliitly omputed in the results of the above mentioned artiles but neessaryfor the proof of our theorem and moreover for its pratial use. Theoritial onstants are useless in the way ofnumerial tests, that is why we have to determine these onstants. Our work is omplementary to all these artiles,in the sense that it relies on them for preliminary results and it adapts them to ψ-mixing proesses. Sine Markovhains are mixing proesses, all these results established for mixing proesses also apply to Markov hains whihmodel biologial sequenes.This paper is organised in the following way. In setion 3.2, we introdue the Chen-Stein method. In setion3.3, we de�ne a ψ-mixing proess and state some preliminary notations, mostly on the properties of a word. Wealso present in this setion the prinipal result of our work : the Poisson approximation (Theorem 3.3.1). In setion3.4, we state preliminary results. Mainly, we reall results of [Aba04℄, but omputing all the neessary onstantsand we present lemmas and propositions neessary for the proof of Theorem 3.3.1. In setion 3.5, we establish theproof of our main result : Theorem 3.3.1 on Poisson approximation. Using ψ-mixing properties and preliminaryresults, we prove an upper bound for the di�erene between the exat distribution of the number of ourreneof word A and the Poisson distribution of parameter tP(A). Setion 3.6 is dediated to numerial results. For thesearh of over-represented words, we show how our method is better than the Chen-Stein method on both synthetiand biologial data. In this setion, we also present results obtained by a similar method, the φ-mixing method.We end the paper presenting some examples of biologial appliations, and some onlusions and perspetives offuture works.3.2 The Chen-Stein Method3.2.1 Total Variation DistaneDe�nition 3.2.1 For any two random variables X and Y with values in the same disrete spae E, the totalvariation distane between their probability distributions is de�ned by
dTV(L(X),L(Y )) =

1

2

∑

i∈E

|P(X = i) −P(Y = i)| .We remark that for any subset S of E
|P(X ∈ S) −P(Y ∈ S)| ≤ dTV(L(X),L(Y )).168



3.2. The Chen-Stein Method3.2.2 The Chen-Stein MethodThe Chen-Stein method is used to bound the error between the distribution of the number of ourrenes of aword A in a sequene X and the Poisson distribution with parameter tP(A) where t is the length of the sequeneand P(A) the stationary measure of A. The Chen-Stein method for Poisson approximation has been developed by[Che75℄ ; a friendly exposition is in [AGG89℄ and a desription with many examples an be found in [AGG90℄ and[BCL92℄. We will use Theorem 1 in [AGG90℄ with an improved bound by [BCL92℄ (Theorem 1.A and Theorem
10.A).First, we will �x a few notations. Let A be a �nite set (for example, in the DNA ase A = {a, c, g, t}). Put
Ω = AZ. For eah x = (xm)m∈Z ∈ Ω, we denote by Xm the m-th oordinate of the sequene x : Xm(x) = xm.We denote by T : Ω → Ω the one-step-left shift operator : so we will have (T (x))m = xm+1. We denote by F the
σ-algebra over Ω generated by strings and by FI the σ-algebra generated by strings with oordinates in I with
I ⊆ Z. We onsider an invariant probability measure P over F . Consider a stationary Markov hain X = (Xi)i∈Zon the �nite alphabet A. Let us �x a word A = (a1, . . . , an). For i ∈ {1, 2, · · · , t− n + 1}, let Yi be the followingrandom variable

Yi = Yi(A) = 1{word A appears at position i in the sequene}
= 1{(Xi, . . . , Xi+n−1) = (a1, . . . , an)},where 1{F} denotes the indiator funtion of set F . We put Y =

∑t−n+1
i=1 Yi, the random variable orrespondingto the number of ourrenes of a word, E(Yi) = mi and ∑t−n+1

i=1 mi = m. Then, E(Y ) = m. Let Z be a Poissonrandom variable with parameter m : Z ∼ P(m). For eah i, we arbitrarily de�ne a set V (i) ⊂ {1, 2, · · · , t− n+ 1}ontaining the point i. The set V (i) will play the role of a neighbourhood of i.Theorem 3.2.1 ([AGG90, BCL92℄) Let I be an index set. For eah i ∈ I, let Yi be a Bernoulli random variablewith pi = P(Yi = 1) > 0. Suppose that, for eah i ∈ I, we have hosen V (i) ⊂ I with i ∈ V (i). Let Zi, i ∈ I, beindependent Poisson variables with mean pi. The total variation distane between the dependent Bernoulli proess
Y = {Yi, i ∈ I} and the Poisson proess Z = {Zi, i ∈ I} satis�es

dTV(L(Y ),L(Z)) ≤ b1 + b2 + b3where
b1 =

∑

i

∑

j∈V (i)

E(Yi)E(Yj),

b2 =
∑

i

∑

j∈V (i),j 6=i

E(YiYj),

b3 =
∑

i

E |E(Yi − pi|Yj , j /∈ V (i))| .Moreover, if W =
∑

i∈I Yi and λ =
∑
i∈I pi <∞, then

dTV (L(W ),P(λ)) ≤ 1 − e−λ

λ
(b1 + b2) + min

(
1,

√
2

λe

)
b3.We think of V (i) as a neighbourhood of strong dependene of Yi. Intuitively, b1 desribes the ontributionrelated to the size of the neighbourhood and the weights of the random variables in that neighbourhood ; if all Yihad the same probability of suess, then b1 would be diretly proportional to the neighbourhood size. The term

b2 aounts for the strength of the dependene inside the neighbourhood ; as it depends on the seond moments, itan be viewed as a �seond order interation� term. Finally, b3 is related to the strength of dependene of Yi withrandom variables outside its neighbourhood. In partiular, note that b3 = 0 if Yi is independent of {Yj |j /∈ V (i)}.One onsequene of this theorem is that for any indiator funtion of an event, i.e. for any measurable funtional
h from Ω to [0, 1], there is an error bound of the form |Eh(Y ) −Eh(Z)| ≤ dTV (L(Y ),L(Z)). Thus, if S(Y ) is atest statisti then, for all t ∈ R, P(S(Y ) ≥ t) −P(S(Z) ≥ t) ≤ b1 + b2 + b3,whih an be used to onstrut on�dene intervals and to �nd p-values for tests based on this statisti.169



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenes3.3 Preliminary Notations and Poisson Approximation3.3.1 Preliminary NotationsWe fous on Markov proesses in our biologial appliations (see 3.6) but the theorem given in the followingsubsetion is established for more general mixing proesses : the so alled ψ-mixing proesses.De�nition 3.3.1 Let ψ = (ψ(ℓ))ℓ≥0 be a sequene of real numbers dereasing to zero. We say that (Xm)m∈Z is a
ψ-mixing proess if for all integers ℓ ≥ 0, the following holds

sup
n∈N,B∈F{0,.,n},C∈F{n≥0}

|P(B ∩ T−(n+ℓ+1)(C)) −P(B)P(C)|P(B)P(C)
= ψ(ℓ),where the supremum is taken over the sets B and C, suh that P(B)P(C) > 0.For a word A of Ω, that is to say a measurable subset of Ω, we say that A ∈ Cn if and only if

A = {X0 = a0, . . . , Xn−1 = an−1},with ai ∈ A, i = 1, . . . , n. Then, the integer n is the length of word A. For A ∈ Cn, we de�ne the hitting time
τA : Ω → N ∪ {∞}, as the random variable de�ned on the probability spae (Ω,F ,P) :

∀x ∈ Ω, τA(x) = inf{k ≥ 1 : T k(x) ∈ A}.

τA is the �rst time that the proess hits a given measurable A. We also use the lassial probabilisti shorthandnotations. We write {τA = m} instead of {x ∈ Ω : τA(x) = m}, T−k(A) instead of {x ∈ Ω : T k(x) ∈ A}and {Xs
r = xsr} instead of {Xr = xr , ..., Xs = xs}. Also we write for two measurable subsets A and B of Ω, theonditional probability of B given A as P(B|A) = PA(B) = P(B∩A)/P(A) and the probability of the intersetionof A and B by P(A ∩B) or P(A;B). For A = {Xn−1

0 = xn−1
0 } and 1 ≤ w ≤ n, we write A(w) = {Xn−1

n−w = xn−1
n−w}for the event onsisting of the last w symbols of A. We also write a ∨ b for the supremum of two real numbers aand b. We de�ne the periodiity pA of A ∈ Cn as follows :

pA = inf {k ∈ N∗|A ∩ T−k(A) 6= ∅}.

pA is alled the prinipal period of word A. Then, we denote by Rp = Rp(n) the set of words A ∈ Cn withperiodiity p and we also de�ne Bn as the set of words A ∈ Cn with periodiity less than [n/2], where [.] de�nesthe integer part of a real number :
Rp = {A ∈ Cn|pA = p},Bn =

[n2 ]⋃

p=1

Rp.

Bn is the set of words whih are self-overlapping before half their length (see Example 3.3.1). We de�ne R(A) theset of return times of A whih are not a multiple of its periodiity pA :
R(A) =

{
k ∈ {[n/pA]pA + 1, . . . , n− 1}|A ∩ T−k(A) 6= ∅

}
.Let us denote rA = #R(A), the ardinality of the set R(A). De�ne also nA = minR(A) if R(A) 6= ∅ and nA = notherwise. R(A) is alled the set of seondary periods of A and nA is the smallest seondary period of A. Finally,we introdue the following notation. For an integer s ∈ {0, . . . , t − 1}, let N t

s =
∑t

i=s 1{T−i(A)}. The randomvariable N t
s ounts the number of ourrenes of A between s and t (we omit the dependene on A). For the sakeof simpliity, we also put N t = N t

0.Example 3.3.1 Consider the word A = aaataaataaa. Sine pA = 4, we have A ∈ Bn where n = 11. See thefollowing �gure to note that R(A) = {9; 10}, rA = 2 and nA = 9.
0 1 2 3 4 5 6 7 8 9 10
a a a t a a a t a a a

a a a t a a a t a a a
a a a t a a a t a a a

a a a t a a a t a a a
a a a t a a a t a a a170



3.4. Calulation of the Constants3.3.2 The Mixing MethodWe present a theorem that gives an error bound for the Poisson approximation. Compared to the Chen-Steinmethod, it has the advantage to present non uniform bounds that strongly ontrol the deay of the tail distributionof N t.Theorem 3.3.1 (ψ-mixing approximation) Let (Xm)m∈Z be a ψ-mixing proess. There exists a onstant Cψ =
254, suh that for all A ∈ Cn \ Bn and all non negative integers k and t, the following inequality holds :

∣∣∣∣∣P(N t = k) − e−tP(A)(tP(A))
k

k!

∣∣∣∣∣ ≤ Cψeψ(A)e−(t−(3k+1)n)P(A)gψ(A, k)

where gψ(A, k) =





(2λ)k−1

(k − 1)!
k /∈ { λ

eψ(A) , ...,
2t
n }

(2λ)
k−1

(
λ

eψ(A)

)
!
(

1
eψ(A)

)k− λ
eψ(A)

−1
k ∈ { λ

eψ(A) , ...,
2t
n }

,

eψ(A) = inf
1≤w≤nA

[
(rA + n)P(A(w)

)
(1 + ψ (nA − w))

]
,and λ = tP(A)(1 + ψ(n)).This result is at the ore of our study. It shows an upper bound for the di�erene between the distribution ofthe number of ourrenes of word A in a sequene of length t and the Poisson distribution of parameter tP(A).Proof is postponed in Setion 3.5.3.4 Calulation of the ConstantsOur goal is to ompute a bound as small as possible to ontrol the error between the Poisson distribution andthe distribution of the number of ourrenes of a word. Thus, we determine the global onstant Cψ appearing inTheorem 3.3.1 by means of intermediary bounds appearing in the proof. General bounds are interesting asympto-tially in n, but for biologial appliations, n is approximately between 10 or 20, whih is too small. Then along theproof, we will indiate the intermediary bounds that we ompute. Before establishing the proof of that Theorem3.3.1, we point out here, for easy referenes, some results of [Aba04℄, and some other useful results. In [Aba04℄,these results are given only in the φ-mixing ontext. Moreover exat values of the onstants are not given, whilethese are neessary for pratial use of these methods. We provide the values of all the onstants appearing in theproofs of these results.Proposition 3.4.1 (Proposition 11 in [Aba04℄) Let (Xm)m∈Z be a ψ-mixing proess. There exist two �niteonstants Ca > 0 and Cb > 0, suh that for any n, any word A ∈ Cn, and any c ∈ [4n, 1

2P(A)

] satisfying
ψ (c/4) ≤ P({τA ≤ c/4} ∩ {τA ◦ T c/4 > c/2}

)
,there exists ∆, with n < ∆ ≤ c/4, suh that for all positive integers k, the following inequalities hold :

∣∣∣P (τA > kc) −P (τA > c− 2∆)k
∣∣∣ ≤ Caε (A) kP (τA > c− 2∆)k , (3.1)

∣∣∣P (τA > kc) −P (τA > c)
k
∣∣∣ ≤ Cbε (A) kP (τA > c− 2∆)

k
, (3.2)with ε(A) = inf

n≤ℓ≤ 1P(A)

[ℓP(A) + ψ(ℓ)].Both inequalities provide an approximation of the hitting time distribution by a geometri distribution at anypoint t of the form t = kc. The di�erene between these distributions is that in 3.1, the geometri term inside themodulus is the same as in the upper bound, while in 3.2, the geometri term inside the modulus is larger than theone in the upper bound. That is, the seond bound gives a larger error. We will use both in the proof of Theorem3.4.1. 171



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesProposition 3.4.2 We have Ca = 24 and Cb = 25.Proof 1 For the details of the proof of Proposition 3.4.1, we refer to Proposition 11 in [Aba04℄. For any c ∈[
4n, 1

2P(A)

] and ∆ ∈ [n, c/4], we denote N i
j =

{
τA ◦ T ic+j∆ > c− j∆

} and N = {τA > c− 2∆} for the sake ofsimpliity. [Aba04℄ obtains the following bound :
∀k ≥ 2,

∣∣∣P (τA > kc) −P (N )k
∣∣∣ ≤ (a) + (b) + (c), with

(a) =

k−2∑

j=0

P (N )
j
∣∣∣P (τA > (k − j) c) −P(τA > (k − j − 1) c;N k−j−1

2

)∣∣∣,
(b) =

k−2∑

j=0

P (N )j
∣∣∣P(τA > (k − j − 1) c;N k−j−1

2

)
−P (τA > (k − j − 1) c)P (N 0

2

)∣∣∣,
(c) = P (N )(k−1) |P (τA > c) −P (N )|.First, for any measurable B ∈ F{(ℓ+1)c,(ℓ+2)c+n−1}, we have P (B)+ψ (∆) ≤ 3ψ (∆) ≤ 3

2ε (A). We an also remarkthat P (N ) ≥ 1/2. Then, by iteration of the mixing property, we have the following inequality for all ℓ ∈ N :P( ℓ⋂

i=0

N i
1 ;B

)
≤ 6P (N )

ℓ+1
ε (A) .We apply this bound in the inequalities (14) and (15) of [Aba04℄ to get

(a) ≤
k−2∑

j=0

P (N )j
(
6P (N )k−j−2+1 ε (A)

)
= 6(k − 1)ε (A)P (N )(k−1),

(b) ≤
k−2∑

j=0

P (N )
j
(
6P (N )

k−j−2+1
ε (A)

)
= 6(k − 1)ε (A)P (N )

(k−1).We also have (c) ≤ P (N )
k−1P (N ; τA ◦ T c−2∆ ≤ 2∆

)
≤ ε (A)P (N )

k−1.We obtain (3.1) : ∣∣∣P (τA > kc) −P (N )k
∣∣∣ ≤ 24kε (A)P (N )k.We dedue (3.2) : ∣∣∣P (τA > kc) −P (τA > c)

k
∣∣∣ ≤ 25kε (A)P (N )

k.Then, Ca = 24 and Cb = 25.Theorem 3.4.1 (Theorem 1 in [Aba04℄) Let (Xm)m∈Z be a ψ-mixing proess. Then, there exist onstants
Ch > 0 and 0 < Ξ1 < 1 ≤ Ξ2 < ∞, suh that for all n ∈ N and any A ∈ Cn, there exists ξA ∈ [Ξ1,Ξ2], for whihthe following inequality holds for all t > 0 :

∣∣∣∣P(τA > t

ξA

)
− e−tP(A)

∣∣∣∣ ≤ Chε(A)f1(A, t),with ε(A) = inf
n≤ℓ≤ 1P(A)

[ℓP(A) + ψ(ℓ)] and f1(A, t) = (tP(A) ∨ 1)e−tP(A).We prove an upper bound for the distane between the resaled hitting time and the exponential law of expetationequal to one. The fator ε(A) in the upper bound shows that the rate of onvergene to the exponential law isgiven by a trade o� between the length of this time and the veloity of loosing memory of the proess.Proposition 3.4.3 We have Ch = 105.Proof 2 We �x c = 1
2P(A) and ∆ given by Proposition 3.4.1. We de�ne

ξA =
− logP(τA > c− 2∆)

cP(A)
.There are three steps in the proof of the theorem. First, we onsider t of the form t = kc with k a positive integer.Seondly, we prove the theorem for any t of the form t = (k + p/q)c with k, p positive integers and 1 ≤ p ≤ q with

q = 1
2ε(A) . We also put r = (p/q)c. Finally, we onsider the remaining ases. Here, for the sake of simpliity , wedo not detail the two �rst steps (for that, see [Aba04℄), but only the last one. Let t be any positive real number.172



3.4. Calulation of the ConstantsWe write t = kc+ r, with k a positive integer and r suh that 0 ≤ r < c. We an hoose a t̄ suh that t̄ < t and
t̄ = (k + p/q)c with p, q as before. [Aba04℄ obtains the following bound :

∣∣∣P (τA > t) − e−ξAP(A)t
∣∣∣ ≤ |P (τA > t) −P (τA > t̄)| +

∣∣∣P (τA > t̄) − e−ξAP(A)t̄
∣∣∣

+
∣∣∣e−ξAP(A)t̄ − e−ξAP(A)t

∣∣∣ .The �rst term in the triangular inequality is bounded in the following way :
|P (τA > t) −P (τA > t̄)| = P(τA > t̄; τA ◦ T t̄ ≤ t− t̄

)

≤ P(τA > kc; τA ◦ T t̄ ≤ ∆
)

≤ P (N )
k−2

(∆P(A) + ψ(∆)))

≤ 4P (N )
k
ε(A)

≤ 4ε(A)e−ξAP(A)t.The seond term is bounded like in the two �rst steps of the proof in [Aba04℄. We apply inequalities (3.1) and(3.2) to obtain ∣∣∣P (τA > t̄) − e−ξAP(A)t̄
∣∣∣ ≤ (3 + CatP(A) + Ca + 2Cb)ε(A)e−ξAP(A)t.Finally, the third term is bounded using the Mean Value Theorem (see for example [Dou96℄)

∣∣∣e−ξAP(A)t̄ − e−ξAP(A)t
∣∣∣ ≤ ξAP(A)

(
r − p

q
c

)
e−ξAP(A)t̄ ≤ ε(A)e−ξAP(A)t.Thus we have ∣∣P (τA > t) − e−ξAP(A)t

∣∣ ≤ 105ε(A)f1(A, ξAt) and the theorem follows by the hange of variables
t̃ = ξAt. Then Ch = 105.Lemma 3.4.1 (Xm)m∈Z be a ψ-mixing proess. Suppose that B ⊆ A ∈ F{0,...,b}, C ∈ F{b+g,...,∞} with b, g ∈ N.The following inequality holds : PA(B ∩C) ≤ PA(B)P(C)(1 + ψ(g)).Proof 3 Sine B ⊆ A, obviously P(A∩B ∩C) = P(B ∩C). By the ψ-mixing property P(B ∩C) ≤ P(B)(P(C)+
ψ(g)). We divide the above inequality by P(A) and the lemma follows.For all the following propositions and lemmas, we reall that

eψ(A) = inf
1≤w≤nA

[
(rA + n)P(A(w)

)
(1 + ψ (nA − w))

]
.Proposition 3.4.4 Let (Xm)m∈Z be a ψ-mixing proess. Let A ∈ Rp(n). Then the following holds :(a) For all M,M ′ ≥ g ≥ n,

|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′)|
≤ PA (τA > M − g) 2gP(A) [1 + ψ(g)] ,and similarly
|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′ − g)|

≤ PA (τA > M − g) [gP(A) + 2ψ(g)] .(b) For all t ≥ p ∈ N, with ζA = PA(τA > pA),
|PA (τA > t) − ζAP (τA > t)| ≤ 2eψ(A).The above proposition establishes a relation between hitting and return times with an error bound uniformwith respet to t. In partiular, (b) says that these times oinide if and only if ζA = 1, namely, the string A isnon-self-overlapping. 173



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesProof 4 In order to simplify notation, for t ∈ Z, τ [t]
A stands for τA ◦ T t. We introdue a gap of length g afteroordinate M to onstrut the following triangular inequality

|PA (τA > M +M ′) −PA (τA > M)P (τA > M ′)|
≤

∣∣∣PA (τA > M +M ′) −PA (τA > M ; τ
[M+g]
A > M ′ − g

)∣∣∣ (3.3)
+

∣∣∣PA (τA > M ; τ
[M+g]
A > M ′ − g

)
−PA (τA > M)P (τA > M ′ − g)

∣∣∣ (3.4)
+ PA (τA > M) |P (τA > M ′ − g) −P (τA > M ′)| . (3.5)Term (3.3) is bounded with Lemma 3.4.1 byPA (τA > M ; τ

[M ]
A ≤ g

)
≤ PA (τA > M − g) gP(A) [1 + ψ(g)] .Term (3.4) is bounded using the ψ-mixing property by PA (τA > M)ψ(g). The modulus in (3.5) is bounded usingstationarity by P (τA ≤ g) ≤ gP(A). This ends the proof of both inequalities of item (a).Item (b) for t ≥ 2n is proven similarly to item (a) with t = M + M ′, M = p, and g = w with 1 ≤ w ≤ nA.Consider now p ≤ t < 2n.

ζA −PA (τA > t) = PA (p < τA ≤ t) = PA (τA ∈ R(A) ∪ (n ≤ τA ≤ t)) ≤ eψ(A).First and seond equalities follow by de�nition of τA and R(A). The inequality follows by Lemma 3.4.1.Let ζA = PA(τA > pA) and h = 1/(2P(A)) − 2∆, then ξA = −2 logP(τA > h).Lemma 3.4.2 Let (Xm)m∈Z be a ψ-mixing proess. Then the following inequality holds :
|ξA − ζA| ≤ 11eψ(A).Hene, we have

ζA − 11eψ(A) ≤ ξA ≤ ζA + 11eψ(A).Proof 5 P (τA > h) =

h∏

i=1

P (τA > i|τA > i− 1) =

h∏

i=1

(1 −P (T−i(A)|τA > i− 1
)
)

=

h∏

i=1

(1 − ρiP(A)) ,where ρi def=
PA (τA > i− 1)P (τA > i− 1)

. Therefore
∣∣∣∣∣∣
ξA + 2

pA∑

i=1

log(1 − ρiP(A)) − 2

h∑

i=pA+1

ζAP(A)

∣∣∣∣∣∣

≤ 2
h∑

i=pA+1

|− log(1 − ρiP(A)) − ζAP(A)| .The above modulus is bounded by
|− log(1 − ρiP(A)) − ρiP(A)| + |ρi − ζA|P(A).Now note that |y − (1 − e−y)| ≤ (1 − e−y)2 for y > 0 small enough. Apply it with y = − log(1 − ρiP(A)) tobound the most left term of the above expression by (ρiP(A))2. Further by Proposition 3.4.4 (b) and the fat thatP (τA > h) ≥ 1/2 we have

|ρi − ζA| ≤
2e1(A)P (τA > h)

≤ 4eψ(A).for all i = pA + 1, . . . , h. Yet as before
−

pA∑

i=1

log(1 − ρiP(A)) ≤ pA
(
ρiP(A) + (ρiP(A))2

)
≤ eψ(A).174



3.4. Calulation of the ConstantsFinally, by de�nition of h
∣∣∣∣∣∣
2

h∑

i=pA+1

ζAP(A) − ζA

∣∣∣∣∣∣
≤ 4∆P(A) + 2pAP(A) ≤ 6eψ(A).This ends the proof of the lemma.Proposition 3.4.5 Let (Xm)m∈Z be a ψ-mixing proess. Then the following inequality holds :

|P(τA > t) − e−tP(A)| ≤ Cpeψ(A)(tP(A) ∨ 1)e−(ζA−11eψ(A))tP(A).Proof 6 We bound the �rst term with Theorem 3.4.1 and the seond with Lemma 3.4.2 :
|P(τA > t) − e−tP(A)| ≤ |P(τA > t) − e−ξAtP(A)| + |e−ξAtP(A) − e−tP(A)|
|P(τA > t) − e−ξAtP(A)| ≤ Chε(A)e−ξAtP(A) ≤ Cheψ(A)e−(ζA−11eψ(A))tP(A)

|e−ξAtP(A) − e−tP(A)| ≤ tP(A)|ξA − 1|e−min {1,ξA}tP(A)

≤ 11tP(A)eψ(A)e−(ζA−11eψ(A))tP(A).This ends the proof of the proposition with Cp = Ch + 11.De�nition 3.4.1 Given A ∈ Cn, we de�ne for j ∈ N, the j-th ourrene time of A as the random variable
τ

(j)
A : Ω → N ∪ {∞}, de�ned on the probability spae (Ω,F ,P) as follows : for any x ∈ Ω, τ (1)

A (x) = τA(x) and for
j ≥ 2,

τ
(j)
A (x) = inf {k > τ

(j−1)
A (ω) : T k(x) ∈ A}.Proposition 3.4.6 Let (Xm)m∈Z be a ψ-mixing proess. Then, for all A /∈ Bn, all k ∈ N, and all 0 ≤ t1 < t2 <

... < tk ≤ t for whih min
2≤j≤k

{tj − tj−1} > 2n, there exists a positive onstant C1 independent of A, n, t and k suhthat
∣∣∣∣∣∣
P k⋂

j=1

(
τ

(j)
A = tj

)
; τ

(k+1)
A > t


−P(A)

k
k+1∏

j=1

Pj

∣∣∣∣∣∣

≤ C1k(P(A)(1 + ψ(n)))
k
eψ(A)e−(t−(3k+1)n)P(A)where Pj = P(τA > (tj − tj−1) − 2n).Proof 7 We will show this proposition by indution on k. We put ∆j = tj − tj−1 for j = 2, ..., k, ∆1 = t1 and

∆k+1 = t− tk. Firstly, we note that by stationarityP(τA = t) = P(A; τA > t− 1).For k = 1, by a triangular inequality we obtain
∣∣∣∣∣∣
P(τA = t1; τ

(2)
A > t

)
−P(A)

2∏

j=1

Pj

∣∣∣∣∣∣

≤
∣∣∣P(τA = t1; τ

(2)
A > t

)
−P (τA = t1;N

t
t1+2n = 0

)∣∣∣ (3.6)
+

∣∣P (τA = t1;N
t
t1+2n = 0

)
−P (τA = t1)P2

∣∣ (3.7)
+

∣∣P(A; τ > t1 − 1) −P (A;N t1−1
2n = 0

)∣∣P2 (3.8)
+

∣∣∣∣∣∣
P (A;N t1−1

2n = 0
)
P2 −P(A)

2∏

j=1

Pj

∣∣∣∣∣∣
. (3.9)Term (3.6) is equal to P(τA = t1;

⋃t1+2n
i=t1+1 T

−i(A);N t
t1+2n = 0

) and then
(3.6) = PA;

2n⋃

i∈R(A)∪i=1

T−i(A);N t
2n = 0
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Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesSine A /∈ Bn, for 1 ≤ i < pA, the above probability is zero. Thus, using mixing property
(3.6) ≤ PA;

2n⋃

i∈R(A)∪i=pA

T−i(A);N t
2n = 0




≤ 2P(A)P(A)(rA + n)(1 + ψ(n))P (N t
2n = 0

)

≤ 2P(A)eψ(A)e−(t−(3k+1)n)P(A).Term (3.7) is bounded using ψ-mixing property
(3.7) ≤ ψ(n)(1 + ψ(n))P(A)P1P2

≤ ψ(n)P(A)eψ(A)e−(t−(3k+1)n)P(A).Analogous omputations are used to bound terms (3.8) and (3.9).Now, let us suppose that the proposition holds for k − 1 and let us prove it for k. We put Si = {τ (i)
A = ti}. Weuse a triangular inequality again to bound the term in the left hand side of the inequality of the proposition by asum of �ve terms :∣∣∣∣∣∣
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e−(t−(3k+1)n)P(A).We use the indutive hypothesis for the term IV and the ase with k = 1 for the term V .
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I + II + III + IV + V ≤ (3 + C1(k − 1) + 2)(P(A) + ψ(n))

k
eψ(A).To onlude the proof, it is su�ient that C1k = 3 + C1(k − 1) + 2, therefore C1 = 5. This ends the proof of theproposition. 176



3.5. Proof of Theorem 3.3.13.5 Proof of Theorem 3.3.1In this setion, we prove the main result of our work (see Setion 3.3.2) : an upper bound for the di�erenebetween the exat distribution of the number of ourrenes of word A and the Poisson distribution of parameter
tP(A). Throughout the proof, we will note in itali the terms omputed by our software PANOW (see Setion 3.6.1).Proof 8 For k = 0, the result omes from Proposition 3.4.5 (P(N t = 0) = P(τA > t)).For k > 2t/n, sine A /∈ Bn, we have P(N t = k) = 0. Hene,
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k < nP(A)
2 ≤ eψ(A)

2 .Now, let us onsider 1 ≤ k ≤ 2t/n. We onsider a sequene whih ontains exatly k ourrenes of A. Theseourrenes an be isolated or an be in lumps. We de�ne the following set :
T = T (t1, t2, ..., tk) =





k⋂

j=1

(τ
(j)
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 .We reall that we put Pj = P(τA > (tj − tj−1) − 2n), ∆j = tj − tj−1 for j = 2, ..., k, ∆1 = t1 and ∆k+1 = t− tk.De�ne I(T ) = min

2≤j≤k
{∆j}. We say that the ourrenes of A are isolated if I(T ) ≥ 2n and we say that there existsat least one lump if I(T ) < 2n. We also denote

Bk = {T |I(T ) < 2n} and Gk = {T |I(T ) ≥ 2n} .The set {N t = k} is the disjoint union between Bk and Gk, thenP(N t = k) = P(Bk) +P(Gk),
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∣∣∣∣∣ .We will prove an upper bound for the two quantities on the right hand side of the above inequality to onlude theproof of the theorem.We prove an upper bound for P(Bk). De�ne C(T ) =
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j=2 1{∆j>2n} + 1. C(T ) omputes how manylusters there are in a given T . Suppose that T is suh that C(T ) = 1 and �x the position t1 of the �rst ourreneof A. Further, eah ourrene inside the luster (with the exeption of the most left one whih is �xed at t1) anappear at distane d of the previous one, with pA ≤ d ≤ 2n. Therefore, the ψ-mixing property leads to the boundP( ⋃
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Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesTo obtain an upper bound for P (Bk) we must sum the above bound over all T suh that C(T ) = i with i runningfrom 1 to k− 1. Fixed C(T ) = i, the loations of the most left ourrenes of A of eah one of the i lusters an behosen in at most Cit many ways. The ardinality of eah one of the i lusters an be arranged in Ci−1
k−1 many ways.(This orresponds to breaking the interval (1/2, k+1/2) in i intervals at points hosen from {1+1/2, . . . , k−1/2}.)Colleting these informations, we have that P (Bk) is bounded by
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.This ends the proof of the bound for P (Bk).We ompute P(Bk) ≤
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3.6. Biologial Appliations
[(8 + CatP(A) + Ca + 2Cb)ε(A) + 11tP(A)eψ(A)] e−(ζA−11eψ(A))tP(A).Term (3.4) is bounded by

(3.4) ≤ tk

k!
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k
(k + 1)2nP(A)e−tP(A)e2(k+1)nP(A).To bound term (3.5), we bound the following di�erene
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.Now, we just have to add the �ve bounds to obtain the theorem with the onstant Cψ = 1 + C1 + 2Cp + 8 + 8.Proposition 3.4.6 shows that C1 = 5 and Proposition 3.4.5 with Theorem 3.4.1 that Cp = 116 . Then, we provethe theorem with Cψ = 254.3.6 Biologial AppliationsWith the expliit value of the onstantCψ of Theorem 3.3.1, and more partiularly thanks to all the intermediarybounds given in the proof of this theorem, we an develop an algorithm to apply this formula to the study of rarewords in biologial sequenes. In order to ompare di�erent methods, we also ompute the bounds orrespondingto a φ-mixing, proess for whih a proof of Poisson approximation is given in (Abadi and Vergne, in preparation).Let us reall the de�nition of suh a mixing proess.De�nition 3.6.1 Let φ = (φ(ℓ))ℓ≥0 be a sequene dereasing to zero. We say that (Xm)m∈Z is a φ-mixing proessif for all integers ℓ ≥ 0, the following holds

sup
n∈N,B∈F{0,.,n},C∈F{n≥0}

|P(B ∩ T−(n+ℓ+1)(C)) −P(B)P(C)|P(B)
= φ(ℓ),where the supremum is taken over the sets B and C, suh that P(B) > 0.Note that obviously, ψ-mixing implies φ-mixing. Then, we obtain two new methods for the detetion of over- orunder-represented words in biologial sequenes and we ompare them to the Chen-Stein method.We reall that Markov models are ψ-mixing proesses and then also φ-mixing proesses. Then, we �rst needto know the funtions ψ and φ for a Markov model. It turns out that we an use

ψ(ℓ) = φ(ℓ) = Kνℓ with K > 0 and 0 < ν < 1,where K and ν have to be estimated (see [MT93℄). There are several estimations of K and ν. We hoose ν equalto the seond eigenvalue of the transition matrix of the model and K =
(
infj∈{1,...,|A|k} µj

)−1 where |A| is thealphabet size, k the order of the Markov model and µ the stationary distribution of the Markov model.We reall that we aim at guessing a relevant biologial role of a word in a sequene using its number ofourrenes. Thus we ompare the number of ourrenes expeted in the Markov hain that models the sequeneand the observed number of ourrenes. It is reommended to hoose a degree of signi�ane s to quantify thisrelevane. We �x arbitrarily a degree of signi�ane and we want to alulate the smallest number of ourrenes
u neessary for P(N > u) < s, where N is the number of ourrenes of the studied word. If the number ofourrenes ounted in the sequene is larger than this u, we an onsider the word to be relevant with a degreeof signi�ane s. We have P(N > u) ≤

+∞∑

k=u

(PP(N = k) + Error(k))where PP(N = k) is the probability under the Poisson model that N is equal to k and Error(k) is the errorbetween the exat distribution and its Poisson approximation, bounded using Theorem 3.3.1. Then, we searh thesmallest threshold u suh that
+∞∑

k=u

(PP(N = k) + Error(k)) < s. (3.1)179



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesThen, we have P(N > u) < s and we onsider the word relevant with a degree of signi�ane s if it appears morethan u times in the sequene.In order to ompare the di�erent methods, we ompare the thresholds that they give. Obviously, the smallerthe degree of signi�ane, the more relevant the studied word is. But for a �xed degree of signi�ane, the bestmethod is the one whih gives the smallest threshold u. Indeed, to give the smallest u is equivalent to give thesmallest error in the tail of the distribution between the exat distribution of the number of ourrenes of word
A and the Poisson distribution with parameter tP(A).3.6.1 Software AvailabilityWe developed PANOW, dediated to the determination of threshold u for given words. This software is writtenin ANSI C++ and developed on x86 GNU/Linux systems with GCC 3.4, and suessfully tested with GCC latestversions on Sun and Apple Ma OSX systems. It relies on seq++ library ([MBR+05℄).Compilation and installation are ompliant with the GNU standard proedure. It is available at http://stat.genopole.nrs.fr/sg/software/panow/. On-line doumentation is also available. PANOW is liensed under the GNUGeneral Publi Liense (http://www.gnu.org).3.6.2 Comparisons between the three di�erent MethodsComparisons using syntheti Data.We an ompare the mixing methods and the Chen-Stein method through the values of threshold u obtainedwith PANOW using (Abadi and Vergne, in preparation) in the �rst ase and [RS98℄ in the seond one. We reallthat the method whih gives the smallest threshold u is the best method for a �xed degree of signi�ane. Table3.1 o�ers a good outline of the possibilities and limits of eah method. It displays some results on di�erent wordsrandomly seleted (no biologial meaning for any of these words). Table 3.1 has been obtained with an orderTab. 3.1 � Table of thresholds u obtained by the three methods (sequene length t equal to 106). For eah one ofthe three methods and for eah word, we ompute the threshold whih permits to onsider the word as an over-representedword or not, for degree of signi�ane s equal to 0.1 or 0.01. IMP means that the method an not return a result.

t = 106Words s = 0.1 s = 0.01CS φ ψ CS φ ψg IMP IMP IMP IMP IMP IMPaagg IMP 1301 378 IMP 1304 392gagtt 18 38 18 IMP 40 22ttgggtg 14 27 14 18 29 17gtgggag 16 32 16 22 34 20agaaata 19 39 19 IMP 41 23one Markov model using a random transition matrix and for a degree of signi�ane of 0.1 and 0.01. IMP meansthat the method an not return a result. There are several reasons for that and we explain them in the followingparagraph. Analysing many results, we notie some di�erenes between the methods.Firstly, none of the methods gives us a result in all the ases. We reall that the Chen Stein method gives abound (CS) using the total variation distane. If the degree of signi�ane s that we hoose is smaller than thebound of Chen-Stein, we never �nd a threshold u suh that
CS +

+∞∑

k=u

PP(N = k) < s.Then, eah time that the given bound is higher than the signi�ane degree, use of the Chen Stein method isimpossible. Therefore there are many examples that we an not study with this method. Obviously, it is interestingto have a small degree of signi�ane s and that may be impossible by this restrition of the Chen-Stein method.For example, this problem appears for the words aagg and gagtt in Table 3.1. For this seond word, theChen-Stein bound is equal to 0.0107954. Hene, we an use this method for a signi�ane degree s equal to 0.1but not for a signi�ane degree of 0.01. The same phenomena appears for the word agaaata (the Chen-Steinbound is equal to 0.0120193). 180



3.6. Biologial AppliationsThe φ- and ψ-mixing methods are not based on the total variation distane. Then, whatever the degree ofsigni�ane s and if the studied word satis�es the three following weak properties, we always give a threshold u,ontrary to the Chen Stein method. In spite of these three onditions, our methods enable us to study a muhbroader panel of words than the Chen-Stein method. Indeed, for these two methods, the only problemati ases ariseeither when funtion eψ (see Theorem 3.3.1) is larger than 1 or for a �high� parameter of the Poisson distribution(�high� means larger than 500) or when the word periodiity is smaller than half its length (see assumptions inTheorem 3.3.1 : A /∈ Bn). In fat, the �rst ase does not our very frequently (in any ase in Table 3.1). The reasonwhy the funtion eψ (or a similar funtion in the φ-mixing ase) has to be smaller than 1 is that, for numerialreasons, the error term has to be dereasing with the number of ourrenes k and without this ondition on eψwe an not ensure this derease. We have to ompute error terms for a �nite number of values of k but in orderto redue the omputation time, when error term beomes smaller than a ertain value (we hoose 10−300), wesuppose all the following error terms equals to this value. That is why error term has to be dereasing. The seondproblem, a �high� parameter of the Poisson distribution, is just a omputational di�ulty and one again it doesnot our very frequently (only for the word g in Table 3.1 for instane). We would like to insist on the mainadvantage of our methods : we an �x any signi�ane degree s and, exept in the very rare ases mentioned above,we will �nd a threshold u, ontrary to the Chen-Stein method.Also, we an use our methods for any Markov hain order. Indeed, PANOW runs fast enough ontrary to the Rprogram used to ompute the Chen-Stein bound of [RS98℄. Note that, in program PANOW, we give another method toompute the Chen-Stein bound (see [Aba01b℄) and this method gives approximately the same Chen-Stein bound.The seond main observation we an make is that, when it works, the Chen-Stein method gives either a similarthreshold u than the ψ-mixing method, or a smaller one. This means that the ψ-mixing method out-performs theChen-Stein method.Thirdly we notie that the ψ-mixing method is always better than the φ-mixing one. Obviously, this resultwas expeted by the de�nitions of these mixing proesses and also by the theorems beause of the extra fator
e−(t−(3k+1)n)P(A) (see Theorem 3.3.1 and Theorem 2 in (Abadi and Vergne, in preparation). We are interested bythe real impat of this fator on the threshold u : it is signi�antly better in the ase of a ψ-mixing proess.Finally, let us remember you that Chen-Stein method give any result in a great number of ases where ourmethod works. And it is more the ase when our model of interest is a Markov model of order greater than 2.Indeed, Chen-Stein bounds for Markov model of order greater than 2 are very high and then annot give any resultwhereas our loal method works easily.Biologial Comparisons.Now, we present a few results obtained on real biologial examples with order one Markov models. There aremany ategories of words whih have relevant biologial funtions (promoters, terminators, repeat sequenes, hisites, uptake sequenes, bend sites, signal peptides, binding sites, restrition sites, . . .). Some of them are highlypresent in the sequene, some others are almost absent. Then, it turns out to be interesting to onsider the overor the under-representation of words to �nd words biologially relevant.In this setion, we test our methods on words already known to be relevant. We fous our study on Chi sites oruptake sequenes. Chi sites of baterias protet the genome by stopping its degradation performed by a partiularenzyme. The funtion of this enzyme is to destroy viruses whih ould appear into the bateria. Viruses do notontain Chi sites and then are exterminated. It turns out that Chi sites are highly present in the baterial genome.Uptake sequenes are abundant sequene motifs, often loated downstream of ORFs, that are used to failitatethe within-speies horizontal transfer of DNA.Example 1First, we onsider the Chi of Esherihia oli, gtggtgg, (see Table 3.2), for di�erent degrees of signi�ane. Weuse omplete sequene of Esherihia oli K12 ([BPB+97℄). Sequene length is equal to 4639221. We reall thatfor a �xed signi�ane degree, the smaller the threshold u, the best the method is. Then, we an onlude thatthe ψ-mixing method gives the most interesting results. Chi of E. oli ould be onsidered as an over-representedone from 99 ourrenes for a signi�ane degree s of 0.0001. Beause Chen-Stein bound is equal to 0.067726,Chen-Stein method does not permit to onlude for signi�ane degrees of 0.01 and 0.001. Moreover, it is wellknown that Chi of E. oli is a very relevant word in this bateria. Then, we expet a very small signi�ane degreefor this word. Unfortunately, the minimal signi�ane degree whih ould be obtained by Chen-Stein method is,in fat, the Chen-Stein bound : 0.067726. Our method allows to obtain very small signi�ane degree and theminimal signi�ane degree for whih Chi of E. oli is onsidered as an over-represented word by the ψ-mixingmethod, is given at the last line of Table 3.2 : it is equal to 10−239. Note also that the thresholds u inrease withthe signi�ane degrees s. To understand this fat, it is su�ient to look at inequality (3.1). But they inreaseslowly while signi�ane degrees s dereases. It ould be surprising but it is due to the error term whih dereasesvery fast from a ertain number of ourrenes. 181



Chapitre 3. Poisson approximation for searh of rare words in DNA sequenesTab. 3.2 � Table of thresholds u obtained by the three methods for the Chi of Esherihia oli : gtggtgg (sequenelength t equal to 4639221). For eah one of the three methods we ompute the threshold whih permits to onsider theword as an over-represented word or not, for degree of signi�ane s. IMP means that the method an not return a result.�ounts� orrespond to the number of ourrenes observed in the sequene.
s Chen-Stein φ-mixing ψ-mixing ounts

0.1 87 193 83 499
0.01 IMP 195 92 499

0.0001 IMP 197 99 499

10−239 IMP 549 498 499Example 2Seond, we onsider the Chi of Haemophilus in�uenzae and its uptake sequene (see Table 3.3), for a signi�anedegree s equal to 0.01. We use omplete sequene of Haemophilus in�uenzae ([FAW+95℄). Sequene length is equalto 1830138. We observe that in all the ases the ψ-mixing method is the best one beause it gives the smallest u,Tab. 3.3 � Table of thresholds u obtained by the three methods for the Chi and the uptake sequene of Haemophilusin�uenzae (sequene length t equal to 1830138). For eah one of the three methods and for eah word, we ompute thethreshold whih permits to onsider the word as an over-represented word or not, for degree of signi�ane equal to 0.01.IMP means that the method an not return a result. �ounts� orrespond to the number of ourrenes observed in thesequene. Words Chen-Stein φ-mixing ψ-mixing ountsgatggtgg (hi) 23 36 22 20gtggtgg (hi) 21 32 20 44ggtggtgg (hi) 16 IMP IMP 57gttggtgg (hi) 30 45 26 37aagtgggt (uptake) 13 17 13 737exept for the word ggtggtgg whih has a periodiity less than [n2 ] (and then we an not study it : see assumptionsin Theorem 3.3.1). We an not assume the good signi�ane of the �rst Chi (gatggtgg) beause we ount only
20 ourrenes in the sequene, whereas 23 ourrenes are neessary to onsider this word as exeptional. On theother hand, the uptake sequene is very signi�ant (and then very relevant). Indeed, we ould �x a signi�anedegree equal to 10−224 and onsider it as an over-represented word from 736 ourrenes with the ψ-mixing method.As aagtgggt is ounted 737 times in the sequene, we obtain the well-known fat that this word is biologiallyrelevant.3.7 Conlusions and PerspetivesTo onlude this paper, we reall the advantages of our new methods. We give an error valid for all the values
k of the random variable N t orresponding to the number of ourrenes of word A in a sequene of length t.Then, we an �nd a minimal number of ourrenes to onsider a word as biologially relevant for a very largenumber of words and for all degrees of signi�ane. That is the main advantage of our methods on the Chen-Steinone whih is based on the total variation distane and for whih small degrees of signi�ane an not be obtained.Results of our ψ-mixing method and the Chen-Stein method remain similar but our method has less limitations.Note that our methods provide performing results for general modelling proesses suh as Markov hains as wellas every φ- and ψ-mixing proesses.In terms of perspetives, as we expet more signi�ant results, we hope to improve these methods adaptingthem diretly to Markov hains instead of ψ- or φ-mixing. Moreover, it is well-known that a ompound Poissonapproximation is better for self-overlapping words (see [RSW00℄ and [RS98℄). An error term for the ompoundPoisson approximation for self-overlapping words an be easily derived from our results.182
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ÉpilogueL'espoirL'espoir est dans la rueLa vitoire au bout de la �eurDans ton ventre pousse un ar en ielAve la gueule ouverteDroit devant, droit devantIl ne te font plus peurLes voleurs, les imposteursLes assassins de JoieVous vous tiendrez la mainJusque là, jusque làJusqu'à tomber les mursAve vos 17 ansEt puis e nouveau jourJuste au bout de vos doigtsL'espoir 'est ette boule déliieuse qui vousbou�e le ventreC'est une arme au soleil quand j'entendsprès de toiTout es milliers qui hantentAux étoiles, aux étoilesJe viendrai ave toiPatiner vers l'amourJe viendrai pour toujoursCherher mes 17 ansAu oeur de ton espoirFrais omme un petit jourL'espoir est là partoutL'espoirEt je viendrai sourireEt pleurer près de toiAve le point serréJe goûterai la joieEn allant pioherDans tes yeux plein d'amourEt plein de 17 ansTu es l'EspoirNe lâhe rien, jamais

Ils plieront, e�rayésSous ta beauté, sous ton rienEt sous tes risQui montent de la rueJusqu'à l'éternitéQui monteront toujoursEt je reni�e, heureuxComme un hien magni�queLa poussière d'étoileQue tu sèmes, si �èreDans mon oeurEt tout autourL'EspoirL'Espoir est là toujoursÀ genoux l'auroreÀ genouxLes voleurs de JoieLa jeunesse est bien làEt tu dois t'e�aerCe jour n'est plus à toiL'Espoir est un drapeau planté dans tes en-traillesL'Espoir est dans la rueLa vitoire au bout de la �eurDans ton ventre pousse un ar en ielAve la gueule ouverteDroit devant, droit devantIls ne te font plus peurLes voleurs, les imposteursLes assassins de JoieVous vous tiendrez la mainJusque là, jusque làJusqu'à tomber les mursAve vos 17 ansEt puis e nouveau jour juste au bout de vosdoigts Cali
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AbstratThe statistial analysis of biologial sequene suh as nuleotidi sequenes (DNA and RNA) or amino-aids(proteins) needs the oneption of di�erent models aording to the study. Sine the way the nuleotides sueedone another in DNA sequenes is dependant, Markov models are widely used for this purpose. The problem of thesemodels is to onsider the homogeneity of biologial sequenes. But, biologial sequenes are not homogeneous. Awell-known example is the g perent : along a sequene, g-rih regions and g-poor regions sueed one another.In order to take into aount this heterogeneity, other models are used : the hidden Markov models (HMM).The sequene is divided in some homogeneous regions. There is a lot of appliations to HMM, suh as searh ofoding regions. But, all biologial partiularities an not appear under these models, that is why we develop newmodels : the drifting Markov models (DMM). Instead of �tting a transition matrix on a whole sequene (lassialMarkov model) or di�erent transition matries on di�erent homogeneous parts of the sequene (HMM), we allowthe transition matrix to vary (to drift) from the beginning to the end of the sequene. At eah position t, we obtaina di�erent transition matrix Π t
n
(where n is the sequene length). Thus, our models are onstrained heterogeneousMarkov models. We give two ways to onstrain models : polynomial DMM and polynomial splines DMM. Forinstane, for a degree 1 DMM (linear drift), we �x a transition matrix Π0 at the beginning of the sequene andtransition matrix Π1 at the end of the sequene and we allow the transition matrix to vary linearly from Π0 to

Π1 :
Π t
n

=

(
1 − t

n

)
Π0 +

t

n
Π1.Suh a model ould orrespond to a soft evolution between two hidden states of an HMM, for whih transitionsould appear too sudden. DMM an be seen as a ompetitive model to the HMM one but it over all an beunderstood as a omplementary tool : the hidden models of an HMM, usually �xed Markov hains an be replaedby DMM.Along this work, we onsider polynomial drift or drift by polynomial splines (in the way to make them more�exible than the polynomial ones). We estimate our models by di�erent ways, evaluate their qualities and usedthem in biologial appliations suh as the searh of rare words. We develop the software DRIMM (soon available athttp://stat.genopole.nrs.fr/sg/software/drimm/), dediated to estimation of DMM. This program provide all thepossibilities of DMM, suh as omputation of transition matrix in eah position, omputation of stationary laws...Use of this program for the searh of rare words is proposed in auxiliary programs (available on request).This work provides some perspetives. Instead of allowing the transition matrix to vary only with the position

t, we ould take into aount ovariables suh as, hydrophobiity degree, g-perent, an indiator of the proteinstruture (α-helix, β-sheet,. . .). But the main perspetive stay the possibility to ombine HMM and DMM, withDMM in the role of hidden states.
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RésuméL'analyse statistique des séquenes biologiques telles les séquenes nuléotidiques (l'ADN et l'ARN) ou d'aidesaminés (les protéines) néessite la oneption de di�érents modèles s'adaptant haun à un ou plusieurs as d'étude.Étant donnée la dépendane de la suession des nuléotides dans les séquenes d'ADN, les modèles généralementutilisés sont des modèles de Markov. Le problème de es modèles est de supposer l'homogénéité des séquenes.Or, les séquenes biologiques ne sont pas homogènes. Un exemple bien onnu est la répartition en g : le longd'une même séquene, alternent des régions rihes en g et des régions pauvres en g. Pour rendre ompte del'hétérogénéité des séquenes, d'autres modèles sont utilisés : les modèles de Markov ahés. La séquene est diviséeen plusieurs régions homogènes. Les appliations sont nombreuses, telle la reherhe des régions odantes. Certainespartiularités biologiques ne pouvant apparaître suivant es modèles, nous proposons de nouveaux modèles, leshaînes de Markov régulées (DMM pour drifting Markov model). Au lieu d'ajuster une matrie de transition surune séquene entière (modèle de Markov homogène lassique) ou di�érentes matries de transition sur di�érentesrégions de la séquene (modèles de Markov ahés), nous permettons à la matrie de transition de varier (to drift)du début à la �n de la séquene. À haque position t dans la séquene, nous avons une matrie de transition Π t
n(où n est la longueur de la séquene) éventuellement di�érente. Nos modèles sont don des modèles de Markovhétérogènes ontraints. Dans ette thèse, nous donnerons essentiellement deux manières de ontraindre les modèles :la modélisation polynomiale et la modélisation par splines. Par exemple, pour une modélisation polynomiale dedegré 1 (une dérive linéaire), nous nous donnons une matrie de départ Π0 et une matrie d'arrivée Π1 puis nouspassons de l'une à l'autre en fontion de la position t dans la séquene :

Π t
n

=

(
1 − t

n

)
Π0 +

t

n
Π1.Cette modélisation orrespond à une évolution doue entre deux états. Par exemple ela peut traduire la transitionentre deux régimes d'un haîne de Markov ahée, qui pourrait parfois sembler trop brutale. Ces modèles peuventdon être vus omme une alternative mais aussi omme un outil omplémentaire aux modèles de Markov ahés.Tout au long de e travail, nous avons onsidéré des dérives polynomiales de tout degré ainsi que des dérivespar splines polynomiales : le but de es modèles étant de les rendre plus �exibles que eux des polyn�mes. Nousavons estimé nos modèles de multiples manières puis évalué la qualité de es estimateurs avant de les utiliser envue d'appliations telle la reherhe de mots exeptionnels. Nous avons mis en oeuvre le software DRIMM (bient�tdisponible à http://stat.genopole.nrs.fr/sg/software/drimm/), dédié à l'estimation de nos modèles. Ce programmeregroupe toutes les possibilités o�ertes par nos modèles, tels le alul des matries en haque position, le aluldes lois stationnaires, des distributions de probabilité en haque position... L'utilisation de e programme pour lareherhe des mots exeptionnels est proposée dans des programmes auxiliaires (disponibles sur demande).Plusieurs perspetives à e travail sont envisageables. Nous avons jusqu'alors déidé de faire varier la matrieseulement en fontion de la position, mais nous pourrions prendre en ompte des ovariables tels le degré d'hydro-phobiité, le pourentage en gc, un indiateur de la struture des protéines (hélie α, feuillets β...). Nous pourrionsaussi envisager de mêler HMM et variation ontinue, où sur haque région, au lieu d'ajuster un modèle de Markov,nous ajusterions un modèle de haînes de Markov régulées.

194


